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Streszczenie

Analiza mozliwosci wykorzystania algorytmow uczenia maszynowego w predykcji
wspolczynnika filtracji dla wybranych kruszyw pochodzenia antropogenicznego

Aktualna zlozona sytuacja branzy budowlanej stawia wyzwania zwigzane z odpowiedzialnym
gospodarowaniem i zarzgdzaniem zasobami. Odnosi si¢ to w szczegodlnosci do dostgpnosci
i pozyskiwania materiatéw budowlanych. Pozwolito to w ostatnich latach na intensyfikacj¢ badan
majacych na celu lepsze poznanie i rozw0j zastosowan w budownictwie kruszyw
antropogenicznych takich jak zuzle wielkopiecowe, zuzle paleniskowe oraz kruszywa betonowe.
W niniejszej pracy zaprezentowano wyniki rozwazan nad predykcja wspolczynnika filtracji
z zastosowaniem algorytméw uczenia maszynowego. Wspotczynnik filtracji jest parametrem
istotnym z punktu widzenia zastosowania w geotechnice, inzynierii drogowej czy do oceny
statecznos$ci skarp. Wykonano laboratoryjne badania wspotczynnika filtracji oraz wtasciwosci
fizycznych badanych kruszyw naturalnych (piaski) i antropogenicznych (zuzel paleniskowy
i wielkopiecowy, oraz kruszywo betonowe). Na podstawie zgromadzonej bazy danych wybrano
do analizy algorytmy, ktore spetiaty kryteria zastosowalnosci do tego rodzaju danych. Dalsze
modelowanie przeprowadzono z zastosowaniem algorytméw AdaBoost, Random Forest,
Gradient Boosting, Neural Network, k-NN, jako algorytm kontrolny zastosowano regresj¢
liniowa. Zastosowano dwie metody podziatu proby: 70% - zestaw uczacy, 30% - zestaw testowy,
oraz metode walidacji krzyzowej. Obie z zastosowanych metod podziatu proby daty
poréwnywalne wyniki analizy bledow oraz dopasowania R? jednak byly one mniej
optymistyczne dla metody walidacji krzyzowej. Algorytmem, ktory uzyskal najlepsze rezultaty
dopasowani byt AdaBoost, ktérego R? wynosil od 0.968 do 0.998. Dla wszystkich algorytmow
wykonano szereg analiz statystycznych majacych na celu sprawdzenie poprawnosci szacowanych
modeli. Na koniec wykonano analiz¢ interpretacji, jej celem bylo znalezienie cech - wlasciwosci

fizycznych kruszyw majacych istotny wplyw na predykcj¢ poszczegélnych modeli.

Stowa kluczowe — wspotczynnik filtracji, predykcja parametrow geotechnicznych,
algorytmy uczenia maszynowego, zrownowazony rozwoj, gospodarka w obiegu
zamknigtym, regresja liniowa, AdaBoost, Random Forest, Gradient Boosting, Neural
Network, k-NN.



Summary

Analysis of the possibility of using Machine Learning algorithms in the prediction
of the permeability coefficient for selected aggregates of anthropogenic origin

The current complicated situation of the construction industry poses challenges in terms of
responsible management and stewardship of resources. This is particularly true with regard to the
availability and acquisition of construction materials. This has allowed, in recent years, to
intensify research aimed at better understanding and development of applications in construction
of anthropogenic aggregates such as Blast Furnace Slags, Bottom Slags and Concrete Aggregates.
This thesis presents the results of considering the prediction of the coefficient of permeability
using Machine Learning algorithms. The filtration coefficient is an important parameter for use
in geotechnics, road engineering or for evaluating slope stability. Laboratory tests of the
coefficient of permeability and physical properties were carried out for the tested natural (sands)
and anthropogenic aggregates (Bottom and Blast Furnace Slag, and Concrete Aggregate). Based
on the collected database, algorithms that met the criteria for applicability to this type of data were
selected for analysis. Further modeling was performed using AdaBoost, Random Forest, Gradient
Boosting, Neural Network, k-NN algorithms; linear regression was used as a control algorithm.
Two sample allocation methods were used: 70% - teaching set, 30% - test set, and cross-validation
method. Both of the sample partitioning methods used gave comparable results for error analysis
and R2 fit, but they were less optimistic for the cross-validation method. The algorithm with the
best fitting results was AdaBoost, whose R? ranged from 0.968 to 0.998. A series of statistical
analyses were performed for all algorithms to validate the estimated models. Finally, an
interpretation analysis was performed, its objective was to find characteristics - physical

properties of aggregates that have a significant impact on the prediction of individual models.

Keywords — Coefficient of permeability, geotechnical parameter prediction, Machine
Learning algorithms, sustainability, Circular Economy, Linear Regression, AdaBoost,
Random Forest, Gradient Boosting, Neural Network, k-NN.
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1. Wstep

Jednym z kluczowych elementdow nowoczesnego podejscia do procesu
inwestycyjnego jest projektowanie zrownowazone, uwzgledniajace etap budowy,
uzytkowania 1 koncowego demontazu obiektu. Projektanci, inzynierowie i architekci
powinni dazy¢ do minimalizacji zuzycia surowcow oraz wykorzystania materialow
o niskim wplywie na S$rodowisko naturalne. Nalezy rdéwniez zwraca¢ uwage na
mozliwos$¢ recyklingu i odzyskiwania surowcoéw z materiatow pochodzacych z rozbiorek.
Urbanizacja, rozw0j przemystu i1 dziatalno$¢ czlowieka sa zrodlem powstawania
odpadow, gdzie gospodarowanie nimi staje si¢ coraz wigkszym wyzwaniem wraz ze
wzrostem wykorzystania materiatow, a takze wzrostem ztozono$ci i ich zroznicowania.

Infrastruktura, taka jak drogi, mosty i budynki, na przestrzeni ostatnich dziesi¢cioleci
rozwijala si¢ w szybkim tempie i odegrata wazng role w rozwoju gospodarki, przemyshu
oraz komfortu zycia ludzi. W rezultacie nast¢puje duze zuzycie materialdow budowlanych,
ktore systematycznie rosnie [1]. Budowa i pdzniejsza eksploatacja budynkéw zuzywa
duze ilosci zasobdw naturalnych, a takze odpowiada za znaczng czg$¢ emisji gazow
cieplarnianych [2]. Na przestrzeni lat beton cementowy zyskal status najczesciej
uzywanego materiatu sztucznie wytworzonego na $wiecie. Rocznie na §wiecie produkuje
si¢ 4,1 mld ton cementu [3]. Przemysl cementowy stoi w obliczu wyzwan, takich jak
wyczerpujace si¢ zasoby surowcow 1 paliw oraz rosngce obawy zwigzane z ochrong
srodowiska [4—6]. W obecnych warunkach, globalnie budowa i eksploatacja budynkow
sg przyczyna 50% ogdlnej puli emisji CO2 na $§wiecie. Dynamiczny rozwdj infrastruktury
budowlanej w ostatnich dekadach spowodowal duze zapotrzebowanie na kruszywa
niezwigzane. Prognozy wskazuja, ze po roku 2025 pojawig si¢ ograniczenia w dostepie
do zt6z 1 brak wystarczajacej produkcji piaskow i zwiréw, a po roku 2050 kruszyw
naturalnych tamanych [7]. Zmniejszajace si¢ zasoby kruszyw naturalnych wymusity
poszukiwanie ich substytutow i zamiennikéw [8, 9].

Odpady z sektora budowlanego, tj. okoto 1/3 ogolnej sumy odpadow, stanowia duze
wyzwanie dla zagadnienia zréwnowazonej gospodarki odpadami. Wynika to nie tylko
z ilosci odpadéw wytwarzanych podczas prac budowlano-rozbiérkowych, czy przy
produkcji przemyslowej, ale takze z zanieczyszczen potencjalnie zawartych w tych

produktach [10].
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Produkcja stali w 2021 r. wyniosta 1 mld 951 mln t, jest to wzrost o 3,8%
w stosunku do roku 2020. W Europie produkcja stali surowej wzrosta o 15%, osiagajac
poziom ponad 152 mln t [11], ktory wplynat jednoczesnie na ilo§¢ wytwarzanego wraz
z ta produkcja zuzla wielkopiecowego. Ilos¢ odpadow wytworzonych w sektorze
budowlanym w 2021 roku wyniosta 3 504 tys. ton, jednoczesnie ilo$¢ odpadow
nagromadzona na koniec 2021 na sktadowiskach wynosita 5 925 tys. ton [12].

Jednocze$nie uprzemystowienie jest gldéwna przyczyna powstawania duzej ilo$ci
odpadow. Odpady pochodzace z produkcji przemystowej i budowlanej stanowia az 48%
catkowitej ilo$ci odpaddéw produkowanych w Unii Europejskiej. Z tego sama produkcja
budowlana stanowi 37.1%, warto$¢ ta utrzymuje si¢ na podobnym poziomie od poczatku
lat 2000 [13]. Okoto 85% odpadoéow przemystowych jest sktadowanych na wysypiskach
[14, 15]. Obecnie $wiat stoi w obliczu braku dostepnosci sktadowisk i ograniczeniu
réwnowagi Srodowiskowej [16]. Dlatego wazne staje si¢, aby efektywnie wykorzystac
materiaty odpadowe i uboczne z przemystu.

Z punktu widzenia wysoko uprzemystowionej i rozwinigtej gospodarczo Unii
Europejskiej rozwigzania w postaci recyklingu wymagaja stalego rozwoju, obecnie
podlega mu jedynie 38% wszystkich wytwarzanych odpadéw (dane za rok 2020) [13].

Jednak cele gospodarki cyrkularnej w Europie sa znacznie bardziej ambitne
1 koncentruja si¢ na koncepcji,,Zielonego Ladu”, strategia skupia si¢ na ,,przeksztatceniu
UE w sprawiedliwe 1 prosperujace spoleczenstwo zyjace w nowoczesnej,
zasobooszczednej i konkurencyjnej gospodarce, ktora w 2050 r. osiggnie zerowy poziom
emisji gazoéw cieplarnianych netto i w ramach ktorej, wzrost gospodarczy bedzie
oddzielony od wykorzystania zasobéw naturalnych” [17]. Realizacja tych celow wymaga
zwigkszonego wykorzystania odpadéw i produktéw ubocznych, co staje si¢ powszechng
praktyka w wielu krajach europejskich, ale rowniez w Japonii czy USA.

Zgodnie ze strategia Komisji UE na rzecz budowy zrownowazonego srodowiska,
konieczne jest zapewnienie spdjnosci polityki w obszarach: klimatu, oszcze¢dnosci
zasobow, efektywnos$ci energetycznej czy gospodarowania odpadami z budowy
i rozbiorki [18]. W tym przypadku zarzadzanie gospodarka materiatowa skupia si¢ na
dwoch aspektach recyclingu odpadéw (i) poprzez ich ponowne wykorzystanie
w materialach budowlanych oraz (ii) objeciu obiegiem zamknigtym materialow
wydobytych (np. gleby, grunty, kruszywa) i ponowne ich zastosowanie [18]. W zwigzku
z obecng polityka ochrony $rodowiska i jego zasobow oczekiwany jest dalszy wzrost

wykorzystania odpadow z recyklingu i produktéw poprzemystowych.
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Wobec powyzszego, gospodarka odpadami powinna zapewnia¢ odzysk jak
najwigkszej ilosci potencjalnie dostgpnych odpadéw [19]. Jednym ze sposobow
zmniejszania licznych sktadowisk materiatow antropogenicznych réznego pochodzenia
jest ich wykorzystanie w budownictwie, ktore jest coraz czesciej stosowang alternatywa.
Pelnig wiele rol zaleznych od ich wtasciwosci i potencjatu recyclingowego. Wymaga to
wiedzy na temat istniejacych zasobow budowlanych oraz dostosowania obecnych
procesow rozbiorki. Materiat po procesie kruszenia na odpowiednie frakcje jest bardzo
czgsto wykorzystywany jako kruszywo w budownictwie ziemnym, a w szczegdlnosci
w budownictwie drogowym. Odpady poprzemystowe oraz produkty uboczne s3
natomiast coraz czesciej wykorzystywane jako materiat wypetniajacy w konstrukcjach
budowlanych [10, 20].

Materiaty antropogeniczne stosowane w budownictwie dzieli si¢ na kilka kategorii
w zaleznosci od pochodzenia materiatu, podziat uwzgledniajacy pochodzenie materiatow

zaprezentowano na rysunku 1.

Z odpadow energetycznych (zuzle, popioty)

Z surowcow hutniczych metali zelaznych i stali (kruszywa

Kruszywa pohutnicze)
Bl postindustrialne i

mZ surowcow hutniczych metali niezelaznych (po flotoacyjne)

— Z surowcow goérniczych ze zwatéw
Destrukt betonowy
(O ANE]
antropogeniczne Kruszywa
— . Destrukt ceglany
recyclingowe
Frez asfaltowy

Z obrdbki termicznej surowcow naturalnych (keramzyt,

glinoporyt)
| Kruszywa
sztuczne S— . , y
Z obrébki termicznenj przemystowych surowcow

odpadowych (popiotoporyt, gralit)

Rysunek 1 Schemat podziatu kruszyw alternatywnych (opracowanie wtasne).

Produkty uboczne z przemyshu, takie jak Zzuzel wielkopiecowy, popidt i zuzel
paleniskowy, popidt drzewny, czy kruszywa betonowe moga by¢ stosowane jako

zamiennik naturalnego kruszywa [15, 19, 21, 22].
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W  ostatnich latach znacznie wzroslo zainteresowanie tymi materiatami,
co przelozylo si¢ na ich wykorzystanie w budownictwie. Aktualnie lepsze poznanie
1 zagospodarowanie odpadow pochodzacych z recyklingu jest jednym z wyzwan nauki.
Jest ono wazne wieloaspektowo w odniesieniu do oddziatywania na S$rodowisko,
w zastosowaniu inzynierskim w przemysle budowlanym, ale takze jako element oceny
cyklu zycia (ang. Life Cycle Assessment —LCA) [5, 6]. W celu zrownowazenia przemystu
budowlanego nalezy w optymalny sposéb zarzadza¢ wpltywem na srodowisko (zuzycie
materiatbw 1 energii), problemami spotecznymi (zdrowie 1 dobrobyt) oraz
zobowigzaniami ekonomicznymi (koszty budowy). Produkcja materialow budowlanych
w zwigzku z konsumpcja energii i produkcja CO; musi przej$¢ transformacjg, aby
wypehic¢ cele zrownowazonego rozwoju [23, 24] [25].

Zastosowanie materiatow antropogenicznych jako kruszyw w budowlach ziemnych
wigze si¢ z ich bezposrednim kontaktem ze $rodowiskiem gruntowo-wodnym. Dlatego
jednym z wazniejszych parametrow, ktory nalezy przeanalizowac przed zastosowaniem
tego rodzaju materialu jest wspotczynnik filtracji wykorzystywany w projektowaniu
1 analizie statecznosci budowli ziemnych, takich jak waty przeciwpowodziowe, nasypy,
fundamenty czy stabilizacja gruntu. Poprawne oszacowanie wspotczynnika filtracji
umozliwia oceng przeptywu wody przez kruszywo antropogeniczne, co jest kluczowe dla
zapewnienia trwalo$ci 1 bezpieczenstwa tych konstrukcji [26, 27]. Jednocze$nie
wspotczynnik filtracji ma znaczenie w ocenie i monitoringu zanieczyszczen wod
gruntowych i powierzchniowych. Wtasciwie okreslony wspotczynnik filtracji pozwala na
prognozowanie przenikania substancji chemicznych, takich jak zanieczyszczenia
z terenow przemystowych czy skladowisk odpadow, przez warstwe kruszywa
antropogenicznego i jego wpltyw na jako$¢ wod [28].

Kolejng kwestig jaka nalezy bra¢ pod uwagg, a ktéra stanowi jedno z gtéwnych
wyzwan zwigzanych z wtérnym zastosowaniem produktow recyclingowych jest ich
réznorodno$¢ wlasciwosci fizycznych i mechanicznych. Wplywa to w sposob znaczny na
precyzyjng ocen¢ produktu i mozliwosci jego aplikacji. Jednoczesnie wigze si¢
z wykonywaniem czaso- i kosztochtonnych badan laboratoryjnych czy polowych i analiz
otrzymanych rezultatdow. Moze to by¢ jeden z czynnikow ograniczajacych zastosowanie
kruszyw antropogenicznych w procesie inwestycyjnym. Dlatego istotne jest
poszukiwanie metod i1 narz¢dzi predykcyjnych umozliwiajacych sprawne i wiarygodne

wyznaczanie istotnych projektowo i inzyniersko parametrow stosowanych kruszyw.
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Okreslenie wlasciwosci materialow dla sektora zarzadzania materialami
budowlanymi powinno dazy¢ do doboru optymalnych metod, ktére charakteryzuja si¢
mniejsza koszto- 1 czaso-chtonnos$cig. Jednym z takich narzedzi predykcyjnych sa
algorytmy uczenia maszynowego (ang. Machine Learning), ktore stosowane sg w wielu
dziedzinach nauk technicznych 1 ekonomicznych. W kontek$cie wyznaczania
wspotczynnika filtracji dla kruszyw antropogenicznych, zastosowanie algorytmow
uczenia maszynowego moze przynies¢ wiele korzyScii W tym zwigzanych
z wiarygodnoscig otrzymanych rezultatdw w odniesieniu do wzoréw empirycznych
stosowanych dla kruszyw naturalnych. Praca skupia si¢ na zastosowaniu i doborze
odpowiednich algorytmow uczenia maszynowego, w celu przewidywania wspotczynnika
filtracji na podstawie dostgpnych danych dotyczacych wlasciwosci kruszyw
antropogenicznych. Omowione zostang rowniez techniki przetwarzania danych, majace
na celu poprawe jakosci predykcji. W pracy postuzono si¢ szeregiem analiz
statystycznych pozwalajacych na ocen¢ wiarygodnos$ci i poprawnosci procesu predykcji.
Zastosowano takze technik¢ interpretacyjna, majaca za zadanie wskazaé¢ cechy
materiatéw istotne z punktu widzenia kazdego ze stosowanych algorytmow.

Niniejsza praca przedstawia szczegdtowo tematyke predykcji na przyktadzie
wspotczynnika filtracji w wybranych kruszywach antropogenicznych oraz zastosowanie
1 dobor algorytmoéw uczenia maszynowego w tej grupie materiatow. W pracy poddano
ocenie, zastosowanie algorytméw uczenia maszynowego jako narzedzia
umozliwiajacego szybkie i efektywne przewidywanie wspotczynnika filtracji, co ma
znaczenie dla projektowania infrastruktury, ochrony s$rodowiska i optymalnego

wykorzystania kruszyw antropogenicznych w r6znych zastosowaniach inzynierskich.
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2. Przeglad literatury

2.1.Materialy antropogeniczne jako alternatywa w
budownictwie

Zréwnowazony rozwoj to podnoszenie jakos$ci zycia w zdrowym $rodowisku, ktory
wplywa na poprawe warunkoéw spotecznych, ekonomicznych i $rodowiskowych dla
obecnych i1 przysztych pokolen [29]. W ostatnich latach znaczaco wzrasta §wiadomos$¢
i nacisk na ochrong¢ $rodowiska i jego zasobow, co jest konsekwencja jego degradacji,
posrednio wynikajacej z dziatalnosci przemystowej czlowieka. Ma to wplyw na
zaostrzenie przepisow przez Uni¢ Europejska dotyczacych utylizacji odpadow
i stanowi bodziec do poszukiwania nowych sposobéw recyclingu [18, 30].
Pierwszym krokiem w celu okre$lenia cyklu zycia materiatu jest rozwazenie mozliwosci
jego ponownego zastosowania, co pozwala na sformulowanie zréwnowazonego
charakteru materialu. W tym celu koniecznym jest przeanalizowanie etapow cyklu zycia
produkty jak: wydobycie, transport, przetwarzanie surowcow, uzytkowanie
i konserwacj¢ wyrobu, a na koncu jego eliminacj¢ lub recykling. Jednym z celow
zrbwnowazonego wytwarzania produkcji przemystowej jest zmniejszenie ilosci
materiatbw  wysylanych na skladowiska oraz zmniejszenie ilosci odpadow
niebezpiecznych po przez budowanie gospodarki o obiegu zamkni¢tym (ang. Circular
Economy). Ponowne uzycie lub odzysk zapewnia korzyS$ci zwigzane z ochrong
srodowiska [31, 32]. Na przyklad, destrukt betonowy z rozbiérki po poddaniu go
procesowi kruszenia staje si¢ waznym produktem - kruszywem betonowym
recyklingowym, ktory stanowi bardzo dobry zamiennik kruszyw naturalnych. Kruszywo
betonowe ma liczne zastosowania w szczegolnosci jako kruszywo w drogownictwie.

Odpady budowlane w postaci gruzu betonowego poddane recyklingowi stajg si¢
destruktem betonowym, ktory po odpowiednim rozfrakcjonowaniu moze by¢
z powodzeniem zastosowany w budownictwie [33—35]. Rafalski [34] opisal mozliwosci
wykorzystania materialdéw antropogenicznych w budownictwie drogowym. Kijowski
[33] do zastosowan destruktu betonowego zaliczytl m.in. rekultywacj¢ zdegradowanych
terenow, podbudowy nawierzchni drogowych, utwardzanie placéw, warstwy ochronne
uszczelnien w sktadowiskach odpadéw komunalnych i przemystowych, utwardzanie
drog lesnych, materiat do budowy waléw przeciwpowodziowych. Zastosowaniem
gruntow antropogenicznych do podbudéw drogowych w Holandii zajmowali si¢
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Herrador 1 in. [36], a w Australii, gdzie powszechnie stosuje si¢ destrukt betonowy
z domieszka innych materiatow budowalnych jako podbudowe drogowa [37]. Mozliwos¢
zastosowania destruktu betonowego w budownictwie drogowym mozna rozpatrywaé¢ na
przyktadzie testow terenowych w Melhus w Norwegii [38] lub podczas licznych testow
w USA [39], a takze w Polsce [40].

Jednym z gléwnych parametrow majacych wplyw na stosowanie kruszyw
antropogenicznych szczegodlnie w konstrukcjach ziemnych jest wspotczynnik filtracji.
Poprawne szacowanie wspotczynnika filtracji dla kruszyw antropogenicznych, takich jak
zuzle czy destrukty betonowe, pozwala na scharakteryzowanie przepuszczalnosci.
Wedlug Bernta [31], prawidlowe wyznaczanie wspolczynnika filtracji dla kruszyw
antropogenicznych, takich jak zuzle czy kruszywa betonowe, jest kluczowe
z perspektywy projektowania infrastruktury i ochrony srodowiska. Badania laboratoryjne
Godyn 1 Dutki [41] dotyczace wykorzystania zuzli 1 popiotdéw do zastosowan
inzynierskich podkresla znaczenie poprawnego oszacowania wspotczynnika filtracji
w celu skutecznego zarzadzania odpadami 1 minimalizacji ich negatywnego wplywu na
srodowisko. Jednocze$nie precyzyjne okre§lenie tego parametru umozliwi wybor
odpowiednich technologii i dobor materialdow, co przyczyni si¢ do optymalizacji
procesOéw inzynieryjnych zwigzanych z kruszywami antropogenicznymi.

Wtdrne zastosowania materiatow antropogenicznych moga si¢ wzajemnie przenikac
tworzac dalsze zastosowania, nalezy tu jednak pamigta¢ o ostroznym i dobrym
rozpoznaniu takiego materiatu [31, 42—44].

Materiaty antropogeniczne cechuje zmienno$¢ i niejednorodno$¢ w zalezno$ci od
pochodzenia, miejsca odzysku czy cho¢by czasu sktadowania. Aby precyzyjnie okresla¢
mozliwo$ci zastosowania poszczegélnych materialow recyklingowych wazne jest
wlasciwe wyznaczanie ich parametrow, co ma istotny wptyw na zdolnosci aplikacyjne.
Praktyczne przyktady zastosowania materialow odpadowych w budownictwie, wraz
z oceng ich parametréw fizycznych, mechanicznych i sktadu chemicznego podajg min.
Pisarczyk i in. [45] oraz Zabielska — Adamska [46].

1 stycznia 2022 roku zmienila si¢ definicja odpadéw komunalnych z ktorej
wylaczone zostaly odpady budowlane i rozbidrkowe [47, 48]. Zgodnie z nowa ustawg
w pkt. 6a w art. 3 ust. 1 ustawy o odpadach [49], przez odpady budowlane i rozbiérkowe
nalezy rozumie¢ ,,odpady powstate podczas robot budowlanych”. Jest to bezposrednie
nawiazanie do pojecia robdt budowlanych zdefiniowanego w ustawie — Prawo budowlane

z dnia 7 lipca 1994 r. wraz ze zmianami [50], gdzie okreslono, ze przez roboty budowlane
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nalezy rozumie¢ budowe, a takze prace polegajace na przebudowie, montazu, remoncie
lub rozbidrce obiektu budowlanego. Zuzle sa klasyfikowane jako odpady niepalne,
wylaczone z art. 48a 1., mdéwigcego o obowigzku uzyskania pozwolen na ich
sktadowanie. Tym samym nie wprost okresla si¢ je jako odpady obojetne, co pozwala
wnioskowa¢ o traktowaniu zuzli w rozumieniu rozdziatu 4 art. 10 jako produktu
ubocznego produkcji przemystowej [51].

O szerokim zastosowaniu gruntoéw antropogenicznych jako podloza budowli,
a szczegollnie o zastosowaniu tupka nieprzepalonego do budowy nasypow przy regulacji
rzeki Pszczynki dowiadujemy si¢ z pracy Se¢kowskiego [52]. Skarzynska [53] oraz
Gruchot [54] podaja mozliwosci zastosowania odpadéw poweglowych w budownictwie.
Zawisza [55] podaje zastosowanie odpadéw hutniczych w budownictwie drogowym.

Pisarczyk 1 in. [56] w publikacji zestawili przyklady zastosowania gruzu
budowlanego do wykorzystania w hydrotechnice oraz w budownictwie drogowym. Na
podkreslenie zastuguja publikacje wykazujace praktyczne zastosowanie materialow
odpadowych do odbudowy watéw przeciwpowodziowych rzek Odry i Slezy [57] oraz
gruzu budowlanego do budowli regulacyjnych rzeki Wisty [58]. O zastosowaniu
materiatéw antropogenicznych w budownictwie drogowym, wraz z wymaganiami
dotyczacymi wihasciwosci tych gruntéw, dowiadujemy sie takze z opracowania IBDiM
[59].

Temat zastosowania kruszyw zuzlowych i betonowych w budownictwie zyskal na
znaczeniu w ostatnich latach, jest to niewatpliwie zwigzane z podejmowaniem szeregu
dziatan przez agencje mi¢dzynarodowe zwigzane z ochrong srodowiska i klimatu. Jedng
z nich jest 1 inicjatywa Unii Europejskiej - Green Deal — Europejski Zielony Lad, ktéra
zaktada osiggnigcie neutralnosci klimatycznej do 2050 r., co ma wigzaé si¢
z oddzieleniem wzrostu gospodarczego panstw cztonkowskich od zuzywania zasobow
naturalnych [60]. Nie bedzie to mozliwe bez zintensyfikowania dzialan polegajacych na
odzyskiwaniu i ponownym wykorzystaniu surowcéw dotychczas uwazanych za odpady.
Nalezy doda¢, ze wszelkie surowce poddawane recyklingowi z uwagi na efektywnos$¢ ich
zastosowania powinny przej$¢ proces selekcji i sortowania. Przyczynia si¢ to do
oczyszczenia z materiatow jak szklo, drewno, tkaniny itp. i ujednolicenia materiatu
wyjsciowego co podnosi jego walory. Sortowanie, przekruszanie i przesiewanie
materialu na pozadane frakcje pozwala na uzyskanie wartoSciowych materiatlow

budowlanych, ktore przestaja by¢ odpadem a staja si¢ zasobem.
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Kruszywa recyklingowe jako materialty stosowane w budownictwie ziemnym
powinny podlega¢ monitoringowi pod katem skltadu chemicznego, szczegélnie
w zakresie zawartosci metali cigzkich. Biorgc pod uwage mozliwos¢ kumulowania si¢
metali cigzkich w §rodowisku i ich oddzialywanie nie tylko na florg, ale takze faune ich
kontrola przed zastosowaniu kruszywa w gruncie jest niezbedna. Nalezy tu zaznaczy¢, ze
ostatnie badania wskazuja na wlasciwosci remediacyjne zuzli i ich zdolno$¢ do sorpcji
zanieczyszczen, co dodatkowo warto$ciuje te materiaty srodowiskowo [61-63].

Nie jest jednak mozliwa kontrola wszystkich parametrow kruszyw
antropogenicznych, po pierwsze z uwagi na czaso- i kosztochlonno$¢ takiego procesu,
a po drugie, ze nie wpisuje si¢ to w wyzwania zwigzane z polityka gospodarowania
cyklem zycia produktu. Dlatego szczegdlnie wazne z punktu widzenia zarzadzania
odpadami jest poszukiwanie nowych rozwigzan ktérych celem jest predykcja parametrow
bazujaca na wczesniej zebranej wiedzy z badan polowych i laboratoryjnych. Ponadto
zrodta normowe takie jak Eurokod 7, okreslaja, ze nalezy stosowaé metody numeryczne
do okres$lania charakterystycznych wartosci wytrzymalosci budowli  ziemnej,
oddzialywan i pozioméw wody [64].

W istocie kierunkuje to poszukiwanie rozwigzania tych problemow na zastosowanie
nowoczesnych narzedzi i technik ostroznego szacunku w oparciu o juz posiadang wiedzg.
Jednoczesnie algorytmy uczenia maszynowego s3g obecnie najszybciej rozwijajaca si¢

gatezig analiz predykcyjnych ktore wpisuja si¢ w metode techniki ostroznego szacunku.

2.2.7Zuzel — geneza i wlasciwosci

Zuzel to produkt uboczny powstajacy podczas przemystowych procesow
technologicznych. Powstaje jako niemetaliczny produkt uboczny podczas produkc;ji stali
lub energii. W samym 2019 r. wytworzono 114.1 mln ton odpadéw przemystowych,
z czego az 14.3 mln ton stanowig Zzuzle, popioty lotne oraz mieszanki popiotowo-zuzlowe.
Biorac pod uwage odpady wczesniej sktadowane, ktore szacuje sie na ok. 300 min ton
recykling tych odpadow stanowi duze wyzwanie [65]. Ze wzgledu na wysoki koszt
utylizacji jako materiat odpadowy oraz pozytywne cechy zuzli z punktu widzenia
gospodarki materiatlowej, przez wigkszos$¢ krajow rozwinietych zostaly one uznane za
uzyteczny material budowlany, a nie odpad przemystowy [28, 62, 66, 67].

Zuzel wielkopiecowy (BFS) po wytopie w wielkim piecu jest w stanie ciektym

wywozony w zbiornikach na hatdy. Podczas procesu chtodzenia nastgpuje krystalizacja

19



wielu mineratéw, glownie krzemiandéw oraz glinokrzemian6w wapnia i magnezu. Zwykle
na kazda ton¢ wyprodukowanego goracego metalu przypada 200-400 kg plynnego zuzla.
Zuzel wielkopiecowy w temperaturach roboczych powinien byé zuzlem swobodnie
ptynacym, aby zapewni¢ skuteczne oddzielanie zuzla od metalu [68—70]. Musi mieé¢
znaczne powinowactwo do sktadnikow skatly ptonnej, aby utatwi¢ produkcje wybranego
metalu [71]. Stopione zZelazo i plynny Zzuzel gromadza si¢ na dnie wielkiego pieca, gdzie
stopiony zuzel o nizszej ggstosci tworzy warstwe nad stopionym zZelazem. Stopiony zuzel
jest odprowadzany z pieca jako ciecz przypominajgca roztopiong lawe plywajac na
wierzchu roztopionego zelaza i moze by¢ oddzielony w odpieniaczu. Procesy rozktadu
krzemianéw zachodza w wyniku przemian fazowych ortokrzemianu wapnia - larnitu.
W wyniku tego zachodza wewnetrzne zmiany w strukturze krystalicznej. Zwigzane jest
to ze zmiang objetosci, zachodzacg bez zmiany sktadu chemicznego. Przyjmuje sig¢, ze ta
faza przemiany trwa od dwoch do sze$ciu miesigcy, a material osigga fazg ustabilizowang
[68, 71, 72].

W zaleznos$ci od metod chlodzenia i zestalania roztopionego zuzla mozna wytworzy¢
trzy wazne rodzaje zuzla wielkopiecowego, ktoérymi sg zuzel granulowany, chlodzony
powietrzem i ekspandowany. Granulowany zuzel wielkopiecowy (GBFS) otrzymuje si¢
w wyniku szybkiego wygaszania stopionego zuzla za pomoca wysokoci$nieniowych
strumieni wody. Sg to szkliste granulki o wielko$ci czastek ponizej 5 mm. GBFS jest
czesto stosowany po dalszej obrobce poprzez suszenie, a nastgpnie mielenie na bardzo
drobny proszek. Granulowany zuzel wielkopiecowy moze by¢ stosowany jako
bezposredni zamiennik cementu z réznym wspotczynnikiem wymiany migdzy 30%
a 85% [73-75]. Jesli stopiony zuzel zostanie skierowany do wyrobisk lub zatok
ziemnych, gdzie w panujacych warunkach atmosferycznych nastapi zestalenie, utworzy
on chtodzony powietrzem zuzel wielkopiecowy o strukturze krystalicznej masy skalne;j.
Chlodzony powietrzem zuzel wielkopiecowy jest do§¢ twardym, gegstym materialem,
wykorzystywanym w takich zastosowaniach jak podsypka kolejowa, stabilizacja podloza
drogowego, kruszywo do betonu lub ogdlnie wszedzie tam, gdzie wymagane jest nosne
podtoze. Zuzel ekspandowany produkowany jest przy uzyciu urzadzenia mechanicznego
i stosunkowo niewielkich ilosci wody chtodzacej, tworzac lekki, suchy material. Stosuje
si¢ go na ogol w lekkich blokach budowlanych, w produkcji cegiel, w izolacji oraz jako
kruszywo do lekkiego betonu [68, 76—79].

Gesto$¢  objetosciowa zuzla wielkopiecowego jest mniejsza niz kruszywa

naturalnego. Wykazuje wlasciwosci izolacyjne, dobra odporno$¢ ogniowa
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1 wytrzymato$¢ termiczng. Charakteryzuje si¢ wigksza chtonnosciag wody niz kruszywa
naturalne. Wynika to z jego wigkszej porowato$ci. W duzej mierze jest to jednak
wlasciwo$¢ porowatosci zamknigtej, ktoéra oznacza brak polaczen miedzy porami. Nie
zmniejsza to jednak mrozoodporno$ci zuzla wielkopiecowego, ktora jest stosunkowo
wysoka [80—84].

Produkcja zuzla wielkopiecowego (BFS) na $wiecie przekracza kilkadziesiat
milionéw ton (ok. 25 mln) rocznie [85]. Zuzel wielkopiecowy ma pH o charakterze
zasadowym. W zuzlu wielkopiecowym mozna wyrdzni¢ znaczng obecno$¢ krzemu, glinu
i wapnia. Sktad zuzla wielkopiecowego, w zalezno$ci od obszaru lub miejsca pozyskania,
moze by¢ zmienny, zwlaszcza pod wzgledem zawartosci gtownych tlenkéw, takich jak
Si02, Al,O3; 1 Ca0O. Obecnos¢ tych pierwiastkow $wiadczy o zdolnosci do tworzenia
zasadowych wigzan krzemianowych. Bioragc pod uwage znacznie wyzszg zawarto$¢
krzemu, glinu i sodu w BFS ma wigkszg zdolno§¢ do tworzenia wigzan polimeroéw
krzemianowych [85-88].

Zuzel paleniskowy jest jednym z odpadéw z przedsiebiorstw produkujacych energie
cieplng, ktéry powstaje w procesach spalania pytu wegla kamiennego. Po ostudzeniu
zuzel rozni si¢ wilasciwosciami w  zaleznosci od szybkosci chlodzenia,
a materiat jest obojetny na wymywanie. Sktad chemiczny zuzla piecowego to okoto 50%
krzemionki SiO; i znaczna ilo$¢ tlenku glinu Al,O3 [67, 89, 90]. Wyr6znia si¢ dwie
glowne odmiany. Zuzel niewypalony ma ciemnoszary kolor i otwartg strukture porow.
Kruszywo zawiera w roznym stopniu kawalki spalonego wegla, a ziarna sg
w duzej mierze zeszklone. Zuzel palony ma barwe ceglastoczerwona, a w wyniku
spalania wegla powstaja duze ilosci drobnego kruszywa i spiekow twardych. Masa
nasypowa zuzla paleniskowego wynosi od 700 kg/m? do 1100 kg/m?, masa objetosciowa
ziaren od 1200 kg/m?® do 1800 kg/m?, ciezar wiasciwy 2500-2700 kg/m?, porowato$¢
ziaren 30-60%, nasigkliwos¢ do 20% [91, 92].

Sukcesywnie zuzle sg przetwarzane jako kruszywo do budowy drog, stabilizacji
gruntu, podbudowy oraz do ukladania nawierzchni podatnych i potsztywnych. Pomimo
tego, do dnia dzisiejszego duza ilo$¢ zuzli pochodzacych z przemyshu jest sktadowana na
hatdach. Wielu naukowcow badalo wykorzystanie zuzla stalowego jako kruszywa
w projektowaniu betonu asfaltowego do budowy drég [34]. Najlepszym sposobem
zagospodarowania tego produktu ubocznego jest jego recykling. Prowadzi to do
zmniejszenia ilo$ci sktadowisk przeznaczonych do jego utylizacji, oszczedzajac zasoby

naturalne [61, 67, 93, 94].
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Sktadowiska zuzli wielkopiecowych oraz odpadéw paleniskowych sa powszechnie
uwazane za ucigzliwe dla srodowiska. Do ich gtownych negatywnych wplywow na
srodowisko mozna zaliczy¢ wplyw infiltrujacych wod ze sktadowiska na wody
podziemne, zmian¢ jako$ci wod powierzchniowych przez odprowadzanie do nich
infiltrujacych wod ze sktadowisk, zanieczyszczenie powietrza oraz przylegtych terenow

i roslin pytem unoszonym z powierzchni sktadowiska [89, 95]

2.3.Kruszywo betonowe - geneza i wlasciwosci

Beton sktada si¢ przede wszystkim z cementu portlandzkiego, kruszywa oraz wody.
Beton jest jednym z najpowszechniej stosowanych materiatéw budowlanych, ktoérego
globalne zuzycie zbliza si¢ do 30 miliardow ton rocznie. Tradycyjny beton jest jednym
z najbardziej energochlonnych materiatow budowlanych, odpowiedzialnym za okoto
10% globalnej antropogenicznej emisji dwutlenku wegla [96]. Podczas procesu
mieszania wody (H20) i cement tworza paste cementowa, w wyniku reakcji miedzy H>O
a krzemianami wapnia powstaje hydrat krzemianu wapnia, material CaO-SiO.-H>O,
ktéry nie ma statego sktadu i jest okreslany jako C-S-H [97]. Wyprodukowanie tony
cementu portlandzkiego wymaga okoto 4 GJ energii, a produkcja klinkieru
portlandzkiego uwalnia do atmosfery okoto 1 tony dwutlenku wegla. W zwigzku z tym
jego obcigzenie dla $rodowiska jest znaczace pod wzgledem wykorzystania zasobow
1 emisji CO2 [98-100].

Wykorzystanie kruszyw betonowych pochodzacych z recyklingu w zastosowaniach
budowlanych jest wcigz stosunkowo nowa 1 stale rozwijang technika. Buck [101]
przypisuje powszechne uzycie kruszyw betonowych pochodzacych z recyklingu
zakonczeniu Il wojny $wiatowej, kiedy to nastgpita nadmierna rozbiorka budynkow
1 drog oraz pojawita si¢ duza potrzeba zarowno pozbycia si¢ odpaddéw, jak i odbudowy
Europy po wojnie. W latach 70-tych w Stanach Zjednoczonych zaczg¢to stosowac
kruszywa betonowe pochodzace z recyklingu w zastosowaniach niekonstrukcyjnych,
takich jak material wypetniajacy, fundamenty i podbudowy [101]. Od tego czasu
przeprowadzono liczne badania dotyczace mozliwosci zastapienia kruszywa naturalnego
(NA) w betonie konstrukcyjnym przez kruszywo betonowe pochodzace
z recyklingu [98, 102—-105].

Kruszywa betonowe z recyklingu otrzymuje si¢ w wyniku procesu kruszenia

destruktu betonowego, z wylaczeniem materialdw zbrojenia, destruktu ceglanego
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1 materiatlow migkkich (drewno, szklo, styropian), z ktorych nastgpnie otrzymuje si¢
material o uziarnieniu od 0 do 63 mm [106]. Kruszywa betonowe z recyklingu moga by¢
stosowane jako kruszywo w budownictwie ziemnym. Znajduja one zastosowanie gtéwnie
w budownictwie drogowym, w ktorym ich wlasciwos$ci geotechniczne (wytrzymatosé
1 odksztalcalno$¢) zostalty juz w duzej mierze rozpoznane [106—108]. Gléwne
wiasciwosci fizyczne kruszywa betonowego z recyklingu to gesto$¢ objetosciowa,
gestos¢ wilasciwa, wilgotnos¢, porowatos¢ i absorpcja wody przez kruszywo, ksztalt
ziarna, sktad granulometryczny kruszywa, a takze wlasciwosci filtracyjne. Przy
wykorzystaniu kruszywa betonowego w drogowych konstrukcjach nasypowych oraz przy
projektowaniu zapor i watow szczegdlne znaczenie ma wspolczynnik filtracji. W celu
obnizenia kosztow inwestycji 1 optymalnego zarzadzania odpadami zastosowanie
prognoz wspolczynnika filtracji na podstawie wlasciwosci fizycznych materiatu jak
porowatos¢ lub uziarnienie, zastgpuje wykonywanie kosztownych i dtugotrwatych badan
terenowych lub laboratoryjnych [109]. Na przyktad, dla kruszyw naturalnych
rozwigzania w postaci prognoz przy uzyciu wzoréw empirycznych jest powszechng
praktyka ze wzgledu na budowe tych gruntow ktore na ogoét charakteryzuja si¢ obecnoscia
zaokraglonych ziaren, zlozonych gléwnie z kwarcu 1 o matej chropowatosci. Podobne
postepowanie moze zosta¢ zastosowane takze dla kruszywa betonowego, jednakze nalezy
tu uwzgledni¢ inng budowe ziaren ktdre sg bardziej szorstkie i maja nieregularny ksztatt,
co ma znaczacy wpltyw na przeptyw wody przez pory gruntowe [110].

Porowato$¢ 1 absorpcja wody sa powigzanymi cechami kruszywa. Kruszywa
naturalne zazwyczaj maja mala absorpcj¢ wody ze wzgledu na niska porowatosc,
kruszywo betonowe ma wigksza porowato$¢, co pozwala kruszywu zatrzymac wigcej
wody w porach. Shayan i Xu [111] okreslili warto$ci absorpcji wody w zakresie 0,5-1 %
dla kruszyw naturalnych i 4-4,7 % dla kruszywa betonowego w stanie nasyconym. Inne
badania wykazaty roznice, gdzie absorpcja kruszywa betonowego wynosita 5,6 i1 4,9-
5,2% w poréwnaniu do absorpcji kruszywa naturalnego wynoszacej od 1,0 do 2,5% [112,
113]. Metoda produkcji kruszywa betonowego i rodzaj kruszarki, ktora jest uzywana w
tym procesie, ma wplyw na ksztalt produkowanego kruszywa betonowego. Kruszywo
naturalne ma z reguly ksztalt nieregularny o gladkich bokach. Poczatkowo
charakteryzowano kruszywo betonowe jako material o ksztalcie nieregularnym,
a nastepnie stwierdzono, ze to kruszywo jest bardziej zaokraglone, kuliste, co wynika ze

sposobu kruszenia [113].
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Metody recyklingu betonu dziela si¢ na mechaniczne i mechaniczno-termiczne,
najbardziej znane techniki kruszenia to:

'] mechaniczne:

o kruszarka szczgkowa,

o kruszarka udarowa,

o kruszarka wirnikowa,

o kruszarka inteligentna,

o kruszarka szczgkowa w potaczeniu z kruszarkag udarowa z pionowa
zmiang, stozkowa lub walcowa,

'] mechaniczno-termiczne:

o C2CA (concrete to cement and aggregate) oraz ADR - Advanced dry
recovery (mechaniczny i termiczny) [114, 115].

Kazda z wymienionych technik i systeméw recyklingu ma inng predkos¢ obrotowa,
czas trwania kruszenia czy ilo$¢ cykli kruszenia a w przypadku metod mechaniczno
termicznych takze wydzielania ciepta. Prowadzi to do uzyskania frakcji betonu
recyklingowego, ktory mogg mie¢ rozne wlasciwosci fizykochemiczne [103]. Przektada
sie to na rozne wielko$ci ziaren, ksztatty, teksture wraz z iloscig przylegajacej do ziaren
zaprawy. Wszystkie te elementy oddzialuja na parametry koncowe kruszywa
recyclingowego.

Kruszywo betonowe (RCA) stosowane w konstrukcjach ziemnych sa zazwyczaj
tansze niz kruszywa naturalne. Ponowne wykorzystanie odpadow budowlanych jest
rozwigzaniem przyjaznym dla $rodowiska. Rosngca popularno$¢ tego materiatu
przyczynia si¢ do lepszego poznania jego wiasciwos$ci. Zrozumienie jego ograniczen
i zalecen dotyczacych jego wykorzystania juz na etapie projektowania, usprawnia
nastepnie prace budowlane [116]. Kruszywo betonowe z recyklingu jest uwazane za
materiat bezpieczny dla $rodowiska, ktéry mozna stosowaé w nawierzchniach
i konstrukcjach drogowych. Maia 1 in. [99] przeprowadzili przeglad literatury
dotyczacych analiz chemicznych RCA z ostatnich kilku lat. Duze znaczenie dla
intensywno$ci wymywania pierwiastkéw ma warto$¢ pH. Im wyzsza kwasowos$¢, tym
wicksze wymywanie [28]. Jest to wazna informacja z punktu widzenia praktycznego
zastosowania tego materiatu.

Porowato$¢ NA 1 RCA jest r6zna, w przypadku kruszyw naturalnych wynosi ona
okoto 3%, a dla kruszywa betonowego okoto 15% [117]. Na powierzchni kruszywa

betonowego znajduja si¢ pozostalo$ci zaprawy cementowej, co wplywa na zdolnosé
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kruszywa do wchianiania wody [118]. W czasie jednej doby, absorpcja wody przez
kruszywo betonowe wzrasta o 2,56% [119], co ma znaczenie dla wspotczynnika filtracji
tego materialu i mrozoodpornosci. Wspotczynnik filtracji kruszywa petni podwdjng rolg
w kontekscie odporno$ci na zamarzanie. Z jednej strony kruszywa bardziej porowate sg
stabsze i1 tatwo ulegaja nasyceniu. Z drugiej strony, bardziej przepuszczalne kruszywo

moze latwo zmniejszy¢ swoj stopien nasycenia, co poprawia mrozoodpornos¢ [120].

2.4.Wspolczynnik filtracji

Zarzadzanie odpadami budowlanymi, czyli ich optymalny recycling, wymaga
migdzy innymi okre$lenia zdolnosci gruntu lub kruszywa do przepuszczania cieczy pod
cisnieniem, ktére nazywane jest przepuszczalnoscig gruntu. Strumien odpadow
powstajacych w procesach przemystowych oraz z rozbiorek budynkéw uniemozliwia
efektywne okreslenie wlasciwosci tych gruntdw jedynie poprzez metody laboratoryjne
lub polowe. Jednocze$nie miejscem wykorzystania tych materiatéw sg budowle ziemne
w tym nasypowe konstrukcje drogowe, gdzie informacja na temat przepuszczalnosci
kruszywa jest niezbedna. Przepuszczalnos$¢, to cecha gruntu, ktéra zalezy od jego
uziarnienia, struktury, tekstury i porowatosci. Charakteryzuje ja wspolczynnik
przepuszczalnosci K, niezalezny od filtrujacej cieczy. W odréznieniu od wspodtczynnika
przepuszczalnosci K do prognozowania przeplywu wody przez o$rodek porowaty
stosowany jest wspotczynnik filtracji & [27]. Wspolezynnik filtracji przyjmuje jednostki
predkosci, takie jak metry na sekunde (m/s) lub centymetry na sekundg (cm/s). Im wyzszy
wspotczynnik filtracji, tym wigksza przepuszczalno$¢ i szybszy przeplyw wody przez
material.

Wspdtezynnik filtracji oraz wartos¢ gradientu hydraulicznego sg sktadnikami wzoru

Darcy’ego (wzdr 1) opisujacego podstawowe prawo filtracji [26]:

v==k-i (1)
gdzie: v — predkos¢ przeptywu wody w czasie [m/s], k — wspotczynnik
wodoprzepuszczalno$ci — stata Darcy’ego, rowny predkosci przeptywu v przy i= 1, [m/s],
1 — spadek hydrauliczny (liczba niemianowana).
Wzor Darcy’ego pozwala wyznaczy¢ objetos¢ wody przeptywajacej przez
jednostkowa powierzchni¢ przekroju poprzecznego porowatego materialu pod
jednostkowym gradientem hydraulicznym. Darcy podat, ze przeptyw wody filtrujacej

przez warstw¢ danego rodzaju gruntu jest proporcjonalny do straty naporu i odwrotnie
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proporcjonalny do migzszosci warstwy tego gruntu. Opracowal je na podstawie badan
piaskow, ale posiada on zastosowanie dla gruntow o ré6znym uziarnieniu. Ponadto jest
wazne przy przeplywie laminarnym. W przypadku gruntow matospoistych i spoistych
ruch wody nastepuje po przekroczeniu tzw. poczatkowego spadku hydraulicznego.

W praktyce zastosowanie wspotczynnika filtracji w projektowaniu konstrukcji
inzynierskich obejmuje m.in.:

'] Projektowanie wszelkich systemow odwadniajacych punktowych i liniowych
w postaci studni, drenazy gdzie przy obnizaniu poziomu zwierciadta naturalnego
nalezy okresli¢ objetosci wod podlegajacych odprowadzeniu.

[] Przy okreslaniu zasiggu leja depresji powstajacego podczas prac odwodnieniowych,
ktéry moze mie¢ wplyw na powstanie niekorzystnych zjawisk zwigzanych
z osiadaniem gruntu.

T[] Przy okre$laniu szczelno$ci wszelkich nasypow ziemnych, a szczegélnie
pigtrzacych wodg¢ oraz okres$lenia filtracji przez podtoze konstrukcji nasypowych.
Zwigzane jest to z bezpieczenstwem pracy konstrukcji. Pozwala takze na
zaprojektowanie uszczelnien oraz zabezpieczen konstrukcyjnych.

'] Doboru wszelkiego rodzaju filtrow, w tym odwrotnych zapobiegajacych
niekorzystnym zjawiskom wystepujacym przy przeptywie wody przez osrodek
porowaty, redukujacych warto$¢ gradientow hydraulicznych.

[] Wspotczynnik filtracji odgrywa istotng rol¢ w inzynierii drogowej,
w szczegoOlnosci w projektowaniu warstw nasypowych konstrukcji drogowych.
Pomaga on takze okresli¢ zdolno$¢ drenazowa podtoza gruntowego pod warstwami
nawierzchni, zapewniajac skuteczne usuwanie nadmiaru wody
1 zmniejszajac ryzyko uszkodzen spowodowanych nadmiernym jego nasyceniem-
uplastycznieniem lub przemarzaniem.

W  przypadku materialdbw nasypowych: gruntéw i kruszyw, naturalnych
1 antropogenicznych, praktyczne 1 zarazem = wymagane wartosci gradientow
hydraulicznych znajdujemy m.in. w instrukcjach branzowych takich jak: Waty
przeciwpowodziowe — wytyczne instruktazowe projektowania [121] oraz WT-4 [122].
Kontakt materialu z woda wskazuje na konieczno$¢ sprawdzenia potencjalnego
oddzialywania destruktu betonowego na srodowisko gruntowo-wodne [122].

Wiedza o przepuszczalno$ci gruntoéw jest wazna w réznych praktycznych

dziedzinach budownictwa jak: geotechnika, geotechnika $rodowiskowa, budownictwo
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drogowe 1 kolejowe, odwodnienia budowlane oraz w geologii inzynierskiej
1 hydrogeologii. W zaleznosci od celéw, jakie musi osiaggnac¢ projekt inzynierski, stawiane
sa warunki, w jakich wyznacza si¢ wspoOlczynnik filtracji. Dotyczy to stosowanych
gradientow hydraulicznych, przylozonych naprezen, oraz wymaganej precyzji jego
wyznaczania.

Pazdro [27] podaje szereg metod oznaczania wspotczynnika filtracji. Wsrdd nich
mozna wyrdznic:

[J metody polowe,
[J  metody laboratoryjne,
[] wykorzystanie wzoro6w empirycznych.

Metody polowe zazwyczaj wykorzystuja otwory wiertnicze. Sg wykonywane
bezposrednio w gruncie i sg bardzo zblizone do naturalnych warunkéw ruchu wody
gruntowej [26]. Wsrod tradycyjnych metod polowych mozemy wyréznié najwazniejsze:

[] metode probnego pompowania,
[J  metode zalewania otworu (metoda Maaga),
TJ metode bezposredniego pomiaru filtracji.

Metoda probnego pompowania uwazana jest za metode dajaca najdoktadniejsze
wyniki. Pomiary wykonywane sa podczas obnizania wody w otworze oraz
w zlokalizowanych w pewnej odleglosci od otworu piezometrach. Wokoét studni
wytwarza si¢ lej depresyjny. Gdy ruch wody do studni ustali si¢, mierzony jest wydatek
q oraz polozenie zwierciadta wody w piezometrach. Parametry te pozwalaja obliczy¢
wspotczynnik filtracji. Metoda ta jest niestety kosztowna, wymaga zainstalowania
w otworze pompy i doprowadzenia energii elektrycznej, ale niezb¢dna (najlepsza) do
wlasciwego wyznaczenia objetosci wody pobieranej podczas prac odwodnieniowych.

Metoda studni chtonnych opiera si¢ na pomiarach obnizania si¢ wody
w wykonanym wczes$niej orurowanym otworze wiertniczym. Woda dolewana do otworu
wsigka w grunt z predkoscia zalezng od przepuszczalnosci gruntu. Maag wykorzystujac
zasade powierzchni ekwipotencjalnych podat wzory na obliczenie wspdtczynnika
filtracji. W odréznieniu od metody probnego pompowania jest ona wykonywana na
ptytszych glebokosciach.

Metoda bezposredniego pomiaru filtracji [27] znana jest takze jako metoda
wyznaczania wspotczynnika filtracji metodami posrednimi [26]. Metoda ta, zwana

indykatorowa lub wskaznikowa polega na wprowadzaniu do strumienia wody
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podziemnej tatwo rozpoznawalnego wskaznika i obserwowaniu, w jakim czasie pojawi
si¢ on w okreslonej odleglosci [27]. Wskaznik wprowadza si¢ do wody w wykonanym
otworze wiertniczym - wskaznikowym, a obserwacj¢ pojawiajacego si¢ wskaznika
w innym otworze — obserwacyjnym polozonym na kierunku filtracji. Odlegto$¢ migdzy
otworami wynosi od kilku do kilkunastu metrow. Ze wzgledu na rodzaj wprowadzanego
wskaznika rozréznia si¢ metodg: chemiczng, kolorymetryczng, elektrolityczna,
potencjatu elektrycznego i izotopowa. Otwory wiertnicze w zalezno$ci od zastosowanego
wskaznika wymagaja odpowiedniego wyposazenia zainstalowanego w otworach
wskaznikowym i kontrolnym.

Nowoczesne techniki pomiarowe rozwijane od lat 80-tych zeszlego stulecia
pozwalaja na obliczenie wspdtczynnika filtracji na podstawie wzoréw korelacyjnych
zwigzanych z tempem rozpraszania nadwyzki ci$nienia wody w porach w trakcie
sondowan. Najbardziej rozpowszechnione sa sondowania sondg stozkowag (CPT/CPTU
(Cone Pentrating Test) z pomiarem ci$nienia wody w porach [123—-125], sondowania
dylatometryczne dylatometrem Marchettiego (DMT) [126—-129], oraz sonda BAT [130,
131].

Klasyczne metody laboratoryjne do pomiaru wspotczynnika filtracji opieraja si¢ na
pomiarach objetosci wody przeplywajacej przez grunt lub infiltracji wody w probke
gruntu [26, 27, 132].

Pierwsza z metod nazywana metodg statego gradientu [26] - Constant Head
Permeability Test [132] polega na pionowym przeptywie wody przez walcowa probke
gruntu, od dotu do gory probki, przy zadanym statym gradiencie hydraulicznym.
Wspolczynnik filtracji mozna obliczy¢ stosujagc prawo Darcy'ego na podstawie
wymiaréw probki, pomiarze objgtosci przeptywajacej wody w przedziatach czasowych
oraz zadanej roznicy poziomoéw wody na wejsciu i na wyjsciu wody z probki.
W zaleznosci od konstrukcji aparatu maksymalne stosowane gradienty hydrauliczne nie
przekraczaja wartosci 1.0. Metoda ta jest stosowana w przypadku gruntéw
przepuszczalnych (niespoistych) o wspotczynniku filtracji > 10 cm/sek. [26]. Druga
z metod znajduje zastosowanie w przypadku gruntow staboprzepuszczalnych (spoistych).
Polega na infiltracji wody przez gérna powierzchni¢ probki i przeptywie w kierunku
pionowym do dotu — Falling Head Permeability Test [132] w warunkach zmniejszajacego
si¢ w czasie gradientu hydraulicznego dziatajacego na probke. Ze wzgledu na roézne
uwarunkowania stosowania tej metody, m.in. konieczno$¢ pokonania gradientu

poczatkowego do uruchomienia filtracji w gruntach spoistych, w metodzie tej stosowane
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sa duzo wyzsze wartos$ci gradientow niz w metodzie statego gradientu. W trakcie badania
mierzone sg zmiany potozenia zwierciadta wody w rurce zainstalowanej nad probka.
Znajomo$¢ wymiaréw probki, przekroju rurki pomiarowej i czasu pomiaréw w zakresie
zadanych gradientow pozwala na policzenie wspolczynnika filtracji z wyprowadzonego
dla tej metody wzoru.

W nowoczesnych laboratoriach badawczych stosuje si¢ bardziej zaawansowane
techniki badan m.in. badania w Komorze Rowe’a umozliwiajace pomiar wspotczynnika
filtracji w kierunku pionowym i poziomym oraz pomiar wspotczynnika filtracji
w komorach tréjosiowego $ciskania [133, 134] z wykorzystaniem techniki ,,flow-pump”
[135, 136]. Sa to jednak pomiary czaso- i kosztochtonne.

Zaréwno metody laboratoryjne jak i polowe powinny by¢ wykonywane w oparciu
o aktualnie obowigzujace normy, co pozwala na ustandaryzowanie otrzymanych
wynikow badan. W Polsce norma obowigzujaca przy wykonywaniu laboratoryjnych
badan filtracji jest PN-EN ISO 17892-11:2019-05 Rozpoznanie i badania geotechniczne
- Badania laboratoryjne gruntow - Czg¢s¢ 11: Badania filtracji. Wydana przez Polski
Komitet Normalizacyjny [137].

Kolejna metod¢ wyznaczania wspotczynnika filtracji stanowiag wzory empiryczne.
Sa one oparte na zalezno$ci wspotczynnika filtracji od uziarnienia i porowato$ci.
Opracowane zostaty dla wybranych gruntéw niespoistych o okreslonych krzywych
1 przedzialach uziarnienia. Z tego wzgledu maja ograniczony zakres stosowania.
W wigkszo$ci wzorow wystepuje w nich $rednica dip wraz z mniejszymi odnoszaca si¢
do odczytywanej z podziatki uziarnienia $rednicy zastgpczej ziarna. We wzorach bardziej
rozbudowanych wystepuje tez wlasciwos¢ fizyczna gruntu nazywana porowatoscia n,
charakteryzujaca upakowanie ziaren szkieletu gruntowego oraz przektadajaca si¢ na
objetos¢ porow w gruncie i w rezultacie odzwierciedla stopien zageszczenia osrodka.

Pierwsze prace dotyczace posredniego szacowania przepuszczalno$ci gruntow
nieskonsolidowanych opieraty si¢ na okreslonym uziarnieniu. Badania te bazowaty na
pracy Hazena [138] dla o$rodkéw o porowatosci okoto 36%, ktorego wzor (wzor 2) na
oszacowanie przepuszczalnosci w temperaturze 20°C (po przeliczeniu m/d na Darcy)

Wynosi:

k =~ 0.89 * d%,, 2)
Liczne pdzniejsze opracowania rowniez potwierdzaja dodatnig korelacje wielko$ci

ziaren z przepuszczalno$¢ i wspotczynnikiem filtracji [139-143].
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Zalezno$ci migdzy przepuszczalno$cig a parametrami ziarnowymi formutuje si¢
w kategoriach $redniego wymiaru ziarna, wspotczynnika klasyfikacji granulometryczne;j
oraz wspotczynnikow ksztattu ziarna (dla osrodkéw nieskonsolidowanych najbardziej
krytyczne sa dwa pierwsze). Wplyw ksztaltu ziaren na warto$ci przepuszczalnosci,
z uwzglednieniem dwoch zréznicowanych cech: kulisto$ci i kanciastosci, zostat podjety
prawie sto lat temu [140].

Szacujac przepuszczalno$¢ tylko na podstawie danych granulometrycznych, nie
uwzglednia si¢ zaggszczenia lub upakowania ziaren, co opisuja takie cechy fizyczne jak
porowato$¢ n, wskaznik porowatosci e i stopnia zaggszczenia Ip. W zakresie szacowania
przepuszczalnos$ci na podstawie cech granulometrycznych i porowatosci Slichter [144]
opracowat funkcj¢ efektywnej $rednicy ziaren.

Wplyw wiasciwosci porowatosci na przepuszczalno$¢ gruntu jest niejednoznaczny,
co zaznaczyli Diaz-Curiel i in. [145], a ich praca wskazala na istnienie negatywnej
korelacji pomigdzy wtasciwos$cia porowatos$ci a przepuszczalnoscia gruntow.

Na podstawie prac eksperymentalnych opracowano szereg wzorow empirycznych do
szacowania wspotczynnika filtracji. Wspolczynnik filtracji & mozna obliczy¢ na
podstawie analizy wielkos$ci ziaren i czgstek gruntu, stosujgc empiryczne réwnania
odnoszace k do warto$ci $rednic charakterystycznych odczytywanych z krzywe;j
uziarnienia dla analizowanego gruntu. Niektdre z nich zaprezentowano ponize;j:

[J Hazen [138], zakres zastosowania: 0.1 mm < djp <3 mm, Cu <5 (wzor 3):

k=6-10"*2-[1+10- (n - 0.26)] - di,, 3)

1] Kozeny — Carman [146, 147], zakres zastosowania: dip < 3 mm (wzor 4):

k=83-102-2 ™ .42, (4)

(1-n)?
(] Terzagi [148], brak zdefiniowanego zakresu zastosowania, dedykowany piaskom
gruboziarnistym z ziarnami zaokraglonymi do kanciastych (wzor 5):

n—0.13

k = 0.0084-%- [3\/m]2 -d?,, %)

[J Chapuis [149], zakres zastosowania: 0.03 mm < djo < 3 mm (wzoér 6):

k:1_5.d%0._3.1+eﬂ’ (6)

e
3
1+e emax

[ Slichter [150], zakres zastosowania: 0.01 mm < djo <5 mm (wzér 7):
ke=1-1072-2-n3287 . a2, (7)
[J  Alyamani i Sen [151], zakres zastosowania nie zostal zdefiniowany (wzor 8):
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k = 1300 - [I, + 0.025 - (dso — d10)]?, 8)
Mozliwo$¢ zastosowania tych wzoréw zalezy od rodzaju gruntu, dla ktérego ma by¢
oszacowany wspotczynnik filtracji. Ponadto niewiele wzorow daje wiarygodne
oszacowania wynikow ze wzgledu na trudnos¢ uwzglednienia wszystkich mozliwych
zmiennych w o$rodkach porowatych. Vukovic i Soro [152] zauwazyli, ze zastosowanie
r6znych wzordéw empirycznych do tego samego materiatu osrodka porowatego moze dac
rézne warto$ci wspotczynnika filtracji, ktore moga si¢ r6zni¢ o nawet kilkadziesigt

procent.

2.5.Uczenie maszynowe jako narzedzie predykcyjne
wspomagajace proces zarzadzania

Uczenie maszynowe stuzy do lepszego syntetyzowania informacji ukrytych
w zbiorach danych. Celem uczenia maszynowego jest wykorzystanie algorytmow do
odkrywania zalezno$ci migdzy cechami w zbiorach danych, ktérag mozna zastosowac, aby
usprawni¢ proces podejmowania dziatan. Okreslenie ,,uczenie maszynowe” po raz
pierwszy zostalo zdefiniowane w czasopiSmie IBM Journal of Research and
Development w roku 1959, autorem artykutu, byt Arthur Samuel z IBM, badat
zastosowanie uczenia maszynowego w grze w warcaby "w celu sprawdzenia faktu, ze
komputer moze by¢ zaprogramowany tak, ze nauczy si¢ gra¢ w warcaby lepiej niz osoba,
ktéra napisata program” [153].

Dotychczas uczenie maszynowe z sukcesem stosowane bylo miedzy innymi do:

(] Segmentowania klientow pod katem celowej oferty marketingowej;

'] Wykrywania anomalii w dziataniu systemow mogace wskazywa¢ na incydenty
zwigzane z bezpieczenstwem cybernetycznym;

'] Prognozowania sprzedazy produktow na podstawie warunkéw rynkowych
1 srodowiskowych;

'] Rekomendowania kolejnego filmu, ktéry widz moze chcie¢ obejrze¢ na podstawie
jego wczesniejszych wyborow.

Jest, to tylko kilka przyktadow wszechstronnego zastosowania algorytmow uczenia
maszynowego. Uczenie maszynowe moze okaza¢ si¢ adekwatnym, warto§ciowym
1 obnizajacym koszty rozwigzaniem w prawie kazdej dziedzinie [154—156].

Oto kilka przykladéow zastosowania uczenia maszynowego w inzynierii ladowej

1 zarzadzaniu procesem inwestycyjnym:
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Algorytmy uczenia maszynowego moga by¢ stosowane do prognozowania
wytrzymato$ci materiatéw takich jak beton, stal czy drewno. Wykorzystujac dane
o sktadzie materiatdéw, parametrach procesu produkcji oraz wynikach badan
wytrzymato$ciowych, mozna trenowa¢ modele uczenia maszynowego do
przewidywania wytrzymatos$ci na podstawie nowych danych [157, 158].

Do analizy danych dotyczacych uszkodzen mostow, budynkow czy infrastruktury
drogowej. Poprzez trenowanie modeli uczenia maszynowego na podstawie danych
dotyczacych parametrow konstrukcji, historii obcigzen 1 informacji o
uszkodzeniach, mozna opracowac systemy automatycznej identyfikacji uszkodzen
1 monitorowania stanu struktur [159-161].

Wykorzystanie do prognozowania osiadania gruntu, na podstawie danych
geotechnicznych, takich jak rodzaj gruntu, wilgotno$¢ czy zawarto$¢ czgsci
organicznych, modele uczenia maszynowego moga przewidywac osiadanie gruntu
w roznych warunkach, co pomaga przy projektowaniu trwatych konstrukcji [162—
164].

Moga by¢ wykorzystane do optymalizacji wykorzystania zasobow w procesie
inwestycyjnym (materiaty, sprzet, sita robocza itp.). Poprzez analiz¢ danych
dotyczacych dostgpnosci zasobdw, planowanych dziatan i1 innych czynnikow,
modele uczenia maszynowego moga wspomaga¢ decyzje dotyczace alokacji
zasobow 1 minimalizowaé zuzycie materiatow oraz kosztéw [165-167].
Wykorzystane do prognozowania kosztow budowy na podstawie danych
historycznych, lokalizacji, rozmiaru projektu, rodzaju budynkéw mozna
doktadniej oszacowac koszty inwestycji 1 zarzadza¢ budzetem projektu [168—170].

Kluczowa cechg uczenia maszynowego jest koncepcja samouczenia. Odnosi si¢ ona

do zastosowania modelowania statystycznego w celu wykrycia wzorcéw i poprawy

wydajnosci na podstawie danych i informacji empirycznych. Arthur Samuel opisat to jako

zdolno$¢ do uczenia si¢ bez wyraznego zaprogramowania, czyli bez bezposrednich

polecen programistycznych [153]. Uczenie maszynowe jest silnie uzaleznione od

wczesniej wprowadzonego rodzaju komend, z uzyciem ktdrego maszyny moga wykonac

okreslone zadanie uzywajac danych wejsciowych, zamiast polega¢ na bezposrednim

poleceniu programistycznym.

Pojeciem czgsto wykorzystywanym w kontek$cie uczenia maszynowego jest

algorytm bedacy serig precyzyjnych obserwacji, decyzji i instrukcji, ktore kompiluja je,
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na konkretne wykonywane dziatania. Zastosowanie odpowiednich algorytméw uczenia
maszynowego, projektuje si¢ w oparciu o konkretny cel jaki ma spetnia¢ [156, 171, 172].

Algorytmy uczenia maszynowego dzielg si¢ na dwa gldwne typy: (i) nadzorowane
i (i1) nienadzorowane. Modele uczenia nadzorowanego (i) to takie, w ktorych model
uczenia maszynowego jest oceniany i dostrajany wzgledem jakiej$ znanej wielkoSci.
Wigkszo$¢ algorytmow uczenia maszynowego to uczenie nadzorowane. Modele uczenia
nienadzorowanego (ii) to takie, w ktorych model uczenia maszynowego czerpie wzorce
1 informacje z danych, podczas gdy sam okresla parametr dostrajajacy znang wielkos¢.
Sa one rzadsze w praktyce, ale sa przydatne w nadawaniu kierunku, gdzie szuka¢ danych

do dalszej analizy [156, 172].

Machine Learning

Uczenie maszynowe

Data Science

Nauka o danych

Computer Science

Inzynieria
komputerowa

Rysunek 2 Relacje pomiegdzy polami zwigzanymi z przetwarzaniem danych.

Uczenie maszynowe laczy si¢ z dziedzinami macierzystymi i dyscyplinami
siostrzanymi co zostalo zaprezentowane na rysunku 2. Niekiedy rozréznienie dyscypliny
moze okaza¢ si¢ trudne, zwlaszcza oddzielenie uczenia maszynowego i eksploracji
danych (ang. data mining).

Uczenie maszynowe, eksploracja danych, sztuczna inteligencja i programowanie
komputerowe wchodza w zakres informatyki (ang. Computer Science), ktoéra obejmuje
wszystko, co jest zwigzane z projektowaniem i uzywaniem komputerow. W obrebie nauk
zwigzanych z informatyka znajduje si¢ kolejna szeroka dziedzina — nauka o danych (ang.
Data Science). Ta wezsza dziedzina obejmuje metody i systemy do wydobywania wiedzy

1 spostrzezen z danych za pomocg komputerow [171-173].
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Uczenie maszynowe, kladzie nacisk na przyrostowy proces samouczenia si¢
1 automatycznego wykrywania wzorcéw poprzez doswiadczenie wynikajace z danych
empirycznych. Eksploracja danych jest mniej autonomiczng technika wydobywania
ukrytego charakteru danych ktérej celem jest praca ze zbiorem danych.

Sztuczna inteligencja (ang. Artificial Intelligence - Al), to zdolno$¢ do prawidtowego
interpretowania danych pochodzacych z zewngtrznych zrodet w celu wykonania
okreslonego zadania poprzez elastyczne dostosowanie. Jeszcze wezszg podgrupa jest sam
uczenie maszynowe, ktory jest jednocze$nie doskonalym wstepem do zagadnien
sztucznej inteligencji [174—176].

Uczenie maszynowe pokrywa si¢ z eksploracja danych, oparta na odkrywaniu
1 wydobywaniu wzorcéw w duzych zbiorach danych. Obie techniki opieraja si¢ na
metodach wnioskowania, takich jak przewidywanie wynikow na podstawie badan
empirycznych i rozumowania probabilistycznego. Czerpig z podobnego zasobu metod,
w tym analizy skladowych gtéwnych, analizy regresji, drzew decyzyjnych czy technik
klastrowych (grupowanie). Jednak podczas gdy eksploracja danych skupia si¢ na analizie
zmiennych wejsciowych w celu przewidzenia nowego wyniku koncowego
(wyjSciowego), uczenie maszynowe rozszerza si¢ na analiz¢ zaro6wno zmiennych

wejsciowych, jak i wyjsciowych [175, 177, 178].

«Sztuczna inteligencja (Al) obejmuje kazdy rodzaj techniki, w
ktérej probujemy sktoni¢ system komputerowy do

AftifinG/ nasladowania zachowania cztowieka.
. eTechniki komputerowe obecnie nie funkcjonujg na
/nte//lgence poziomie ztozonego rozumowania, jak w ludzkim umysle,

ale mozliwe jest nasladowaé pewne niewielkie fragmenty
ludzkiego zachowania i osgdu.

*Uczenie maszynowe (ML) jest podzbiorem technik sztucznej
inteligencji, ktore prébuja zastosowac statystyke do
problemoéw z danymi w celu odkrycia nowej wiedzy poprzez

. generowanie na podstawie przyktaddw. Innymi stowy,

Learn/ng techniki uczenia maszynowego to techniki sztucznej

inteligencji zaprojektowane do uczenia sie.

Machine

*Uczenie gtebokie (DL) to dalszy podziat uczenia
maszynowego, ktéry wykorzystuje zestaw ztozonych technik
sieci neuronowe.

Deep

*Jest to wysoce wyspecjalizowany segment uczenia
maszynowego, ktory jest najczesciej uzywany do analizy
obrazu, wideo i dzwieku

Learning

Rysunek 3 Relacja miedzy sztuczng inteligencjq, uczeniem maszynowym i glebokim uczeniem.

Poza wczesniej opisanymi technikami sztucznej inteligencji oraz uczenia

maszynowego istnieje takze uczenie glebokie, wykorzystujace ztozone techniki sieci
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neuronowych (rysunek 3). Na ponizszym schemacie (rysunek 4) przedstawiono ogolny
model uczenia nadzorowanego, ktory otrzymuje pewne warto$ci wejsciowe stanowiace
zbior danych treningowych (do$wiadczalnych), przetwarza je z wykorzystaniem
algorytmoéw uczenia maszynowego i zwraca w postaci modelu. Jest on nastepnie
weryfikowany co do jego skutecznosci i wykorzystywany do predykeji danych testowych

[179, 180].

Ogolny model uczenia nadzorowanego e e e

rs
— ¥
Y

Zbidr danych Algorytm uczenia Model
treningowych maszynowego

—

(

Predykcja za pomocg modelu uczenia nadzorowanego.

: —
Zbior danych I—I

testowych Model Predykcja

¥

Rysunek 4 Modelowanie i predykcja z wykorzystaniem modelu uczenia nadzorowanego.

W uczeniu maszynowym dane wejsciowe sg zwykle dzielone na dane treningowe
i dane testowe. Zwyczajowo dzieli si¢ je w proporcji 70% dane treningowe i 30% dane
testowe, rzadziej jest to stosunek 80% do 20%. Dane treningowe, czyli dane poczatkowe
sa wykorzystywane przez algorytm do opracowania modelu. Wykorzystujac uczenie
maszynowe, model mozna wytrenowa¢ tak, aby automatycznie wykrywal biedy
(analizujac wczesniejsze iteracje) bez bezposredniej ingerencji cztowieka. Wazne jest,
aby nie trenowa¢ modelu na danych, ktére nastgpnie przekazujemy do niego
z powrotem w celu przetestowania jego poprawnosci. Metody dzielenia danych dla celow
treningowych 1 testowych sg znane jako techniki probkowania (ang. samplingu). Moga
one wystepowacé w wielu postaciach, takich jak celowy podziat danych, dobér losowy lub
bardziej zaawansowane techniki. Wiele z modeli posiada wbudowane metody pobierania

danych, wykonywania na nich okre§lonych operacji, a nastgpnie zapisywania
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dostosowanych czynnosci do struktury danych, ktéra jest uzywana na danych testowych
[154, 175, 177].

Tendencyjno$¢ w doborze proby (ang. Sampling Bias) jest tym, co dzieje si¢, gdy
dane sg probkowane w taki sposob, ze rozklady danych w probach nie s3 zgodne
z rozktadami w populacji, z ktorej sa pobierane. Zmiennos¢ probki to stopien, w jakim
statystyka probki rozni si¢ od populacji. Te cechy mozna kontrolowa¢, wybierajac
odpowiedni sposob probkowania danych. Poziom bfedu systematycznego i wariancje
z probkowania danych mozna przedstawi¢ na cztery sposoby [181, 182]. Rysunek 5
przedstawia cztery grupy - prostokaty, srodek kazdego z nich to $rednia dla populacji.
Znaki X reprezentujg rozne dane z badan (rézne proby):

(] Niski poziom bledu systematycznego, niska wariancja - Najlepszy scenariusz.
Probki sg dos¢ dobrze reprezentatywne dla populacji.

[J Wysoki poziom bledu systematycznego, niska wariancja - Probki sg dos¢ spdjne,
ale nie odzwierciedlajg populacji.

[J Niski poziom btedu systematycznego, wysoka wariancja - Probki rdéznig sie
znacznie pod wzgledem spojnosci, ale niektore moga by¢ reprezentatywne dla
populacji.

T[] Wysoki poziom btgdu systematycznego, wysoka wariancja - Probki sa nieco

bardziej spojne, ale raczej nie sg reprezentatywne dla populacji.

Xx

Xye
XX
X%

Niski poziom btedu Wysoki poziom btedu
systematycznego, niska systematycznego, niska
wariancja wariancja

Niski poziom btedu Wysoki poziom btedu
systematycznego, systematycznego,
wysoka wariancja wysoka wariancja

Rysunek 5 Tendencyjnos¢ w doborze proby i wariancja.
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Prosta proba losowa jest jednym ze sposobow kontrolowania tendencyjnosci przy
doborze proby z zestawienia zbiorczego. Jest to sytuacja, w ktorej wartosci/badania sg
wybierane losowo z danych w taki sposob, ze kazdy wiersz ma rOwng szans¢ na wybor.
Jest to czgsto najlepszy sposdb na osiggnigcie rownowagi w doborze wartosci do
zestawOw probek reprezentujacych cata populacji lub bazg danych. Zastosowanie proste;j
proby losowej do tych samych danych dwa razy nazywamy losowaniem ze zwracaniem,
eliminowanie wybranych raz danych ze zbioru poddanemu losowaniu to losowanie bez
zwracania. Inng metodg probkowania jest dobor proby metoda klastrowa gdzie wybierane
sa cate warstwy danych z danej grupy/warstwy proby losowej, zamiast wykonywania
prostej proby losowej w obrebie warstwy [154, 171, 175, 177, 183].

Algorytmy uczenia nadzorowane sg szerzej rozpowszechnione niz algorytmy uczenia bez
nadzoru. Wystepuja one w trzech gltéwnych wariantach: regresja, klasyfikacja oraz
metoda mieszana taczaca te metody uczenia maszynowego [154, 179, 184]. Ponizej
przedstawiono kilka standardowych zadan uczenia maszynowego, ktore zostaty szerzej
omoéwione:

[ Klasyfikacja (ang. Classification): jest to problem przypisania kategorii do kazdego
elementu. Liczba kategorii w takich zadaniach jest cz¢sto mniejsza niz kilkaset, ale
w  niektorych  trudnych  zadaniach moze by¢ znacznie  wigksza,
a nawet nieograniczona jak w OCR - klasyfikacja tekstu czy rozpoznawanie mowy.

'] Regresja (ang. Regression): polega na przewidywaniu rzeczywistej wartosci dla
kazdego elementu. W regresji skala bledu przewidywania zalezy od wielkosci
réznicy miedzy warto$cig prawdziwa a przewidywang, w przeciwienstwie do
problemu klasyfikacji, gdzie zazwyczaj nie uwzglednia si¢ blisko$ci migdzy réznymi
kategoriami.

'] Ranking (ang. Ranking): polega na uczeniu si¢ porzadkowania elementow wedlug
jakiego$ kryterium. Problemy rankingowe pojawiaja si¢ w kontekscie projektowania
systemow ekstrakcji informacji czy przetwarzania jezyka naturalnego.

[ Klastrowanie (ang. Clustering): jest to zagadnienie podziatu zbioru elementéw na
jednorodne podzbiory. Klastrowanie czy tez grupowanie jest czgsto
wykorzystywane do analizy bardzo duzych zbioréw danych (np. w analizie sieci
spotecznych, algorytmy klastrowania prébuja zidentyfikowa¢ naturalne
spoteczno$ci w ramach duzych grup ludzi).

[J Metody Laczone (ang. Mixed Methods): algorytmy wykorzystujace taczenie metod

37



mogg uzywac regresji, aby wspomoc klasyfikacje lub dane moga by¢ najpierw
wzigte jako etykiety i uzyte do ograniczenia modeli regres;ji.
W tabeli 1 zaprezentowano podzial metod uczenia algorytméw z uwzglednieniem

podzialu na rodzaje nadzorowania uczenia algorytmow.

Tabela 1. Modele uczenia maszynowego w podziale rodzaje algorytmow.

Model Metoda uczenia algorytmu

Supervised learning algorithms /A4/gorytmy uczenia nadzorowanego/

k-Nearest Neighbors Klasyfikacja
Naive Bayes Klasyfikacja
Decision trees Klasyfikacja
Linear Regression Predykcja numeryczna, Regresja
Regression trees Predykcja numeryczna, Regresja
Neural Networks Metody taczone

Unsupervised learning algorithms /4lgorytmy uczenia bez nadzoru/

Association Rules Wykrywanie wzorcow
k-Means Clustering Grupowanie (klastry)
Meta-learning algorithms /4lgorytmy meta-uczenia sie/
Boosting Metody taczone
Random Forest Metody taczone

Uczenie maszynowe opiera si¢ na procesie generalizacji, czyli wykorzystaniu
skonczonego zestawu badan empirycznych do przewidywan dotyczacych danych spoza
tego zestawu. Problem generalizacji jest zwykle formutowany jako wybor algorytmu ze
zbioru hipotez. Wybrany algorytm jest uzywany do predykcji warto$ci w oparciu
o wytrenowany model. Na ogdt wysoka zalezno$¢ miedzy predyktorem a wartoscig
wyjsciowa nie jest decydujaca w przypadku algorytmow predykcyjnych. Kompromis
pomiedzy wielkoscia probki a ztozonos$cia danych odgrywa kluczowa role
w generalizacji. Kiedy rozmiar probki danych jest stosunkowo maly a zestaw cech zbyt
ztozony, moze prowadzi¢ to do stabej generalizacji, co jest roOwniez znane jako
przeuczenie. Z drugiej strony, przy zbyt matej probce danych moze nie by¢ osiagnieta
wystarczajaca doktadno$¢ modelu [175, 179, 180, 184, 185].

Projektowanie algorytméw uczacych sie¢ polega na wyborze zbioru hipotez

i wilasciwego modelu. Ogodlnie rzecz ujmujac, wybdr zbioru hipotez podlega
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kompromisowi, ktory mozna analizowa¢ w kategoriach btgdow estymacji. Oceniajac
wydajno§¢ modelu uczenia maszynowego, dokonujemy pordéwnania wartosci
empirycznych (wartosci bazowe do poroéwnania), i danych wyznaczonych z uzyciem
algorytmu (wartos$ci przewidziane przez model). W tym celu bierzemy dane wyjsciowe
1 dzielimy je na zbior treningowy i zbidr testowy. Zbior treningowy zawsze powinien by¢
znacznie wigkszy niz zbidr testowy, tak aby model miat wystarczajaco duzo danych do
wykorzystania w celach obliczeniowych, do szacowania modelu. Zbior danych
testowych, oszacowanych przez ten sam model, co wezesniej zbior danych treningowych
opatrzony jest btedem predykcji ktory nalezy podda¢ ocenie. Dane testowe maja zmienng
zalezng - x, 1 zmienng niezalezng — y. Ocenie podlegaja dane otrzymane w procesie
uczenia - x, w poréwnaniu do rzeczywistych wartosci w zestawie testowym,
oszacowanych na podstawie y [186].

Ocena modeli uczenia maszynowego wystepuje w dwoch formach: tych dla
przewidywan opartych na regresji oraz tych opartych na klasyfikacji przewidywania.
W  przypadku wyjs¢ regresyjnych zwykle otrzymujemy wektory liczb, ktore
poréwnywane s3 z danymi testowymi. Mozna to zrobi¢ za pomoca wielu testow
statystycznych, z ktorych jednym z popularnych jest analiza bledu §redniokwadratowego,
pierwiastkowego btedu sredniokwadratowego, $redniego biedu bezwzglgdnego oraz
wspotczynnika determinacji [182, 186, 187].

Inng technika jest walidacja krzyzowa, ktora jest technika statystyczng, dane s3
dzielone na wiele malych zestawow treningowych 1 testowych, oceniane niezaleznie,
a nastgpnie sumowane sg ich btedy. Ta praktyka jest dobrym sposobem na zapewnienie
statystycznej poprawnosci modelu uczenia maszynowego.

Aplikacja algorytmow uczenia maszynowego znajduje szerokie zastosowanie
w wielu dziedzinach zycia, takze w inzynierii lgdowej. Ilo$¢ publikacji w tym zakresie
stale ro$nie w ostatnich latach, jednak glownie skupiaja si¢ one wokoét sztucznych sieci
neuronowych. W okresie od 2012 do 2022 liczba publikacji naukowych taczacych
tematyke inzynierii ladowej i sztucznych sieci neuronowych potroita si¢. W latach 2011-
2015 bylo to okoto 2500 publikacji zas§ w ciggu tylko dwoch ostatnich lat 2021-2022
liczba ta wyniosta ok. 8000 publikacji [188]. Pozostate algorytmy uczenia maszynowego
nie s3 jednak tak liczne reprezentowane, a przez to ich znaczenie
i uzyteczno$¢ predykcyjna nie zostata dobrze rozpoznana. Ponad to, nalezy zaznaczy¢, ze

artykuty pordwnawcze analizujagce mozliwo$ci zastosowania réznych algorytmow do
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tego samego zadania predykcyjne stanowig jedynie niewielki utamek wszystkich

opracowan podejmujacych tematyke algorytmoéw uczenia maszynowego.

Analiza zaistniatej sytuacji stata si¢ jedng z inspiracji i przestanek do powstania

niniejszej pracy.

2.6.Podsumowanie przegladu literatury

Ponizej podsumowano najwazniejsze informacje ptynace z przegladu literatury:

0

Zrownowazony rozwoj, ktory obejmuje aspekty spoteczne, ekonomiczne
i srodowiskowe, stal sie priorytetem, co wskazuje rosngca swiadomos¢ spoteczna
i nacisk na ochronge s$rodowiska. Unia FEuropejska wprowadza bardziej
rygorystyczne przepisy dotyczace utylizacji odpadow, co stymuluje poszukiwanie
nowych sposobow recyklingu.

Analiza cyklu zycia materiatow, uwzgledniajagca etapy takie jak wydobycie,
transport, przetwarzanie surowcow, uzytkowanie i1 konserwacja wyrobu,
a takze eliminacja lub recykling, jest kluczowym krokiem w ocenie
zrdbwnowazonego charakteru materiatow. Redukcja ilo§ci materialow wysytanych
na sktadowiska i zmniejszenie ilo$ci odpadéw niebezpiecznych stanowi wazny
cel zagadnienia zarzadzania odpadami.

Materiaty antropogeniczne, takie jak zuzle i beton z rozbidrki, maja zmienny
sktad, ktory zalezy od pochodzenia, miejsca odzysku i czasu skladowania.
Dlatego istotne jest dokladne okre§lenie parametréw tych materialow
recyklingowych, ktére maja wplyw na ich zastosowanie.

W kontekscie inicjatyw takich jak Europejski Zielony tad, wykorzystanie
kruszyw recyklingowych w budownictwie nabiera coraz wigkszego znaczenia.
Kontrola ~ skltadu  chemicznego 1  zawartosci  metali  cigzkich
w kruszywach recyklingowych jest wazna ze wzgledu na ochrone $§rodowiska.
Zuzel, bedacy produktem ubocznym w przemysle, zostal uznany za uzyteczny
materiat budowlany, a nie za odpad przemystowy. Istnieja rozne rodzaje zuzla,
takie jak zuzel wielkopiecowy i zZuzel paleniskowy, ktére znajdujg zastosowanie
w réznych dziedzinach budownictwa.

Sktadowiska zuzli wielkopiecowych i odpadéw paleniskowych sa uwazane za
szkodliwe dla $rodowiska, dlatego wilasciwe zarzadzanie tymi odpadami jest

niezbedne.
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Tradycyjna produkcja betonu przyczynia si¢ do duzej emisji dwutlenku wegla
1 zuzywa znaczne ilosci energii. Wykorzystanie kruszyw betonowych
pochodzacych z recyklingu staje si¢ coraz bardziej popularne, a ich wlasciwosci
geotechniczne zostaty juz czesciowo zbadane co jednak nie jest wystarczajace do
pelnego zarzadzania tym materiatem w budownictwie.

Uczenie maszynowe jest wykorzystywane do analizowania zbioréw danych
w celu lepszego syntetyzowania ukrytych informacji. Polega na wykorzystaniu
algorytmow do odkrywania zalezno$ci migdzy cechami danych, co pozwala
usprawni¢ proces podejmowania decyzji i dziatania w r6znych dziedzinach w tym
w zarzadzaniu procesem inwestycyjnym.

Strumien odpadéw powstajacych w  procesach przemystowych oraz
z rozbidrek budynkow wzrasta corocznie. Uniemozliwia efektywne okreslenie
wlasciwosci  tych gruntéw tradycyjnymi metodami. Przykladem takiej
wlasciwos$ci jest przepuszczalno$¢ gruntu ktéra Scisle zalezy od uziarnienia,
porowatosci i ksztattu ziaren.

Uczenie maszynowe jest szeroko wykorzystywane do analizy danych
i odkrywania ukrytych informacji. W przypadku niniejszej pracy, algorytmy
uczenia maszynowego beda wykorzystane do wyznaczenia wspotczynnika
filtracji, w gruntach antropogenicznych w celu wlasciwego zarzadzania

materiatami antropogenicznymi.
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3. Cel, zakres pracy oraz hipotezy

3.1.Cel pracy

Celem pracy jest udowodnienie, ze algorytmy uczenia maszynowego znajduja
zastosowanie uzytkowe w wyznaczaniu parametréw geotechnicznych dla potrzeb
zarzadzania odpadami, co w pracy zaprezentowano na przykladzie wyznaczenia
wspotczynnika filtracji k. Dotychczasowe podej$cie oparte o wzory empiryczne nie
pozwala na osiggnigcie zadowalajacych rezultatow, tj. powszechnego zastosowania
kruszyw antropogenicznych w budownictwie [189—191]. Szacowanie wspodtczynnika
filtracji w oparciu o dotychczas stosowane wzory empiryczne, wigze si¢ z powstawaniem
znacznych btedow obliczeniowych. Powoduje to, ze wyniki otrzymywane w ten sposéb
nie s3 wiarygodne [192]. Poszukiwanie nowych rozwigzan i mozliwos$ci w zagadnieniu
zarzadzania odpadami sktania do rozwazenia nowego podej$cia w tym zakresie 1 proby
zastosowania algorytméw uczenia maszynowego jako narzedzia predykcyjnego do
okreslania wspotczynnika filtracji. Uczenie maszynowe jest stale rozwijajaca si¢
dziedzing, a algorytmy rozwigzuja coraz skuteczniej zlozone problemy regres;ji
i klasyfikacji. W naukach zwigzanych z inzynieriag ladowa rozwigzanie problemow
predykcyjnych z wykorzystaniem algorytmoéw uczenia maszynowego zyskuje coraz
wigksze zainteresowanie i jest aprobowane do stosowania na przyktad, przy projektowani
konstrukcji  $cian oporowych, lub identyfikacji czynnikdw wplywajacych na
wytrzymato$¢ na $cinanie i wartos$ci efektywnego kata tarcia wewnetrznego ¢’[193, 194].

W pracy skupiono si¢ na doborze wilasciwego algorytmu uczenia maszynowego,
pozwalajacego jak najdokladniej oszacowaé wspolczynnik filtracji. Zaprezentowano
rézne algorytmy do wyznaczania wspolczynnika filtracji w gruntach antropogenicznych
— kruszywach betonowych, zuzla wielkopiecowego i1 zuzla paleniskowego.

Szczegodtowa analiza eliminacyjna poszczeg6lnych wynikéw pracy z algorytmami
uczenia maszynowego pozwolila na ich preselekcje, a pdzniejsza analiza statystyczna
wynikow na wybor algorytmu o najlepszej odpornosci modelu na obserwacje odstajace
od ogoblnej tendencji wynikow.

Podsumowujac szczegdtowymi celami niniejszej pracy sa:
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[l Zweryfikowanie  uzyteczno$ci  algorytméw  uczenia  maszynowego
W wyznaczaniu parametrow geotechnicznych, w pracy zaprezentowanego na
przyktadzie wyznaczania wspotczynnika filtracji.

[] Okreslenie czy mozliwa jest skuteczna predykcja wspotczynnika filtracji dla
gruntéw antropogenicznych w oparciu o te same wtasciwos$ci materiatu jak dla
gruntéw naturalnych.

] Wybor wilasciwego algorytmu uczenia maszynowego, pozwalajacego jak
najdoktadniej oszacowa¢ wspolczynnik filtracji.

(] Wybor algorytmu uczenia maszynowego, pozwalajacy na doktadniejsza
predykcje wspotczynnika filtracji w porownaniu do dotychczas stosowanych
wzoréw empirycznych.

T[] Dobér analiz statystycznych wspomagajacych proces wyboru i weryfikacji
wiarygodno$ci modelu.

[ Interpretacja funkcjonowania algorytmu pozwalajaca na okre$lenie cech

majacych najwigkszy wptyw na model.

3.2.Zakres pracy

Zakres pracy objal badania wilasne, ktére dzielity si¢ na etap badan laboratoryjnych

1 etap analizy komputerowej. Szczegdtowy schemat zaprezentowano na rysunku 6:

BADANIA WEASNE

1

BADANIA LABORATORYJNE ANALIZA KOMPUTEROWA

Badania filtracji metodg Gromadzenie i przygotowanie
statogradientowg danych

Wybdr algorytmow do
modelowania

Strojenie hiperparametréow
algorytmow

Wyznaczanie modeli z
wykorzystaniem danych z
badan laboratoryjnych

Ocena modeli wspierana
analizg statystyczng

Interpretacja wyznaczonych
modeli z uzyciem metody SHAP

Rysunek 6 Schemat badan wtasnych wykonanych w ramach niniejszej pracy.
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W pierwszej kolejnosci wykonano badania laboratoryjne kruszyw naturalnych
1 antropogenicznych, ktore dotyczytly badania cech fizycznych i chemicznych, badania
wspolczynnika filtracji. Pozwolito to utworzy¢ bazy danych dla kruszyw naturalnych
1 antropogenicznych, ktore w kolejnych etapach podlegaty dalszej analizie
komputerowej. Rozpoczgto od wstepnego przetwarzania zgromadzonych danych,
usuwania wartosci odstajacych i wyboru metody podzialu proby. Przed rozpoczgciem
tworzenia modeli dokonano wyboru algorytmoéw spetniajacych ogolne kryteria do
zastosowania do posiadanych zbioréw danych. Tworzenie modeli poprzedzito dostrajanie
hiperparametréw (parametr charakterystyczny dla danego algorytmu). W kolejnym etapie
tworzono, rozwijano i zatwierdzono wybor modelu powstatego na bazie konkretnego
algorytmu. Nastepnie przeprowadzono ocen¢ modeli wspartg analiza statystyczng.
W kolejnym kroku skupiono si¢ nad interpretacja modeli z uzyciem techniki SHAP.
Dzigki niej przeanalizowano jakie cech miaty wptyw na predykcje modelu, objasniono
predykcje i model oraz z wizualizowano funkcjonowanie cech z wykorzystaniem drzew

decyzyjnych. Szczegdtowy zakres zaprezentowano na rysunku 7.

BADANIA LABORATORYJNE ANALIZA KOMPUTEROWA

| Baza danych dla:

/ Kruszywa \ [ Badania cech ‘T,_ Gromadzenie danych» e kruszyw naturalnych

Naturalne fizycznych i «  kruszyw antropogenicznych

ST C,I:,Z’tr;ﬁ::gﬁ.h «  Wstepna analiza danych
Piasek | : »  Usuwanie warto$ci odstajgcych
* wymiar ziaren(di) » +  Podziat danych — sampling (70/30, CV)
Piasek Il + jednorodno$é Wstepne przetwarzanie
uziarnienia (Cu) zgromadzonych danych  Wybor algorytmow :
Piasek Il + lloé¢ i struktura + AdaBoost
poréw (n, e) el ¢ Artificial Neural *  k-NN
» Gestos¢ Network *  Gradient Boosting
objetosciowa . ~+ Random Forest * Linear Regression
el Tworzenie i rozwoj o .
Kruszywa ST modeli . gotﬁrlajznle hlperpir?metls)v;/
antropogeniczne energia atwierdzanie i wybor modelu
n=2889 zageszczenie Ocena modeli wspierana analizg statystyczng:
Zuzel wielkopiecowy |+ rozkladu normalno$ci reszt wraz wykresem QQ
A . . + oczekiwanego skumulowanego
Zuzel paleniskowy Ocena modeli » prawdopodobienstwa reszt — (PP plot);
Destrukt | Badania |« analiza danych zaobserwowane wzg. predykgji;
wspéiczynnika + wplywowych wartosci i hetroskedestycznosci.
Destrukt Il filtracji

| Interpretacja modeli wspierana technikg SHAP:
» Analiza znaczenia cech modeli
+ Objasnienie predykgcji i modeli
» Wizualizacja z wyk. drzew decyzyjnych.

materiatéw

Interpretacja modeli

Rysunek 7 Szczegotowy zakres pracy.
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3.3.Hipotezy

Hipoteza glowna:

'] Mozliwa jest racjonalna predykcja wspotczynnika filtracji dla kruszyw
antropogenicznych przy zastosowaniu algorytmow uczenia maszynowego
z wykorzystaniem parametréw opisujacych wlasciwosci fizyczne — uziarnienie

1 stosunki objetosciowe gruntu.
Hipotezy pomocnicze:

[J Mozliwe jest wyznaczenie konkretnego algorytmu uczenia maszynowego
najdoktadniej dopasowanego do wartoSci obserwowanych, ktory $cislej
prognozuje warto$¢ wspotczynnika filtracji niz dotychczas stosowane metody
empiryczne.

[l Zastosowanie parametréw charakteryzujacych uziarnienie 1  stosunki
objetosciowe gruntu (gesto$¢ objetosciowa, wskaznik porowatosci i stopien
zageszczenia) umozliwia prognozowanie warto$ci wspoOlczynnika filtracji

zarowno dla kruszyw antropogenicznych jak i gruntéw naturalnych.
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4. Material i metodyka badan

4.1. Material

Materiaty wykorzystane do badan wspolczynnika filtracji reprezentuja stosowane
w budownictwie kruszywa: naturalne — piasek oraz antropogeniczne — Zuzel
wielkopiecowy, zuzel paleniskowy oraz kruszywo betonowe. Dla potrzeb pracy
wykonano szereg badan majacych na celu okre$lenie parametréw badanych gruntow
ikruszyw pod wzgledem ich cech fizycznych oraz chemicznych (materiaty
antropogeniczne). Poglebiona analiza cech badanych materiatow postuzyla do
charakterystyki do celow poréwnawczych w przypadku rozbudowywania bazy danych
czy zakresu parametréw zaangazowanych do modelu. Dla lepszego rozpoznania
wlasciwos$ci chemicznych (oddzialywanie srodowiskowe) oraz fizycznych wybranych
kruszyw postuzono si¢ badaniami obrazowania z wykorzystaniem Skaningowego
Mikroskopu Elektronowego - SEM, rentgenowska spektroskopia energodyspersyjng
(EDS) umozliwiajacej poprzez mikroanaliz¢ rentgenowska analiz¢ sktadu chemicznego
powierzchni probki. Ponadto zbadano zawarto$¢ metali cigzkich z wykorzystaniem
spektroskopii atomowej, wykonano badania uziarnienia wraz z oceng sufozyjnosci,
badania gestosci  wlasciwej, gestosci  objetosciowej  szkieletu  gruntowego
1 mrozoodpornosci w celu uzupehienia dostepnej wiedzy na temat wlasciwosci tych

materialow.

4.1.1. Zuzel wielkopiecowy
Zuzel wielkopiecowy wykorzystany do badan pochodzi z huty stalownicze;
(lokalizacja huty zastrzezona przez producenta). W kolejnych podrozdziatach zestawiono

wyniki badan dotyczace wlasciwosci chemicznych i fizycznych badanego materiatu.

4.1.1.1 Wlasciwosci chemiczne

Okreslono ogélne cechy skladu chemicznego, wykazujac strukture badanego
materialu na mapie rozkladu pierwiastkow (rysunek 8). Zdjecie wykonano
w przyblizeniu 60 krotnym, a powierzchniowy skfad pierwiastkowy zostat opisany
kolorami, ktore przypisano konkretnym pierwiastkom. Na rysunku 8 zaobserwowano

znaczace ilo$ci wegla oraz krzemu, a w mniejszym stopniu obecnos$¢ zelaza oraz wapnia.
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MAGO x HVE' o kV of .
Rysunek 8. Zuzel wielkopiecowy — zdjecie EDS.
Doktadny sktad chemiczny badanego zuzla wielkopiecowego przedstawiono na
rysunku 9. Gléwnymi sktadnikami zuzla wielkopiecowego sa krzem, glin i Zelazo.
Przeanalizowano pH (badanie wykonane zgodnie z normg PN-ISO 10390:1997 [195])
materialu 1 okreslono je na 9.63 (odczyn zasadowy).
Z punktu widzenia $rodowiskowego alkaliczne pH jest waznym czynnikiem
wzmacniajagcym proces solidifikacji (stabilizacji) 1 zapobieganiu wymywaniu
potencjalnie toksycznych pierwiastkow (PTE).
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Rysunek 9. Zuzel wielkopiecowy — sktad chemiczny..
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W tabeli 2 zamieszczono informacje o zawartosci metali ciezkich w badanym zuzlu
wielkopiecowym. Wszystkie stezenia mieszcza si¢ w normie zawartej w zalaczniku do
rozporzadzenia Ministra Srodowiska z dnia 9 wrzesnia 2002 r. (poz. 1359) [196].
Poréwnujac otrzymane wyniki z norma i korelujac to z informacja dotyczaca pH (badanie
wykonane zgodnie z normg PN-ISO 10390:1997 [195]), materialu mozna uzna¢ badany
materiat jako bezpieczny dla $rodowiska i przydatny inzyniersko do recyclingu

w przemysle budowlanym.

Tabela 2. Zawartos¢ metali ciezkich w zuzlach wielkopiecowych.

Pierwiastek Jednostka Norma* Zuzel wielkopiecowy
Cynk mg/kg 1000 123.32
Miedz mg/kg 600 42.16
Nikiel mg/kg 300 34.19
Kadm mg/kg 15 0.8
Otow mg/kg 600 20.01

Rtec¢ mg/kg 30 8.71

* Zatacznik do rozporzadzenia Ministra Srodowiska z dnia 9 wrzesnia 2002 r. (poz. 1359) [196]

4.1.1.2 Wlasciwosci fizyczne

Przed przystagpieniem do badan zasadniczych, dotyczacych wyznaczenia
wspotczynnika filtracji wykonano analizg uziarnienia materialu zgodnie z normg ASTM
D6913 / D6913M-17 [197]. Material do badan pozyskiwano z wykonanych wcze$niej
badan zaggszczalno$ci metoda Proctora. Poszczegélne proby Proctora wykonano
z zastosowaniem roznych energii zageszczania (Ez). Ponizej na rysunku 10
zaprezentowano krzywe uziarnienia materialu przy zastosowaniu rdznej energii

zageszczenia w odniesieniu do krzywej uziarnienia materiatu bazowego.
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Rysunek 10. Zuzel wielkopiecowy — krzywe uziarnienia.

Na rysunku 11 zaprezentowano wyniki analizy sufozyjnos$ci badanego zuzla
wielkopiecowego na materialach z probek o roéznej energii zageszczania. Do analizy
wykorzystano metode Kenney-Lou [198, 199]. Na podstawie analizy okreslono materiat
jako niesufozyjny, gdzie analizowane masy frakcji znajduja si¢ powyzej strefy graniczne;j

sufozyjnosci.
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Rysunek 11. Zuzel wielkopiecowy — wykresy okreslajgce wewnetrzng stabilno$¢ kruszywa.
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W celu zweryfikowania przydatno$ci materiatu jako kruszywa stosowanego
w sektorze budowlanym, a szczeg6lnie drogownictwie zweryfikowano jego wlasciwosci
mrozoodporne. Badanie przeprowadzono zgodnie z normg PN-EN 1367-1:2007 [200].

Dla badanego zuzla wielkopiecowego uzyskano 3.0% ubytek masy dla badanej frakc;ji.

5

WD |pressure| mag DIV ~—500.' h - '
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Rysunek 12. Zuzel wielkopiecowy — zdjecie SEM.
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Zuzel wielkopiecowy charakteryzuje sie duza porowatoscia, co mozna
zaobserwowac na obrazach z mikroskopu elektronowego (SEM) (rysunek 12). Oprocz
znacznej porowatosci zuzla wielkopiecowego zaobserwowaé mozna obecnos¢ drobnych
frakcji wystepujacych powierzchniowo. Ggsto$§¢ wlasciwa zuzla wielkopiecowego
wynosi 2.4 g/cm?, co jest warto$cig typows dla tego rodzaju kruszywa. Pozostate istotne

parametry fizyczne zawarto w tabeli 3.

Tabela 3. Wtasciwosci fizyczne — zuzel wielkopiecowy.

Parametr Symbol [Jednostka] Zuzel
Ggestos¢ objetosciowa Da [L 0.9235
cm3
s - 19
Ggestos¢ wlasciwa [— 2.3462
€ Ps | em3
Porowatos¢ -] 0.61
Wskaznik porowatosci e[-] 1.58
Wspotezynnik filtracii i [T] 0.02884
S
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Srednica zastgpcza d_lo[mm] 1.55

Srednica zastgpcza d_go[mm] 7.46

Srednica zastgpcza d_ﬁo[mm] 11.62

Wskaznik jednorodnosci C,[-1 7.48

Wskaznik krzywizny uziarnienia C.[-] 3.08
Materiat kilkufrakcyjny

4.1.2.Zuzel paleniskowy
Zuzel paleniskowy wykorzystany do badan pochodzi z jednej z elektrocieptowni
(lokalizacja elektrocieptowni zastrzezona przez producenta). Ponizej zestawiono wyniki

badan dotyczace wlasciwosci chemicznych i fizycznych badanego materiatu.

4.1.2.1 Wlasciwosci chemiczne

Mape rozktadu pierwiastkow na powierzchni badanego Zzuzla paleniskowego
zaprezentowano na rysunku 13. Zdjecie wykonano w przyblizeniu 60 krotnym,
a powierzchniowy sktad pierwiastkowy zostal opisany kolorami, ktdére przypisano

konkretnym pierwiastkom. Na rysunku 13 dostrzec mozna znaczace ilosci krzemu oraz

wegla. W mniejszym stopniu dostrzec mozna obecno$¢ wapnia oraz zelaza.
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Procentowy sktad poszczegélnych pierwiastkow znajduje si¢ na rysunku 14.
Gtéwnymi sktadnikami zuzla paleniskowego sa zelazo, krzem, glin i wegiel. Wartos¢ pH
(badanie wykonane zgodnie z normg PN-ISO 10390:1997 [195]) materiatu okreslono na
8.92 (odczyn zasadowy).

45.00 42.07

40.00
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0.00 — . o
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Rysunek 14. Zuzel paleniskowy — sktad chemiczny.

Zawartos¢ metali cigzkich w badanym Zuzlu paleniskowym zaprezentowano w tabeli
4. Stezenia metali s3 nizsze od wskazanych w rozporzadzeniu Ministra Srodowiska
[196]. Na podstawie zaprezentowanych informacji dotyczacych stezen metali cigzkich
oraz wartosci pH (badanie wykonane zgodnie z normg PN-ISO 10390:1997 [195])
materiatu nalezy uzna¢ badany materiat jako bezpieczny dla $rodowiska i przydatny
inzyniersko do recyclingu w przemysle budowlanym.

Tabela 4. Zawartos¢ metali cigzkich w zuzlach paleniskowych.

Pierwiastek Jednostka Norma* Zuzel paleniskowy
Cynk mg/kg 1000 70.05
Miedz mg/kg 600 25.26
Nikiel mg/kg 300 23.25
Kadm mg/kg 15 1.33
Otow mg/kg 600 8.7
Rtec mg/kg 30 1.04

* Zalgcznik do rozporzadzenia Ministra Srodowiska z dnia 9 wrze$nia 2002 r. (poz. 1359) [196]
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4.1.2.2 Wlasciwosci fizyczne
Na wykresie 15 znajduja si¢ krzywe uziarnienia [197] uwzgledniajace, analogicznie
jak w przypadku zuzla wielkowiecowego zastosowanie réznych energii zaggszczenia

zuzla paleniskowego (rozdz. 4.1.1).

i
%
-
£
'_3 L
E *
© 4
N
=
- =
N "
(72} .
o) E_zageszczenia
[
S Ez=0
>
2 E2=0.09
S
O 50= ® Ez=0.17
— F]
w
[} . ® Ez=0.59
[ -
o Ez=2.65
©
N
©
N2
(=]
=
(]
=
© 25+
N L]

) — -4 - — J. - - . L.l i - TV .lv..le. ijl - ¥ —t b ﬁl”lv AL Ll J
0.1 1.0 10.0

Wymiar czastek, d [ﬁm]

Rysunek 15. Zuzel paleniskowy — krzywe uziarnienia.

W celu zweryfikowania przydatno$ci materiatu jako kruszywa stosowanego
w sektorze budowlanym, a szczegdlnie drogownictwie pod wzgledem wiasciwosci
fizycznych zweryfikowano jego wilasciwosci mrozoodporne. Badanie przeprowadzono
zgodnie z normg PN-EN 1367-1:2007 [200]. Dla badanego zuzla paleniskowego
uzyskano 6.53% ubytek masy dla badanej frakcji. Na tej podstawie material mozna
zakwalifikowa¢ jako przydatny do zastosowania w budownictwie. Zdjecie SEM

badanego materialu zaprezentowano na rysunku 16.
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1 HV mode' WD preséure mag O 500 pm
110.0kV| SE [12.7 mm| 49 Pa 150 x www. pai.chem.umk.pl

Rysunek 16. Zuzel paleniskowy — zdjecie SEM.

Na rysunku 17 zaprezentowano wynik analizy sufozyjno$ci badanego zuzla
paleniskowego. Na podstawie wykonanej analizy mozna okresli¢ material jako czgsciowo
sufozyjny analizowane masy frakcji znajduja si¢ czeSciowo ponizej strefy granicznej
sufozyjnosci. Wraz ze wzrostem energii zageszczania zaobserwowano zmniejszenie

sufozyjno$¢ badanego materiatu.
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Rysunek 17. Zuzel paleniskowy — wykresy okreslajgce wewnetrzng stabilnosé kruszywa.

Gestos¢ wiasciwa zuzla paleniskowego wynosi 2.0 g/cm?, co jest warto$cig typowa

dla tego rodzaju kruszywa. Pozostate istotne parametry fizyczne badanych zuzli

paleniskowych zawarto w tabeli 5.

Tabela 5. Wtasciwosci fizyczne — zuzel paleniskowy.

Parametr Jednostka Zuzel paleniskowy
Gesto$¢ objetosciowa — [ 9 ] 0.9437
Pa 13
Gestoéé whasciwa o [ 2.0133
S lems3
Porowatos¢ 7] 0.53
Wskaznik porowatosci e[-] 1.14
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Wspotczynnik filtracji k [T 0.01376
S

Srednica zastgpcza dyo[mm] 0.03

Srednica zastgpcza d_go[mm] 0.08

Srednica zastgpcza d_ﬁo[mm] 0.29

Wskaznik jednorodnosci C,[-] 8.39

Wskaznik krzywizny uziarnienia C.[-] 0.66
Materiat kilkufrakcyjny

4.1.3.Kruszywo betonowe
Kruszywo betonowe wykorzystane w badaniach pochodzi z prac rozbiérkowych
remontowanej nawierzchni drogowej oraz z odpadow betonowych powstatych podczas

realizacji prac badawczych w Katedrze Inzynierii Budowlane;.

4.1.3.1 Wlasciwosci chemiczne

Zdjecia mapowania rozktadu pierwiastkbw na powierzchni materiatow
przedstawiono na rysunku 18. Zdjecie wykonano przy przyblizeniu 60 krotnym,
a powierzchniowy sklad pierwiastkowy zostat opisany kolorami, ktdére przypisano
konkretnym pierwiastkom. Na rysunku 18 zaréwno dla kruszywa betonowego I jak i II
dostrzec mozna znaczace ilosci krzemu oraz wapnia, w mniejszych ilosciach wystepuje

zelazo.

Pl W g " ) R 8 pod B fg
; Cag %2 & S v
X ¢ b 6 1000 ym

MAG: 60 x HV:28{0.kV.

Kruszywo betonowe I Kruszywo betonowe 11

Rysunek 18 Kruszywo betonowe I oraz Il — zdjecia EDS.
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Poréwnujac sktad chemiczny (rysunek 19) obu kruszyw betonowych mozna
zaobserwowaé wysoka zawarto$¢ dwoch gtownych pierwiastkéw typowych dla tego
rodzaju materiatu — krzemu i wapnia. Na kolejnym miejscu w przypadku kruszywa
betonowego I znalazlo si¢ zelazo - 8.79% a w przypadku kruszywa betonowego II — glin
—3.04%.
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Rysunek 19. Kruszywo betonowe I i I — sktad chemiczny.

Zawarto$¢ metali cigzkich (tabela 6) w obu kruszywach betonowych pozwala sadzi¢,
ze material jest bezpieczny srodowiskowo i pod tym wzgledem nadaje si¢ do recyklingu
w sektorze budowlanym. Stezenia metali sg nizsze od wskazanych w rozporzadzeniu
Ministra Srodowiska [196]. Badanie poziomu pH (badanie wykonane zgodnie z norma
PN-ISO 10390:1997 [195]) materiatu i okreslito jego wysoko$¢ na 9.63 dla kruszywa
betonowego I oraz 9.21 dla kruszywa betonowego II. Na podstawie zaprezentowanych
informacji dotyczacych stezen metali cigzkich oraz wartosci pH (odczyn zasadowy)
materiatu nalezy uzna¢ badany materiat jako bezpieczny dla $rodowiska i przydatny

inzyniersko do recyclingu w przemysle budowlanym.
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Tabela 6. Zawartos¢ metali cigzkich w kruszywie betonowym 1 i I1.

Pierwiastek Jednostka Kruszywo Kruszywo
betonowe I betonowe 11
Cynk mg/kg 1000 91.19 117.8
Miedz mg/kg 600 54.21 37.67
Nikiel mg/kg 300 5.75 3.1
Kadm mg/kg 15 2.26 2.64
Otow mg/kg 600 20.37 23.82
Rtee mg/kg 30 4.94 5.24

* Zatgcznik do rozporzadzenia Ministra Srodowiska z dnia 9 wrze$nia 2002 r. (poz. 1359) [196]

4.1.3.2 Wlasciwosci fizyczne
Krzywe wuziarnienia uwzglgdniajace rozne energie zageszczenia podczas

przygotowywania probek do analiz [197] zaprezentowano dla kruszyw na rysunku 20.
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Rysunek 20 Kruszywa betonowe I oraz Il — krzywe uziarnienia.
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W celu sprawdzenia przydatnos$ci materiatu jako kruszywo stosowane w sektorze
budowlanym, a szczegOlnie drogownictwie zweryfikowano jego wlasciwosci
mrozoodporne. Badanie przeprowadzono zgodnie z normg PN-EN 1367-1:2007 [200].
Mrozoodpornos¢ wynikajaca z utraty masy frakeji 8-16mm przed i po badaniu w komorze
mrozoodpornosci dla kruszywa betonowego I wyniosta 1.62%, a dla kruszywa
betonowego 11 4.22%. Zdjecie SEM badanego materiatu zaprezentowano na rysunku 21.
W przypadku destruktu II ksztalt ziaren ma ostrzejsze obrysy krawedzi ziaren a na

powierzchni znajduje si¢ wiecej zaprawy cementowe;.

{

HV mode| WD pressure| mag O | 8 2\% mode WD' pressure| mag 0O ] 500 ym
£/10.0kV| SE |12.8mm| 51Pa 150x | www.pai.chem.umk.pl */100kV| SE [12.5mm| 50 Pa 150 x www.pai.chem.umk.pl

Kruszywo betonowe I Kruszywo betonowe I1
Rysunek 21 Zdjecia SEM — Kruszywa betonowego I oraz I1.

Narysunkach 22 123 zaprezentowano wynik analizy sufozyjnosci badanych kruszyw
betonowych. Na podstawie ich analizy mozna okresli¢ materiaty jako niesufozyjne,

analizowane masy frakcji znajduja si¢ powyzej strefy granicznej sufozyjnosci.

Ez=0.00 J/cm?

80

60

40

Masa frakcji pomiedzy D i 4D, H [%]

20

}/’ SUFOZJA
o

0 20 40 60 80 100
Masa frakcji, F [%]

60



Ez=0.09 J/cm? Ez=0.17 J/em?
100 100
X 50 X g0
T T
g =)
o o
> 60 < > 60 <
3 7 3 7
€ €
o o
2 a0 2 40
g g
[ o
E 5
© 20 < 20
> >
J SUFOZIA J SUFOZJA
0 0
0 20 40 60 80 100 0 20 40 60 80 100
Masa frakcji, F [%] Masa frakcji, F [%]
Ez =0.59 J/cm? Ez =2.65 J/cm?
100 100
X g0 X g0
T T
g g
o o
> 60 P > 60 P
g : g N
€ IS
] o
2 a0 o a0
g g
o e
: I
© 20 © 20
S S
J SUFOZJA J SUFOZJA
o o
0 20 40 60 80 100 0 20 40 60 80 100
Masa frakcji, F [%] Masa frakgji, F [%]

Rysunek 22. Wykresy okreslajqce wewnetrzng stabilnosé kruszywa — Kruszywo betonowe 1.
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Ez=0.09 J/cm? Ez=0.17 J/em?

100 100
80

80

60 60

o

N

40 40

20 20

/ SUFOZJA / SUFOZJA

o 1 o 4
0 20 40 60 80 100 0 20 40 60 80 100
Masa frakcji, F [%] Masa frakcji, F [%]

Masa frakcji pomiedzy D i 4D, H [%]
&\

Masa frakcji pomiedzy D i 4D, H [%]
%

Ez=0.59 J/cm? Ez =2.65 J/cm?

100 100
80 80
60

60

40 40 =7

20 20

Masa frakcji pomiedzy D i 4D, H [%]
%

Masa frakcji pomiedzy D i 4D, H [%]
%

SUFOZJA

% SUFOZIA

o 4 0
0 20 40 60 80 100 0 20 40 60 80 100
Masa frakcji, F [%] Masa frakgji, F [%]

M A

Rysunek 23. Wykresy okreslajgce wewnetrzng stabilnos¢ kruszywa — Kruszywo betonowe 1.

Gestos¢ wiasciwa kruszywa betonowego I wynosi 2.6 g/cm?, a kruszywa
betonowego I wynosi 2.5 g/cm?. Pozostale parametry fizyczne zestawiono w tabeli 7 —

dla kruszywa betonowego I oraz tabeli 8 dla kruszywa betonowego II.

Tabela 7. Wtasciwosci fizyczne — Kruszywo betonowe 1.

Parametr Jednostka Kruszywo betonowe I I
e g —1 9
Ggestos¢ objetosciowa [— 1.3618
€ )€ Pd o
Gesto$¢ whasciwa Ps [ﬁ 2.585
Porowato$¢ n[—] 0.47
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Wskaznik porowatosci el[—] 0.94

Wspotezynnik filtracji k [?] 0.02645
Srednica zastepcza dio[mm] 2.87
Srednica zastepcza dso[mm] 6.98
Srednica zastepcza d_ﬁo[mm] 11.08

Wskaznik jednorodnosci C,[-1 3.86
Wskaznik krzywizny uziarnienia Cc[-] 1.53
Materiat kilkufrakcyjny

Tabela 8. Wtasciwosci fizyczne — Kruszywo betonowe I1.

Parametr Jednostka Kruszywo betonowe 11
Ggestos¢ objetosciowa Da [LB 1.4306
cm
Gesto$¢ wlasciwa Ps [% 2.53
Porowato$¢ [—] 0.43
Wskaznik porowatosci e[—] 0.82
—_m
Wspblezynnik filtraci k [—] 0.02422
S
Srednica zastepcza dyo[mm] 0.44
Srednica zastepcza dso[mm] 2.41
Srednica zastgpcza d_ﬁo[mm] 8.53
Wskaznik jednorodnosci C,[-1 19.30
Wskaznik krzywizny uziarnienia C.[-] 1.55
Materiat kilkufrakcyjny
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4.2.Metodyka badan

Badania wspotczynnika filtracji zostaly przeprowadzone w pierwszej fazie na
kruszywie naturalnym w drugiej na kruszywach antropogenicznych — zuzlach
i kruszywach betonowych. W drugim etapie opisano metodyke prowadzenia badan
predykcyjnych prowadzonych z wykorzystaniem algorytmoéw uczenia maszynowego.
Przeanalizowane zostaly r6zne aktualnie dost¢gpne algorytmy uczenia maszynowego, na
podstawie analizy zalet i wad poszczegdlnych algorytmoéw zaproponowano algorytmy do
dalszej analizy. Pokrotce scharakteryzowano kazdy z zarekomendowanych algorytmow
1 opisano mechanizm jego dzialania. W ostatnim podrozdziale tej czes$ci opisano sposoby

doboru hiperparametréw potrzebnych go wtasciwej predykcji modelu.

4.2.1.Metodyka przygotowania materialu i wykonania badan
wspolczynnika filtracji

Badania wspotczynnika filtracji wykonane zostaty w dwdch etapach. Etap pierwszy
obejmowal badania gruntéw naturalnych — piaskOw o zrdéznicowanym uziarnieniu
1 zageszczeniu rozpoznanych jako piaski drobne i piaski $rednie. Krzywe uziarnienia
badanych piaskow wraz z charakteryzujacymi je wlasciwos$ciami fizycznymi
przedstawiono w rozdziale 5, podrozdziale 5.1.2. Etap drugi obejmowat badania kruszyw
antropogenicznych o uziarnieniu zblizonym do uziarnienia piaskow.

Badania kruszyw antropogenicznych obejmowaly cztery rodzaje materialow:

1. Zuzel wielkopiecowy pozyskany z jednej z hut stalowniczych w Polsce,

2. Zuzel paleniskowy pozyskany z jednej z elektrocieptowni w Polsce,

3. Kruszywo betonowe pozyskane z prac rozbiérkowych remontowanej nawierzchni
drogowe;j,

4. Kruszywo betonowe (sezonowane) z odpadéw betonowych powstatych podczas
realizacji prac badawczych w Katedrze Inzynierii Budowlane;.

W rozdziale 4 przedstawiono krzywe uziarnienia kruszyw antropogenicznych oraz
zestawiono usrednione wyniki badan dotyczace wlasciwosci chemicznych i fizycznych
badanego materialu. Krzywe uziarnienia zuzla wielkopiecowego przedstawiono
w podrozdziale 4.1.1.2, zuzla paleniskowego w podrozdziale 4.1.2.2, kruszywa

betonowego w podrozdziale 4.1.3.2.
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Dla kazdego z materialéw: naturalnych piaskow oraz kruszyw antropogenicznych
przygotowano wstgpnie material wyjsciowy o masie 30 kg dla piaskow oraz 60 - 70 kg
dla kazdego z kruszyw antropogenicznych. Mialo to na celu zabezpieczenie materiatu
o powtarzalnej wyjsciowej krzywej uziarnienia, co byto szczegdlnie wazne dla kruszyw
antropogenicznych podatnych na zjawisko kruszenia, zar6wno przed przystapieniem do
wykonania proby Proctora, jak i przed formowaniem probek zasadniczych do badan
wspotczynnika filtracji. Kazdy z materiatow przed przystapieniem do kolejnych badan
podlegat wymieszaniu. W celu zapewnienia wlasciwej symulacji warunkow
wystepujacych w zageszczanych warstwach drogi lub nasypu dla zastosowanych w pracy
gruntéw (kruszyw) naturalnych — piaskow oraz  kruszyw antropogenicznych,
zastosowano metode zageszczania Proctora [150].

Dla materialdéw wykonano badania zaggszczalno$ci z zastosowaniem nastepujacych
energii zageszczania 0.09, 0.17, 0.59 oraz 2.65 J/cm?®. Badania z energig zageszczania
0.59 oraz 2.65 J/cm® odpowiadajg energii normalnej i zmodyfikowanej proby Proctora.
Dla badah z energig zageszczania 0.09 oraz 0.17 J/cm?® ustalono wcze$niej warunki
zageszczania dotyczace ilosci uderzen na warstwe. Dodatkowa motywacja do
przeprowadzenia badan laboratoryjnych na tych poziomach energii zageszczania byto
zrdznicowanie bazy danych w zakresie przedziatéw analizowanego uziarnienia kruszyw
antropogenicznych. Takie warto$ci energii zageszczenia moga wystapi¢ podczas bledow
W procesie zageszczania kruszyw na budowie.

Po przygotowaniu materiatu pod wzgledem skladu granulometrycznego
i przeprowadzeniu badan zageszczalno$ci ustalono warunki przygotowywania probek
zasadniczych do badan filtracji. Wynik badan zageszczalnosci dla  kruszyw
antropogenicznych wskazywal na niejednoznaczno$¢ w stosunku do warto$ci wilgotnosci
optymalnej. Mozliwym powodem takiego stanu rzeczy jest relatywna rownomierno$¢
uziarnienia, ktéra podobnie do piaskow o tym samym uziarnieniu powoduje
niejednoznaczno$¢ w interpretacji wilgotnosci optymalnej, raczej wskazujac na przedziat
wilgotnosci  (charakter krzywych zaggszczalno$ci zbiezny 2z charakterystyka
zageszczalnosci piaskow). Do kazdego z badan wspolczynnika filtracji przygotowywano
probke bezposrednio w cylindrze badawczym. Poszczegdlne probki dla kazdego
z kruszyw przygotowywano przy roznej gestosci szkieletu gruntowego.

Probki odpowiadaly warunkom materialu usypanego na luzno (Ez=0) oraz
przygotowanych z energig zagegszczania odpowiadajaca energii zagg¢szczania Proctora

0.09, 0.17, 0.59 oraz 2.65 J/cm’.
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Analizowane kruszywa antropogeniczne jak i grunty (kruszywa) naturalne - piaski
zostaly poddane badaniom wspolczynnika filtracji metoda statogradientowa [137]
w specjalnie przygotowanym dla potrzeb pracy stanowisku umiejscowionym w jednej
z pracowni Centrum Wodnego SGGW.

Permeametr (rysunek 24) [201] zbudowany jest z cylindra wykonanego z tworzywa
sztucznego. Wymiary cylindra wynosity: wysokos$¢ L = 0,285 m, $rednica d = 0,110 m.
Na konicach cylindra znajduja si¢ potaczenia do dwoch zbiornikow doprowadzajacego
i odprowadzajacego wode z probki. Wysokos$¢ zbiornika doprowadzajacego wode do
probki utrzymywano na statym poziomie a wysoko$¢ zbiornika odprowadzajacego wode
z probki ulegata zmianie w celu uzyskania zadanego gradientu hydraulicznego. Roznica
w wysokosci miedzy zwierciadtem wody doprowadzonej do probki a jej odptywem
wywolala zjawisko przeplywu wody przez probke gruntu. Catkowita objetos¢ odptywu
wody z probki Q byta mierzona w ustalonym interwale czasowym ¢ zgodnie z zaleceniami

literaturowymi [28, 202, 203].

Doprowadzenie
wody

Q

— \—\ Przelew

h 4 —

h]
- A 4

~

of ™

\ AT
;:.-.-‘\\» L ¢

Y X X
Prébka

Y /

Plytka porowata

Rysunek 24. Schemat ideowy permeametru.

Rownanie (wzor 9) stuzy do wyznaczenia wspolczynnika filtracji.

Q

k =
i-L-A

©)

gdzie: k - jest wspoOtczynnikiem filtracji, O - catkowity odptyw, i - gradient
hydrauliczny, L - wysokos¢ cylindra, 4 - pole powierzchni cylindra.
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Zastosowane gradienty w badaniach wspolczynnika filtracji sa zgodne z wytycznymi
branzowymi zawartymi w: Waly przeciwpowodziowe — wytyczne instruktazowe
projektowania [121] oraz WT-4 2010.

Przy projektowaniu wartosci gradientéw hydraulicznych zastosowanych podczas
badan nad wspolczynnikiem filtracji, szczegodlnie dla kruszyw antropogenicznych,
wykorzystano doswiadczenia wlasne [28, 62, 63]. Zarowno stanowisko do badan
wspotczynnika filtracji, jak 1 procedura przygotowywania probki do badan (zaggszczanie)
i wykonywanie pomiaréw byly kilkukrotnie modyfikowane i kalibrowane przed
przystapieniem do badan gtownych. Miato to na celu wyeliminowanie czgsto
popelianych bledéw, zgodnie z wytycznymi Chapuis [110]. W trakcie badan
zweryfikowano podane przez Chappuisa’a nast¢pujace kwestie:

(1) Przygotowywanie probek do badan (zaggszczanie) wykonano bezposrednio

w cylindrze do badan przepuszczalno$ci zgodnie z przyjetymi parametrami
zageszczania uzyskanymi podczas badan Proctora. Zageszczanie probek
przeprowadzono przy wilgotno$ci zblizonej do optymalnej w celu osiggnigcia
maksymalnej gestosci szkieletu gruntowego. Dodatkowa uwage poswigcono
procesowi zaggszczania materialu w strefie kontaktowej z forma (Sciankami)
cylindra.

(2) Podczas pomiaréw zatozono, ze stopien nasycenia probki w badaniach
przepuszczalnosci, Sr, musi by¢ rowny 1. Aby rozwigza¢ ten problem, po
zainstalowaniu probki w permeametrze, napetlniano ja woda z predkoscia
zblizong do Imm/min od dotu probki.

(3) Konstrukcja permeametru pozwolita na uniknigcie w trakcie badania
hydraulicznych strat w ukladzie ze wzgledu na staly poziom zewnetrznego
1 wewnetrznego zwierciadla wody w zbiornikach. Wyptyw mierzony byl na rurze
odptywowej, ktoérej przekrdj podczas badan nigdy nie byt catkowicie
wypelniony.

(4) Probka w formie do badan filtracji zabezpieczona byta od géry i od dotu bibutg
filtracyjng. Filtr zainstalowany na wyptywie wody z probki zapobiegaty
wymywaniu drobnych czasteczek szkieletu materiatu badawczego: piasku
1 kruszyw antropogenicznych. Ponadto, makroskopowo oceniano me¢tno$¢ wody
na odplywie.

(5) Wymiary cylindra, a szczeg6lnie jego $rednica pozwolila na spetnienie warunku

maksymalnego wymiaru ziarna badanego kruszywa, ktory zawieral sig
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w zakresie 5 — 10 krotno$ci wymiaré6w cylindra do wymiaréw ziarna.
W przypadku dwoch materiatow stosunek S$rednicy cylindra do $rednicy
maksymalnego ziarna wynosit okoto 10, dla dwoch pozostatych wynosit powyzej
5. W tym drugim przypadku nalezy zaznaczy¢, ze dotyczylo to niewielkiej
zawartosci procentowej frakcji powyzej 10 mm w calej masie probki.

(6) Wymiary cylindra do badan filtracji odpowiadaja warunkowi jak dla badan
wytrzymato$ciowych w komorach trojosiowego $ciskania. Wysoko$¢ cylindra
jest ponad dwukrotnie wigksza niz jego $rednica. Takie rozwigzanie pozwolito
na zminimalizowanie zjawiska uprzywilejowanego przeptywu wody w gruncie
na styku ze $ciankami cylindra. Pozwolito takze na wykluczenie powstania
gradientéw krytycznych po przekroczeniu ktorych, nastgpuje ruch burzliwy.

(7) Wspotczynnik filtracji badano stosujac gradienty hydrauliczne typowe dla
budowli pigtrzacych wode lub stosowanych w ziemnych konstrukcjach
nasypowych, ktore wynosity 0.08, 0.14, 0,20, 0.27, 0.33, 0.39, 0.46, 0.52, 0.58,
0.65, 0.71, 0.77, 0.84, 0.90, 0.96 i 1,02. Zasadniczy pomiar rozpoczynano
upewniajac sie, ze przeptyw jest juz ustalony, tzn. po ustabilizowaniu si¢ trzech
kolejnych odczytdow réznigcych si¢ nie wigeej niz  2%. Nastepnie
przeprowadzono zasadnicze pomiary w przedziatach czasowych wynoszacych
60 sekund kazdy, usredniajagc wynik otrzymany z pi¢ciu pomiaréw przy danym
gradiencie.

(8) Nastepujace po sobie etapy badania wspotczynnika filtracji w jednej probce
gruntu/kruszywa obejmowaly zwigkszenie gradientu do kolejnej warto$é
wymieniong w punkcie (7). Podczas kolejnego badania przeprowadzano
procedur¢ podang w punkcie (7).

(9) Zastosowane najmniejsze gradienty pozwolily na wypehienie warunku
przekroczenia gradientu poczatkowego. Maksymalne gradienty nie przekroczyty
gradientu krytycznego dla uruchomienia ruchu burzliwego, co zostalo
sprawdzone na etapie badan wstepnych.

Uzyskane z badan laboratoryjnych dane pomiarowe pozwolity na obliczenie
wspotczynnika filtracji dla kruszyw naturalnych — piaskow oraz kruszyw
antropogenicznych. Wyniki badan postuzyly jako baza danych dla predykcji
wspotczynnika filtracji z uzyciem algorytmoéw uczenia maszynowego co zostalo opisane

w rozdziale 5.
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4.2.2.Metodyka predykcji z wykorzystaniem uczenia
maszynowego

4.2.2.1 Wybor algorytmow i wprowadzenie do ich zastosowania.

Najczgsciej wykorzystywanymi algorytmami uczenia maszynowego stosowanymi

do rozwigzan zadan predykcyjnych w oparciu o mechanizm regresji sa: Linear
Regression (LR), Neural Network (NN), k-Nearest Neighbors (k-NN), Random Forest
(RF), Gradient Boosting (GB), Adaptive Boosting - AdaBoost (AB), Naive Bayes (NB)

oraz Support Vector Machines (SVM). Aby moc okresli¢ potencjat przydatnosci danego

algorytmu dla dalszych badan sporzadzono zestawienie mocnych i stabych stron

poszczegolnych algorytmow (tabela 9).

Tabela 9. Mocne i stabe strony algorytmow Machine Learning.

Linear Regression

MOCNE STRONY

* Dobre wyniki dla prostych problemow regresji,

» Wysoka doktadnosé, gdy jest stosowany do zaleznosci liniowych,
» Powszechne podejscie do modelowania danych numerycznych,

* Do modelowania prawie kazdej relacji/zaleznosci,

» Zapewnia oszacowanie zarowno wielkosci, jak i sity zwigzkéw pomigdzy
cechami 1 wynikiem.

SEABE STRONY

* Niewystarczajaco elastyczny, aby uchwyci¢ bardziej ztozone problemy,
* Przyjmuje silne zatozenia dotyczace danych,
» Forma modelu musi by¢ wczesniej okreslona,

* Dziala tylko z cechami numerycznymi, wig¢c dane klasyfikacyjne
wymagaja dodatkowego przygotowania,

* Wymaga pewnej wiedzy z zakresu statystyki, aby zrozumie¢ model.

Neural
(Artificial)

Network

MOCNE STRONY

* Moze by¢ stosowany do problemow klasyfikacji lub regres;ji,
* Zdolno$¢ do modelowania bardziej ztozonych wzorcow,

* Przyjmuje niewiele zalozen dotyczacych relacji lezacych u podstaw
danych.
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SEABE STRONY

* Bardzo intensywne obliczeniowo i powolne uczenie, szczegélnie jesli
topologia sieci jest ztozona,

* Bardzo podatna na ,,nadmierne przeuczenie” danych uczacych,

 Skutkuje zlozonym modelem typu ,,black box”, ktory jest trudny do
zinterpretowania.

k-Nearest Neighbors

MOCNE STRONY

* Prosty i skuteczny,
* Nie przyjmuje zadnych zatozen dotyczacych rozktadu danych,

* Szybka faza szkolenia.

SEABE STRONY

* Nie tworzy modelu, ograniczajgc mozliwo$¢ zrozumienia, jak cechy sa
zwigzane z klasa,

* Wymaga wyboru odpowiedniego klasyfikatora (wartosci k),

* Cechy nominalne 1 brakujagce dane wymagaja dodatkowego
przygotowania.

Random Forest

MOCNE STRONY

» Uniwersalny model, ktory dobrze radzi sobie z wigkszoscig problemow
analitycznych,

* Moze obstugiwaé dane ,,zaszumione” lub brakujace, jak roéwniez cechy
kategoryczne lub ciagte,

» Wybiera tylko najwazniejsze cechy;

* Moze by¢ stosowany na danych z bardzo duzg liczbg cech lub przyktadow.

SEABE STRONY

* W przeciwienstwie do drzewa decyzyjnego, model nie jest tatwo
interpretowalny.

Gradient Boosting

MOCNE STRONY

* Czesto zapewnia bardzo wysokg doktadno$¢ predykcyjna,
* Duza elastyczno$¢ - moze optymalizowa¢ na réznych funkcjach strat

i zapewnia kilka opcji dopasowania hiperparametréw, ktore sprawiaja, ze
dopasowanie funkcji jest bardzo elastyczne,
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» Nie wymaga wstgpnego przetwarzania danych - czgsto dziata Swietnie
z warto$ciami kategorii i numerycznymi,

* Obstuguje brakujace dane - imputacja nie jest wymagana.

SEABE STRONY

* Gradient Boosting beda kontynuowaly poprawe do momentu
zminimalizowania wszystkich btedow. Moze to spowodowaé nadmierne
podkreslenie warto$ci odstajacych 1 spowodowaé ,przeszacowanie”
modelu. Aby to zneutralizowac, nalezy uzy¢ walidacji krzyzowe;j.

» Kosztowne obliczeniowo - Gradient Boosting czgsto wymagaja wielu
drzew (>1000), co moze by¢ czasochtonne.

* Duza elastyczno$¢ powoduje, ze wiele parametrow wchodzi w interakcje
i mocno wplywa na zachowanie podejscia (liczba iteracji, gtgbokos¢ drzewa,
parametry regularyzacji, itp.) wymaga to przeszukiwania duzej siatki
podczas dostosowania parametrow.

* Mnigj interpretowalne, cho¢ mozna to tatwo rozwigza¢ za pomoca réznych
narzedzi (zmienna waznosci, wykresy czesciowych zaleznosci, itp.).

Adaptive Boosting
(Adaboost)

MOCNE STRONY

* Niewiele parametrow,

* Latwy do wdrozenia,

* Jawny wybor cech,

* Odporny na ,,przeuczenie” (przy niskim poziomie ,,szumu’),

* Bardzo dobrze sprawdza si¢ w praktyce.

SEABE STRONY

» Wymaga okreslenia warunku zakonczenia,
» Wrazliwos¢ na ,,zaszumione” dane i wartosci skrajne,

» Musi by¢ dostosowany do obstugi zadan wieloklasowych.

Naive Bayes

MOCNE STRONY

* Proste, szybkie i bardzo skuteczne,
* Dobrze radzi sobie z ,,szumami” i brakujacymi danymi,

* Wymaga stosunkowo mato przyktadow do szkolenia, ale dziala dobrze
rowniez z bardzo duzg liczba przykladow,

* Latwo uzyskac¢ szacunkowe prawdopodobienstwo dla predykc;ji.
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SEABE STRONY

* Opiera si¢ na czesto blednym zatozeniu, ze cechy sa réwnie wazne
1 niezalezne,

* Nie jest idealna dla zbioréw danych z wieloma cechami numerycznymi,

* Szacowane prawdopodobienstwa sg mniej wiarygodne niz przewidywane
klasy.

Support Vector
Machines (SVM)

MOCNE STRONY

* Moze by¢ stosowany do klasyfikacji lub numerycznych probleméow
predykcyjnych,

* Nie jest nadmiernie podatny na wptyw ,,zaszumionych” danych i nie jest
zbyt podatny na ,,przeuczenie”,

* Moze by¢ latwiejszy w uzyciu niz sieci neuronowe, szczegélnie ze
wzgledu na istnienie kilku dobrze wspieranych algorytméw SVM,

* SVM jest stosunkowo wydajna pod wzgledem pamigci.

SEABE STRONY

* Algorytm SVM nie jest odpowiedni dla duzych zbioréw danych.

* SVM nie dziata zbyt dobrze, gdy zbior danych ma wigcej ,,szumu”, tj. klasy
docelowe naktadaja si¢ na siebie.

* W przypadkach, gdy liczba cech dla kazdego punktu danych przekracza
liczbg probek danych treningowych, SVM bedzie osiggat gorsze wyniki.

» Ze wzgledu na to, ze klasyfikator wektora wsparcia dziata poprzez
umieszczenie punktow danych, powyzej i ponizej hiperplaszczyzny
klasyfikacyjnej, nie ma probabilistycznego wyjasnienia dla klasyfikacji.

Biorgc pod uwage wymienione wady i zalety poszczegoélnych algorytméw

zdecydowano si¢ wykluczy¢ algorytmy Naive Bayes (NB) oraz Support Vector
Machines (SVM) (rysunek 25). Naive Bayes (NB) majac na uwadze, ze nie jest to
algorytm dobry dla zbioréw danych z wieloma cechami numerycznymi, z jakim mamy tu
do czynienia. Waznym czynnikiem decydujacym o rezygnacji z tego modelu byto takze
to, ze szacowane prawdopodobienstwa sg mniej wiarygodne niz przewidywane klasy.
Algorytm Support Vector Machines (SVM) odrzucono majac na wzgledzie to, ze nie jest
on wlasciwy dla duzych zbioro6w danych (rz¢du kilkuset, w przypadku zebranych danych

z badan materiatow antropogenicznych analizie podlega ponad 2500 wynikow badan).
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Innymi czynnikami byla staba odporno$¢ algorytmu na dane znajdujace si¢ poza
hiperptaszczyzng klasyfikacji oraz na naktadajace si¢ klasy docelowe. Algorytm Linear
Regression zdecydowano si¢ pozostawi¢ jako odniesienie dla otrzymywanych wynikéw

predykcji.

Linear
Regression
k-Nearest V
Neighbors Algorytmy
= zaangazowane do
dalszych obliczen
Random Forest
Gradient
Boosting
Adaptive
Boosting
(Adaboost)

Support Vector
Machines x

(svm)

Rysunek 25. Algorytmy wybrane do dalszej analizy.

Krotka charakterystyka i metodyka algorytméw wybranych do dalszej analizy

zostata zawarta w kolejnych rozdziatach.

4.2.2.2 Linear Regression (LR)

Linear Regression - regresja liniowa jest jedng z najprostszych metod podejscia do
problemow regresji. Termin ,,liniowy” odnosi si¢ do liniowej zalezno$ci modelu od jego
parametréw. W przypadku, gdy mamy do czynienia z pojedynczg zmienng x, model
stosowany w regresji liniowej (wzor 10) przyjmuje postac:

y=Po+Pixi +e, (10)

gdzie: Po - punkt przecigcia osi OY, i1 - nachylenie, e - reszta lub btad [204, 205].

Analiza regresji jest prosta technikg przewidywania nieznanej zmiennej przy uzyciu

posiadanych juz wynikow. Na rysunku 26 znajduje si¢ przyktad prezentujacy zaleznosci
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w ramach opisywanej metody uwzgledniajacy obecnos¢ wartosci rezydualnych (reszt)

[204, 205].

v

Rysunek 26. Schemat funkcjonowania modelu LR.

Technicznym terminem dla linii regresji jest hiperptaszczyzna, przyjmujaca
w przestrzeni dwuwymiarowej posta¢ linii trendu. Celem regresji liniowej jest
podzielenie danych w sposob, ktory minimalizuje odleglos¢ migdzy hiperptaszczyzna
a obserwowanymi warto$ciami. Oznacza to, ze rysujac lini¢ prostopadia
z hiperptaszczyzny do kazdego punktu danych na wykresie, taczna odlegtos¢ kazdego
punktu bytaby rowna najmniejszej mozliwej odleglosci do hiperptaszczyzny. Odleglosé
migdzy linig najlepszego dopasowania a obserwowanymi warto§ciami nazywana jest
rezydualem, warto$cig resztowa lub btgdem, a im blizej tych warto$ci znajduje si¢
hiperptaszczyzna, tym doktadniejsze sg przewidywania modelu [175, 204-206].

Waznym elementem regresji liniowej jest nachylenie, ktéore mozna obliczy¢
w stosunku do hiperptaszczyzny. Wzrost losowej zmiennej, pocigga za sobg zmiang
drugiej zmiennej o $rednig warto$¢ oznaczong przez hiperplaszczyzng. Nachylenie jest
wigc pomocne przy formutowaniu predykcji wzgledem kolejnych zmiennych
niezaleznych.

Wielokrotna regresja liniowa jest prosta regresja liniowa z wigcej niz jedng zmienng
niezalezng. Punkt przecigcia OY jest nadal wyrazony jako Po, ale teraz istnieje wiele
niezaleznych zmiennych (reprezentowanych jako xi, x2, X3,...,Xn) 1 kazda z nich ma swoj
wspotczynnik (bi, ba, bs,...,bn) [175, 207, 208].

Podobnie jak w przypadku prostej regresji liniowej, rézne sumy wartosci X 1 Y
(w tym warto$ci podniesione do kwadratu) z danych treningowych sa wykorzystywane
do rozwigzywania dla warto$ci Bo (punktu przecigcia Y) i B (wartosci wspodtczynnika). Po

zbudowaniu modelu z wykorzystaniem warto$ci X 1 Y z danych treningowych, formuta
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regresji liniowej wielokrotnej moze by¢ wykorzystana do dokonania predykcji (Y)
z wykorzystaniem warto$ci zmiennych niezaleznych X z danych testowych (do oceny
doktadnos$ci). Wybor zmiennych wiaze si¢ z ustaleniem ich liczby i istotnosci.

Nalezy wzia¢ pod uwage, ze dodanie wigkszej liczby zmiennych pomaga uwzgledni¢
wigcej potencjalnych czynnikdéw kontrolujacych wzorce w danych. Jednak jest to zasadne
tylko wtedy, gdy zmienne sg istotne i posiadaja pewna korelacje, liniowy zwiazek ze
zmienng zalezng. Rozszerzenie zbioru zmiennych niezaleznych tworzy rowniez wigcej
zwigzkow do analizy. W wielokrotnej regresji liniowej nie tylko zmienne niezalezne sa
potencjalnie zwigzane ze zmienng zalezna, ale s rowniez potencjalnie zwigzane ze sobg.
Jesli miedzy dwiema zmiennymi niezaleznymi istnieje silna korelacja liniowa, moze to
prowadzi¢ do zagadnienia zwanego wieloliniowoscia. Kiedy dwie zmienne niezalezne sa
silnie skorelowane, maja tendencje¢ do znoszenia si¢ nawzajem i dostarczajg modelowi
mato lub wcale unikalnych informacji [209-211].

Moze to spowodowac, ze gdy jedna zmienna ro$nie, druga maleje i odwrotnie. Kiedy
obie zmienne s3 uzywane do przewidywania zmiennej zaleznej, jedna skutecznie znosi
druga. W konsekwencji warto wlaczy¢ jedna z tych zmiennych do modelu, lecz wlaczenie
obu zmiennych begdzie nieprzydatne. Aby unikna¢ kwestii wieloliniowos$ci, nalezy
weryfikowaé zwigzek miedzy kazda kombinacja zmiennych niezaleznych na przyktad
z wykorzystaniem pairplot (macierz zaleznosci miedzy zmiennymi) lub wyniku korelacji
(heatmap). Podsumowujac, celem regresji liniowej wielokrotnej jest to, aby wszystkie

zmienne niezalezne byty skorelowane ze zmienng zalezna, ale nie ze sobg [209, 212, 213].

4.2.2.3 Artificial Neural Networks (ANN)

Artificial Neural Networks, czyli sztuczne sieci neuronowe (ANN) znane roOwniez
jako sieci neuronowe, to popularna technika uczenia maszynowego stuzaca do analizy
danych poprzez sie¢ warstw decyzyjnych. Nazewnictwo tej techniki zostato
zainspirowane strukturalnym podobiefistwem algorytmu do ludzkiego mozgu. Mozg
zawiera polaczone ze sobg neurony z dendrytami, ktore otrzymuja sygnaty wejsciowe.
Z tych wej$¢ neuron wytwarza sygnat elektryczny na wyjsciu aksonu i wysyta te sygnaty
poprzez terminale aksonu do innych neurondéw. Podobnie, sztuczne sieci neuronowe
sktadaja si¢ z polaczonych ze soba funkcji decyzyjnych, zwanych weztami, ktore
oddziatluja ze soba poprzez krawedzie odpowiednik aksonu. Wezty sieci neuronowej sg
podzielone na warstwy i na ogot zaczynaja si¢ od szerokiej bazy danych. Ta pierwsza

warstwa sktada si¢ z surowych danych wejsciowych (warto$ci numeryczne, tekst, moga

75



to by¢ takze piksele obrazu lub dzwigk) podzielonych na wezty. Kazdy wezet wejsciowy
wysyla nastepnie informacje do nastgpnej warstwy weztow poprzez krawedzie sieci
[214-216].

Kazda krawedz w sieci ma przypisang numeryczng wagg, ktora moze by¢ zmieniana
na podstawie do$wiadczenia. Jesli suma polaczonych krawedzi spetnia ustalony prog,
znany jako funkcja aktywacji, aktywuje to neuron w nastgpnej warstwie. Jesli suma
pofaczonych krawedzi nie spelnia ustawionego progu, funkcja aktywacji zwraca
negatywny rezultat. Co wigcej, wagi przypisane do kazdej krawedzi sg unikalne, co
oznacza, ze we¢zly aktywuja si¢ w roézny sposob, co uniemozliwia im uzyskanie tego
samego rozwigzania. UZzywajac uczenia nadzorowanego, przewidywane wyniki modelu
sa porownywane z rzeczywistym wynikiem empirycznym pochodzacym z zebranych
prawdziwych danych. Celem modelu uczacego jest zmniejszenie wartosci btedu, az
przewidywania modelu beda $cisle odpowiada¢ prawidlowym wartosciom. Osigga si¢ to
poprzez stopniowe dostosowywanie wag sieci do momentu uzyskania najnizszej
mozliwej wartosci btedu. Ten szczegdlny proces szkolenia sieci neuronowej nazywany
jest propagacja wsteczng. Zamiast porusza¢ si¢ od danych wejsciowych do danych
wyjsciowych, tak jak na ogét dziala sie¢, propagacja wsteczna toczy si¢ w odwrotnym
kierunku [181, 217-220].

Istnieje wiele technik sktadania weztow sieci neuronowej, najprostsza metoda jest
sie¢ typu feed-forward, w ktorej sygnaty ptyna tylko w jednym kierunku bez powtarzania.
Podstawowa forma sieci neuronowej typu feed-forward jest perceptron, ktory zostat
zdefiniowany w latach 50. przez profesora Franka Rosenblatta [221].

Perceptron zostat zaprojektowany jako funkcja decyzyjna do przyjmowania danych
wejsciowych w celu uzyskania binarnego wyjscia. Jego struktura sktada si¢ z jednego lub
wiece] weztu wejsciowego w warstwie wejsciowej, procesora i jednego wezta wyjscia
w warstwie wyjsciowej. Dane wejsciowe sg wprowadzane do procesora (neuronu),
przetwarzane, a nast¢pnie generowana jest dana wyjsciowa [221, 222].

Perceptron obstuguje jedno z dwoch potencjalnych wyjs$¢ binarnych, "0" lub "1".
Wyjscie "1" uruchamia funkcj¢ aktywacji, natomiast "0" nie. Podczas pracy z wigksza
siecig neuronowg z dodatkowymi warstwami, wyjscie "1" moze by¢ skonfigurowane tak,
aby przekaza¢ wyjscie do kolejnych warstwy.

Typowa sie¢ neuronowa (rysunek 27) moze by¢ podzielona na warstwg¢ wejsciowa,
ukryta i wyjsciowa. Dane s3 najpierw odbierane przez warstwe wejSciows, gdzie

wykrywane s3 cechy. Nastgpnie warstwa ukryta (lub warstwy ukryte) analizuje
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1 przetwarza cechy wejSciowe, a ostateczny wynik jest przedstawiany jako warstwa
wyjéciowa. Warstwy $rodkowe sg uwazane za ukryte, poniewaz, podobnie jak ludzki

wzrok, niejawnie przetwarzaja obiekty pomigdzy warstwg wejsciowa i wyjsciowa.

Dendryt

Synapsa
Warstwa
Warstwa ukryta
wejsciowa Warstwa
wyjsciowa

Dane | O O I.D,ane
wyjsciowe

wejsciowe

Rysunek 27. Schemat funkcjonowania modelu ANN w odniesieniu do neuronu biologicznego.

Sieci neuronowe dzielg dane na warstwy i przetwarzaja warstwy ukryte, aby uzyskac
ostateczne wyjscie. W miar¢ dodawania kolejnych warstw ukrytych do sieci, poprawia
si¢ rowniez zdolno$¢ modelu do analizowania ztozonych wzorcéw. Dlatego tez modele
z duza liczbg warstw sa czesto okreslane jako glebokie uczenie (ang. Deep Learning),

aby wyroznic ich glebsze 1 lepsze zdolnosci przetwarzania [179, 180].

4.2.2.4 k-Nearest Neighbors (k-NN)

Inng popularng technika klasyfikacji w uczeniu maszynowym jest k-najblizszych
sgsiadow (algorytm k-NN). Jako algorytm uczenia nadzorowanego, k-NN klasyfikuje
nowe punkty danych na podstawie ich potozenia wzgledem pobliskich punktéw danych
(rysunek 28). Uzywajac k-NN, mozemy przewidzie¢ kategori¢ nowego punktu danych na
podstawie jego potozenia wzgledem istniejacych punktéw danych [223-225]. Najpierw
jednak musimy ustali¢ warto$¢ K, aby okres$li¢, ile punktow danych chcemy uzy¢ do

sklasyfikowania nowego punktu danych. Jesli przyjmiemy K réwne 3, algorytm k-NN
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analizuje pozycj¢ nowego punktu danych w odniesieniu do trzech najblizszych punktow
danych (sgsiadow). W wyniku wyboru trzech najblizszych sgsiadow otrzymujemy dwa
punkty danych klasy B i jeden punkt danych klasy A, proces wyboru przedstawiono na
rysunku 28. Okreslony przez K (3), predykcja modelu dla okre$lenia kategorii nowego
punktu danych to klasa B, poniewaz zwraca on dwoch z trzech najblizszych sgsiadow

[226-228].

Nowa
dana

Klasa B

Rysunek 28. Schemat funkcjonowania modelu k-NN.

Wybrana liczba zidentyfikowanych sasiadow, okreslona przez K, ma kluczowe
znaczenie dla okre$lenia wynikéw. Dlatego dla prawidtowego wyznaczenia modelu jest
okreslenie liczby istotnych K. Ustawienie zbyt matej warto$ci K doprowadzi do btgdne;j
klasyfikacji, a zbyt wysokie spowoduje zmniejszenie efektywnosci algorytmu
jednoczesnie wydtuzajac czas analizy. Ustawienie K jako liczbe nieparzysta pomoze
wyeliminowa¢ ewentualnos¢ blad uczenia i uzyskania niewaznego wyniku [225, 228,
229].

Biorac pod uwagg, ze skala poszczegdlnych zmiennych ma duzy wplyw na wynik
dziatania k-NN, zbior danych zwykle wymaga przeskalowania w celu znormalizowania
wariancji. Algorytm k-NN najlepiej sprawdza si¢ w przypadku zmiennych ciaggtych,
gorzej w przypadku zmiennych binarnych cho¢ obecnos$¢ takich zmiennych w zbiorze nie
dyskwalifikuje algorytmu [227, 228]. Algorytm k-NN charakteryzuje jego dokladny
predykcji oraz szeroka stosowalno$¢ jednak, przechowywanie catego zbioru danych,
obliczanie odlegtosci migdzy kazdym nowym punktem danych ze zbioru i porownywanie
ze wszystkimi istniejagcymi punktami danych stanowi duze obcigzenie dla zasobow

obliczeniowych. Ma to odzwierciedlenie w dlugosci czasu trwania analizy 1 z tego
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powodu £-NN zasadniczo nie jest zalecany do analizy duzych zbioroéw danych. Inng wada
jest to, ze zastosowanie k-NN do danych wielowymiarowych z duza liczba cech moze by¢
trudne. Pomiar wielu odleglo$ci migedzy punktami danych w przestrzeni
wielowymiarowej rdwniez obcigza zasoby obliczeniowe przez co trudniejsze staje si¢

przeprowadzenie doktadnej klasyfikacji.

4.2.2.5 Random Forest (RF)

W niektérych przypadkach sieci neuronowe nie spetniaja swojej roli, a drzewa
decyzyjne staja si¢ alternatywna metoda. Duza ilos¢ danych wejsciowych i zasobow
obliczeniowych wymaganych do uczenia sieci neuronowej jest wada kazdej proby
rozwigzania wszystkich probleméw uczenia maszynowego. Innym mankamentem sieci
neuronowych jest dylemat czarnej skrzynki, ktora ukrywa struktur¢ decyzyjna modelu.
Drzewa decyzyjne, z drugiej strony, sa przejrzyste i latwe do interpretacji. Drzewa
decyzyjne pracuja na mniejszych iloSciach danych i zuzywaja mniej zasobow
obliczeniowych. Te zalety sprawiaja, ze drzewa decyzyjne sa popularng alternatywa dla
wdrazania sieci neuronowej w mniej ztozonych przypadkach [230-232].

Drzewa decyzyjne sa wykorzystywane przede wszystkim do rozwigzywania
probleméw klasyfikacyjnych. Jednak moga by¢ uzyte jako modele regresji do
przewidywania wynikow liczbowych. Drzewa klasyfikacyjne przewiduja wyniki
kategoryczne uzywajac zmiennych numerycznych i kategorycznych jako danych
wejsciowych, natomiast drzewa regresyjne przewiduja wyniki numeryczne uzywajac
zmiennych numerycznych 1 kategorycznych jako danych wejSciowych. Drzewa
decyzyjne moga by¢ wyswietlane graficznie i sg tatwe do wyjasnienia dla osob nie
bedacych ekspertami co jest zaleta ich stosowania w przypadku checi dotarcia do 0s6b
nie pracujacych na co dzien z tego typu analiza danych [232-234].

Drzewa decyzyjne rozpoczynaja si¢ od wezta gtdéwnego, ktoéry jest punktem wyjscia,
po ktorym nastepuja podzialy tworzace galezie, zwane rOwniez brzegami. Galezie
nastepnie taczg si¢ z lis§é¢mi, zwanymi réwniez weztami, ktére tworza punkty decyzyjne.
Proces ten jest powtarzany przy uzyciu punktow danych zebranych w kazdym nowym
lisciu (wezle). Ostateczna kategoryzacja jest tworzona, gdy li§¢ nie generuje juz zadnych
nowych galezi i powstaje tak zwany wezet koncowy [235-238].

Zaczynajac najpierw od wezta gtownego, drzewa decyzyjne analizujg dane poprzez
podzial danych na podzbiory, z weztem dla kazdej warto$ci zmiennej. Celem jest, aby

drzewo bylo jak najmniejsze, czyli posiadato jak najmniej poziomoéw. Osiaga si¢ to
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poprzez wybdr zmiennej, ktéra optymalnie dzieli dane na jednorodne grupy, w taki
sposob, ze minimalizuje poziom entropii (wariancji danych wsrod réznych klas) danych
w kolejnej gatezi. Wezly gromadza jak najwigcej zmiennych tej samej klasy, na
podstawie entropii, zwanej tez warto$cig informacyjng. Przy uzyciu wyrazenia
logarytmicznego o podstawie 2, entropia jest obliczana na podstawie kompozycji
punktow danych znalezionych w kazdym wezle [230, 239, 240].

Rozwinigciem techniki drzew decyzyjnych jest Random Forest — lasy losowe
(rysunek 29). Blisko spokrewnione takze z baggingiem (metoda optymalizacji algorytmu
uczenia maszynowego) Obie techniki polegaja na zasadzie zastosowania wielu drzew
decyzyjnych 1 wykorzystuja probkowanie bootstrapowe (technika agregacji wynikow
wielu szacowan modeli) do randomizacji danych, /asy losowe sztucznie ograniczaja
wybor zmiennych poprzez ograniczenie liczby zmiennych rozwazanych dla kazdego
podzialu. Oznacza to, ze algorytm nie moze rozwazy¢ wszystkich n zmiennych przy

kazdym podziale [241-243].

_—— ‘E o O
.Q% S &
\/ \/ X

Dane wyjsciowe

Rysunek 29. Schemat funkcjonowania modelu RF.

W przypadku metody baggingu, drzewa decyzyjne czesto wygladaja podobnie,
poniewaz uzywaja tej samej zmiennej na poczatku swojej struktury decyzyjnej w celu
zmniejszenia entropii. Oznacza to, ze przewidywania drzew decyzyjnych sg silnie
skorelowane i blizsze pojedynczemu drzewu decyzyjnemu pod wzgledem ogdlnej
wariancji. Lasy losowe rozwiazuja t¢ kwesti¢ poprzez arbitralny podziat do analizy

ograniczonego podzbioru zmiennych, co daje innym zmiennym wigkszga szans¢ na
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wybrani, a poprzez usrednienie unikalnych i nieskorelowanych drzew decyzyjnych,
ostateczna struktura decyzyjna jest mniej zmienna 1 najcze¢sciej bardziej wiarygodna.
Poniewaz model jest uczony przy uzyciu podzbioru zmiennych mniejszego niz faktycznie
dostepny, lasy losowe sg uwazane za technike uczenia stabo nadzorowanego [244].
Zalecanym punktem wyjscia dla dalszej optymalizacji jest 100-150 drzew
decyzyjnych. Lasy losowe dobrze sprawdzaja si¢ dla uzyskiwaniu szybkiego modelu

WZ0orcowego.

4.2.2.6 Gradient Boosting (GB)

Algorytmy bootstrapowe zostaly wprowadzone przez spoteczno$¢ zajmujaca sie
uczeniem maszynowym [245-247] dla probleméw klasyfikacji. Polega na taczeniu
"stabych" modeli w jeden "silny" model. Okreslenie "staby" oznacza, ze poczatkowy
model jest stabym predyktorem i by¢ moze minimalnie lepszym od przypadkowego
domystu. Natomiast "silny" model jest uwazany za wiarygodny predyktor warto$ci
docelowej. Koncepcja rozwijania silnych uczacych ze stabych jest osiggana poprzez
dodawanie wag do drzew decyzyjnych w oparciu o blednie sklasyfikowane przypadki
w poprzednim drzewie decyzyjnym.

Friedman 1 in. [248] wprowadzili statystyczny punkt widzenia na metod¢ boosting,
faczac algorytm boostingu z koncepcjami funkcji straty. Friedman rozszerzyt metode
boosting na regresje, wprowadzajac metod¢ Podwyzszania gradientu (GBM) [249].
Metoda GBM moze by¢ postrzegana jako numeryczny algorytm optymalizacyjny,
ktérego celem jest znalezienie modelu addytywnego, minimalizujacy funkcj¢ straty.
Zatem algorytm GBM iteracyjnie dodaje na kazdym kroku nowe drzewo decyzyjne (t;.
staby uczqgcy), najlepiej redukujace funkcje straty. Dokladniej, w regresji, algorytm
zaczyna od inicjalizacji modelu przez pierwsze przypuszczenie (zwykle nowe drzewo
decyzyjne), ktore maksymalnie zmniejsza funkcje straty (ktora dla regresji jest srednim
kwadratowym bledem), a nastepnie w kazdym kroku nowe drzewo decyzyjne jest
dopasowywane do biezacej reszty i dodawane do poprzedniego modelu, aby
zaktualizowa¢ reszte. Algorytm kontynuuje iteracj¢ az do osiggnigcia maksymalnej
liczby iteracji, podanej przez uzytkownika. Proces ten jest nazwany stage wise, co
oznacza, ze w kazdym nowym kroku drzewa decyzyjne dodane do modelu w poprzednich
krokach nie s3 modyfikowane. Poprzez powyzsza metod¢ model jest uszczegdtawiany
w rejonach, w ktorych odnotowywane sa najwyzsze wartosci funkcji strat wzgledem

warto$ci obserwowanych [250-254].
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Zamiast wybiera¢ losowe kombinacje zmiennych, Gradient Boosting (rysunek 30)
wybiera zmienne, ktore poprawiaja doktadnos¢ predykeji z kazdym nowym drzewem.
Drzewa decyzyjne rosng wigc sekwencyjnie, poniewaz kazde drzewo jest tworzone
z wykorzystaniem informacji pochodzacych z poprzedniego drzewa, a nie niezaleznie.
Bledy popetnione w danych uczacych sa rejestrowane, a nastgpnie stosowane do kolejne;j
rundy danych treningowych. W kazdej iteracji do danych treningowych dodawane sa
wagi w oparciu o wyniki poprzedniej iteracji. Wigksza waga jest stosowana do wartosci,
ktore byty nieprawidlowo przewidywane z danych szkoleniowych, a wartosci, ktére byty
prawidtowo przewidywane, otrzymuja mniej uwagi. Wczedniejsze iteracje, ktore nie daja
dobrych wynikéw 1 ktore by¢ moze bilednie klasyfikuja dane, moga by¢ nastepnie
poprawione w kolejnych iteracjach. Proces ten jest powtarzany az do uzyskania
oczekiwanego poziomu btedu. Ostateczny wynik otrzymuje si¢ wtedy ze Sredniej
wazonej tacznych predykcji uzyskanych z kazdego drzewa decyzyjnego [255-259].

Boosting tagodzi rdwniez problem przepetnienia i robi to przy uzyciu mniejszej
liczby drzew niz lasy losowe. Podczas gdy dodawanie wickszej liczby drzew do lasu
losowego zwykle pomaga zrownowazy¢ nadmierne dopasowanie, ten sam proces moze
spowodowa¢ nadmierne dopasowanie w przypadku boostingu i1 nalezy zachowac
ostrozno$¢, gdy dodawane sg nowe drzewa.

Po wdrozeniu, przewidywania z modelu uczacego decyzyjnego moga by¢
generowane szybko i doktadnie za pomocg tego algorytmu, a poza glebokim uczeniem,

boosting jest jednym z najbardziej popularnych algorytmoéw w uczeniu maszynowym
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Rysunek 30. Schemat funkcjonowania modelu GB.
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4.2.2.7 Adaptive Boosting (AdaBoost) (AB)

AdaBoost (skr6t od Adaptive Boosting) jest zaprojektowany dla problemow
klasyfikacji i jest drugim po Gradient Boostingu przyktadem modelu sekwencyjnego.
Rownoleglte modele sekwencyjne pracuja wspolbieznie 1 zmniejszaja btad poprzez
usrednianie [242, 260].

AdaBoost (rysunek 31) ma na celu potaczenie kilku sfabych cech uczgcych w jedna
silng ceche uczaca. AdaBoost koncentruje si¢ na stabych cechach uczacych, ktore czgsto
sg drzewami decyzyjnymi z tylko jednym podziatem i s powszechnie nazywane pniami
decyzyjnymi. Pierwszy pien decyzyjny w AdaBoost zawiera obserwacje, ktore sag wazone
jednakowo. Wczesdniejsze bledy sa korygowane, a obserwacjom, ktére zostaly
sklasyfikowane btednie, przypisuje si¢ wicksza wage niz innym obserwacjom, ktore nie
mialy btedu w klasyfikacji. Algorytmy z AdaBoost sa wykorzystywane w procedurach
regresji 1 klasyfikacji. Btad zauwazony w poprzednich modelach jest korygowany za

pomoca wag, az do uzyskania predyktora o zadanej doktadnosci [261-264].

Dane treningowe

POZIOM - A

Predykcja POZIOM - B
mieszana

Dane wyjsciowe

Rysunek 31. Schemat funkcjonowania modelu AB.

AdaBoost demonstruje og6élny aspekt, polegajacy na rozszerzaniu ekspresyjnosci
predyktoréw liniowych poprzez naktadanie ich na inne funkcje. AdaBoost wywodzi si¢
z teoretycznego pytania, czy efektywne slabe uczenie si¢ moze by¢ "wzmocnione"
i w efekcie wptynie na wystapienie silnego uczenia si¢. Pytanie to zostalo postawione
przez Kearnsa i Valianta w 1988 roku [265] i rozwigzane w 1990 roku przez Roberta
Schapire'a [247]. Jednak zaproponowany mechanizm nie byt zbyt praktyczny. W 1995
roku Robert Schapire i Yoav Freund [245] zaproponowali algorytm AdaBoost, ktory byt
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pierwsza praktyczng implementacja metody boostingu. Ten prosty i elegancki algorytm
zyskal ogromng popularno$¢, a praca Freunda i Schapire'a zostala doceniona licznymi
nagrodami. Cho¢ boosting powstal jako problem czysto teoretyczny, doprowadzil do

powstania popularnych i szeroko stosowanych algorytmow [246, 266].

4.3.Hiperparametry — metody strojenia parametrow
algorytmow

Wigkszo$¢ technik uczenia maszynowego wymaga ustawienia jednego lub wiecej
parametrOw przed rozpoczeciem procesu uczenia. Te parametry, znane jako
hiperparametry, maja duze znaczenie dla budowy modelu i jego wydajnosci. Na przyktad,
w przypadku metody k-NN, nalezy ustawi¢ hiperparametr &k przed konstruowaniem
modelu. W zalezno$ci od uzywanych narzedzi, takich jak pakiety przeznaczone dla
srodowiska programowania R lub biblioteki Python, dobdr optymalnych warto$ci
hiperparametrow odbywa si¢ na podstawie zdefiniowanej funkcji celu [267, 268].

W uczeniu maszynowym, proces doboru hiperparametrow jest niezbedny dla
osiggnigcia optymalnej wydajnosci modelu. Polega on na identyfikacji i ustawianiu
odpowiednich ~ wartosci  hiperparametrow  przed budowa modelu. Strojenie
hiperparametrow moze by¢ réwniez nazywane strojeniem parametréw [268, 269].

Podczas tworzenia modelu uczenia maszynowego, wazne jest odpowiednie
zdefiniowanie architektury modelu. W tym celu mozna wykorzysta¢ funkcje
preprocesingowe algorytmow, ktore pomoga w eksploracji i rekomendacji optymalnych
parametroOw architektury. Parametry, ktore definiujg architekture modelu sg okreslane
jako hiperparametry i dlatego ten proces poszukiwania idealnej struktury modelu jest
okreslany jako strojenie hiperparametrow [270].

Hiperparametry, ktore sa wykorzystywane przez algorytmy uczenia maszynowego
to migdzy innymi takie, ktére pozwalaja na okres$lenie:

'] cech wielomianowych w modelu liniowym,;

[J maksymalng glgboko$¢ dopuszczalng dla drzewa decyzyjnego;

[J minimalna liczba probek wymaganych w wezle liscia w drzewie decyzyjnym,;
[ ile drzew nalezy uwzgledni¢ w lesie losowym,;

[ ile neuronow nalezy uwzgledni¢ w warstwie sieci neuronowej;

U

ile warstw nalezy uwzgledni¢ w sieci neuronowej [268, 270, 271].
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Hiperparametry nie sg parametrami modelu i nie mogg by¢ bezposrednio trenowane

z danych. Parametry modelu s3 uczone podczas procesu uczenia, gdy optymalizujemy
funkcje straty. Podczas gdy parametry modelu okreslaja, w jaki sposob przeksztatci¢ dane
wejsciowe w dane wyjSciowe, hiperparametry okreslaja, jaka rzeczywista struktur¢ ma
model.
Proces strojenia hiperparametréw obejmuje:

Zdefiniowanie modelu;

Okreslenie zakresu mozliwych warto$ci dla wszystkich hiperparametrows;

Zdefiniowanie metody probkowania wartosci hiperparametrow;

Zdefiniowanie kryteridw oceny modelu;

O O O o O

Okreslenie metody walidacji krzyzowe;.
Ustalenie wlasciwych hiperparametrow poprzedzato ustalenie modelu koncowego
powstatego z wykorzystaniem kazdego z analizowanych algorytmow [272, 273].

Na rysunku 32 zaprezentowano hiperparametry zastosowane w modelowaniu.

Uczenie maszynowe
(Machine Learning, ML)

AdaBoost: Random Forest: Gradient Boosting:
+ Estymator podstawowy: * Liczba drzew: 12 + Liczba drzew: 15
drzewo * Zatrzymanie podziatu * Maks. gtebokos¢ drzewa: 6
* Liczba estymatorow: 11 weztéw z maksymalng e Zatrzymaj podziat weztéw z
* Algorytm (klasyfikacja): liczbg przypadkéw: 5 maks. przypadkami: 5
SAMME.R

« Strata (regresja): Liniowa

Linear Regression: k-NN: Artificial Neural Network:
» Dopasowanie punktu + Liczba sasiadow: 3 »  Warstwy ukryte: 11,9, 7
przeciecia: Tak «  Metryka: Euklidesowa » Aktywacja: Identity

* Rozwigzanie: L-BFGS-B

Rysunek 32 Zestawienie hiperparametrow w podziale na algorytmy zgodne z nomenklaturg
pakietow srodowiska jezyka programowania R.
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5. Omowienie i dyskusja wynikow

Cze$¢ pracy poswigcona rezultatom badan zostala podzielona na dwie czesci:
{1 Cze$¢ pierwsza dotyczy kruszyw naturalnych - rozdz. 5.1.,
[] Czgs$¢ druga dotyczy kruszyw antropogenicznych (opisanych wczesniej w rozdz.
4.1.) —rozdz. 5.2..
Dla kazdego rodzaju kruszywa (i) naturalnego (rozdz. 5.1.), oraz (ii)
antropogenicznego (rozdziat 5.2.) wykonano predykcje z zastosowaniem dwoéch
technik podziatu préby (i) w podziale 70% proba uczaca i 30% proba testowa oraz
(i1) z zastosowaniem techniki walidacji krzyzowej. Pozwolito to na lepsza analize,
porownanie i ocen¢ modeli pod katem ich zdolno$ci do skutecznej i powtarzalnej
predykcji wspotczynnika filtracji. Pod wzgledem charakterystyki materiatu wzigto
pod uwagg to, aby materiaty réznily si¢ migdzy sobg wtasciwosciami fizycznymi
przy jednocze$nie zblizonej charakterystyce uziarnienia jak dla gruntow
niespoistych. W cze¢éci pierwszej analizie poddano trzy grunty naturalne — o réznym
uziarnieniu rozpoznane jako piaski drobne i §rednie. W drugiej t¢ analiz¢ wykonano
dla gruntow antropogenicznych — zuzla wielkopiecowego, zuzla paleniskowego oraz
dwoch destruktow betonowych o r6znym pochodzeniu.

Kruszywa
antropogeniczne
rozdz. 5.2.

- B

Gromadzenie i eksploracja danych

8 &

. . * Analiza rozktadu
Predykcja zastosowaniem Predykcja z zastosowaniem techniki podziatu

- normalnosci reszt wraz
algorytmow: préby 70/30 (rozdz. 5.1.3. oraz 5.2.3.)
e AdaBoost wykresem kwartyl-

Linear Regression ' kwartyl (Q-Q plot)
Neural Networks * Analiza oczekiwanego
k-NN skumulowanego
Random Forest Predykcja z zastosowaniem techniki podziatu prawdopodobienstwa
Gradient Boosting walidacji krzyzowej (rozdz. 5.1.4. oraz 5.2.4.) reszt (P-P plot)

* Analiza danych
zaobserwowanych
wzgledem predykcji

Interpretacja wynikéw (rozdz. 5.3.) * Analiza wptywowych
wartosci

¢ Analiza
hetroskedestycznosci

Kruszywa naturalne

(rozdz. 5.1.)

Analiza jakosci modeli
opartych na uczeniu
maszynowym:

Whioski (rozdz. 6)

Rysunek 33. Schemat przeprowadzonej analizy.
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Szczegdtowy schemat analizy procesu modelowania opartego na algorytmach
uczenia maszynowego zaprezentowano na rysunku 33, zaznaczona na nim rozdziaty
pracy w ktérych zostaly opisane poszczeg6lne etapy analizy. Dla kazdego z kruszyw —
naturalnych oraz antropogenicznych (i) opisano proces gromadzenia, eksploatacji
1 przygotowania danych do analizy (kruszywa naturalne: rozdz. 5.1.1. oraz 5.1.2;
kruszywa antropogeniczne: rozdz. 5.2.1. oraz 5.2.2.), (ii) proces predykcji wspotczynnika
filtracji z zastosowaniem algorytméw w podziale proby 70/30 potwierdzony analizg
jakosci modeli (kruszywa naturalne: rozdz. 5.1.3.; kruszywa antropogeniczne: rozdz.
5.2.3.), (iii) proces predykcji wspotczynnika filtracji z zastosowaniem algorytmow
w podziale proby technika walidacji krzyzowej potwierdzony analiza jako$ci modeli
(kruszywa naturalne: rozdz. 5.1.4.); kruszywa antropogeniczne: rozdz. 5.2.4.), (iv)
interpretacje modeli z zastosowaniem m. in. techniki SHAP (kruszywa naturalne
1 antropogeniczne: rozdz. 5.3.), (v) otrzymane rezultaty podsumowano we wnioskach

(rozdz. 6.)

5.1.Predykcja wspolczynnika filtracji dla kruszyw
naturalnych

5.1.1. Gromadzenie danych

Algorytmy uczenia maszynowego moga gromadzi¢, przechowywac i analizowac
dane oraz w oparciu o nie generowa¢ wyniki. Narzedzia te pozwalaja oceni¢ strukturg,
wazno$¢ 1 pogrupowaé dane. Uczenie maszynowe umozliwia zrozumienie ztozono$ci
danych poprzez ich grupowanie i uproszczenie. Dzieki uporzadkowanym danym mozliwa
jest automatyzacja zadan i podejmowanie lepszych decyzji.

Dobrze przygotowane dane sg podstawa dalszej analizy z wykorzystaniem uczenia
maszynowego. Zgromadzone i przefiltrowane pod wzglgdem brakujacych wartosci dane
sa fundamentalnym elementem modelu uczenia maszynowego, a ten, analizujac dane,
generuje oczekiwany wynik. Weryfikacja danych pomaga w usunigciu ze zbioréw danych
nieistotnych 1 nieaktualnych. Obecno$¢ danych nieistotnych w algorytmie bedzie
wplywac¢ na wynik oraz na doktadno$¢ i skuteczno$¢ modelu. Dlatego ich usunig¢cie ma
zasadnicze znaczenie dla zwigkszenia wydajno$ci wyniku. Proces czyszczenia danych

obejmuje:
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[ identyfikacje¢ bledow w bazie danych — zweryfikowano luki w danych,
zidentyfikowano ewentualne btedy mogace wystapi¢ w procesie tworzenia bazy
danych,

[ standaryzacj¢ procesu identyfikacji — okreSlono kryteria gromadzenia
1 sprawdzania poprawnosci wprowadzonych danych,

(] sprawdzenie doktadnosci danych =zebranych w bazie danych w oparciu
0 wczesniejsze zatozenia to jest, sprawdzenie danych i eliminacja luk (usunigcie tak
zwanych ,,brakow danych” (NA, NaN, missing value)), upewniono si¢ co do
poprawnosci charakteru analizowanych danych (dane tekstowe, numeryczne),

[ eliminacja ewentualnych duplikatow danych,

'] ocena danych - po zidentyfikowaniu, ujednoliceniu i usunigciu niechcianych
1 zduplikowanych danych dodanie ich do bazy danych ze zgromadzonymi
wynikami do dalszej analizy z wykorzystaniem uczenia maszynowego.

Struktura zgromadzonych danych zostata zawarta na rysunku 34. Obejmuje liczbg
badanych kruszyw naturalnych, przyjete gradienty hydrauliczne, energie zageszczania
przy jakich zbierane byly dane dotyczace przeplywu. Wszystkie dane zbierane byly
w identycznych warunkach. Ewentualne braki w rekordach danych zostaty usunigte, jesli

nie byto mozliwe ich uzupehienie.
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0.14

0.2
0.27

Piasek |
0.33 - iase

0.39
0.46

Opis_prébki
0.52 e

Piasek |

0.58

Piasek I

llos¢ danych

0.65 Ez=0.09 Piasek I

0.71 Piasek Il
0.77 Ez=0.17

0.84
0.9 Ez=0.59
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1.02 Ez=2.65

Gradient E_zageszczenia T Opis_prébki

Rysunek 34. Struktura zgromadzonych danych.
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5.1.2. Eksploatacja i przygotowanie danych

W  podrozdziale przeanalizowano zebrane dane pod katem wybranych
najwazniejszych parametréw wiasciwosci fizycznych. Parametry zostaly wybrane na
podstawie dotychczasowego przegladu literatury zaprezentowanego we wczesniejszych
rozdziatach. Ich wybdr zostal podyktowany aktualnym stanem wiedzy o parametrach

istotnych przy wyznaczaniu wspolczynnika filtracji dla gruntow niespoistych.

Opis_probki
Piasek |
@ Piasek Il

Piasek Il

Zawartosc ziaren o srednicy mniejszej niz d, [%)]

T T T T ) PR

0.02 0.06 0.10 0.20 0.3 -10.1;.13 00
Wymiar czgstek, d [mm)]

T e el |

Rysunek 35. Krzywe uziarnienia badanych piaskow.

Krzywe uziarnienia badanych piaskow zaprezentowano na rysunku 35, na ich
podstawie przyjeto dane dotyczace wymiardw czastek i jednorodnosci uziarnienia.
Struktura danych dotyczacy wspotczynnika filtracji zostala zaprezentowana wraz
z charakterystyka statystyczng zbioru danych na rysunku 36. Na rysunku zaprezentowano
szereg analiz statystycznych pozwalajacych na analizg struktury zgromadzonych danych
uwzgledniajgc grupowanie po energii zageszczania przy jakiej wykonywane byto badanie
przeptywu. Na osi OX opisano liczbe obserwacji w ramach poszczegoélnych energii

zageszczenia.
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Rysunek 36 Charakterystyka statystyczna wspotczynnika filtracji wzgledem energii
zageszczania.

Wykres dobrze odzwierciedla zmiany zachodzace w wartosciach wspoétczynnika
filtracji pod wpltywem zmieniajacej si¢ energii zaggszczania. Limity zastosowanych do
modelowania parametrow znajduja si¢ w tabeli 10.

Tabela 10 Limity zastosowanych do modelowania parametrow.

Kruszywa naturalne Min. Max.
Energia zageszczenia, [J/cm’] 0.00 2.65
Gradient hydrauliczny, [-] 0.08 1.02
Wielkos¢ czastek (ds), [mm] 0.01 2.60
Wielkos¢ czastek (d;o), [mm] 0.02 3.00
Wielkos¢ czastek (d;7), [mm] 0.04 7.80
Wielkos¢ czastek (d2o), [mm] 0.05 8.70
Wielkos¢ czastek (dso), [mm] 0.03 10.00
Wielkos¢ czastek (dso), [mm] 0.09 12.00
Wielkos¢ czastek (dso), [mm] 0.15 14.00
Wielkos¢ czastek (dop), [mm] 0.70 30.00
Gestosé whasciwa (py), [g/em’] 2.01 2.59
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Gestos¢ objetosciowa (py), [g/cm’] 0.80 1.81

Porowatos¢ (n), [-] 0.28 0.66
Wskaznik porowatosci (e), [-] 0.40 1.93
Wskaznik jednorodnosci (Cu), [-] 3.41 34.29
Wskaznik krzywizny uziarnienia (Cc), [—] 0.07 7.85
Wspotczynnik filtracji (k), [m/s] 0.00015 0.06658

Wszystkie zebrane parametry zostaly przenalizowano pod katem korelacji. Mape
korelacyjng wykonano z wykorzystaniem funkcji — Heatmap i zaprezentowano na
rysunku 37. Najwyzsze wspoOtczynniki korelacji wzgledem wspotczynnika filtracji
uzyskano dla wskaznika krzywizny uziarnienia, wielkos$ci czastek — dso, d2o, ds, deo oraz

energii zaggszczenia.
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Rysunek 37. Heatmap korelacji wlasciwosci materiatu ze wspotczynnikiem filtracji.

Wzajemne zalezno$ci pomigdzy parametrami majacymi istotny wplyw na
ksztattowanie si¢ wspotczynnika filtracji zwizualizowano z wykorzystaniem metody

drzewa decyzyjnego (rysunek 38).
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Rysunek 38. Drzewo decyzyjne zaleznosci parametrow.

Z punktu widzenia algorytmu A-NN na tym etapie wyznaczono takze ilosci k jakie
beda brane pod uwage przy modelowaniu z uzyciem tego algorytmu. Warto$¢ K
wyznaczono z uzyciem metody klastrowej zaprezentowanej na rysunku 39. Biorac pod
uwage rozktad klastrow wyznaczono dwa gléwne K i jeden dotyczacy zmiennej
nieistotnej z punktu widzenia korelacji — gradient hydrauliczny. Oba modele w oparciu
o interpretacj¢ graficzna (rysunek 39) reprezentuja ten sam poziom wyjasnienia dlatego
do dalszych obliczen zdecydowano si¢ przyja¢ wartos¢ K = 3 z uwagi na to, ze przyjgcie
nieparzystego K pomoze wyeliminowa¢ ewentualno$¢ uzyskania niewaznego wyniku

(szerzej t¢ kwesti¢ opisano w rozdziale 4.2.2.4.)
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Rysunek 39. Wyznaczanie istotnych K dla algorytmu k-NN — ujecie graficzne.
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5.1.3. Tworzenie i ocena modeli dla proby w podziale 70/30
Weczesniej zgromadzone i1 przeanalizowane pod wzgledem struktury dane zostaty
poddane modelowaniu z wykorzystaniem wybranych algorytmow uczenia maszynowego
- AdaBoost, Random Forest, Gradient Boosting, k-NN, Neural Network oraz Linear
Regression. Wszelkie analizy predykcyjne zostalty wykonane z uzyciem je¢zyka
programowania Python, R Studio oraz Orange. Parametry algorytmow zostaly
zoptymalizowanie pod katem uzyskania jak najwyzszych warto$ci wspdiczynnika
determinacji wzgledem danych pochodzacych z badan i w oparciu o wymagane
hiperparametry. Wyniki estymacji wspotczynnika filtracji dla modelu uczacego (70%
danych — 959 obserwacji) i testowego (30% danych — 411 obserwacji) w odniesieniu dla
poszczegolnych algorytmow zaprezentowano w tabeli 11.
Tabela zawiera informacje o warto$ci wspolczynnika determinacji obliczonego dla
wykorzystanych modeli oraz zawiera informacje na temat btedow szacowania.
Sposéb obliczenia btedow szacowania - weryfikacji zbiezno§¢ modeli z danymi
empirycznymi podano nizej:
(] Btad S$redniokwadratowy (ang. Mean Square Error) (MSE) (wzor 11) -
reprezentuje  $rednig ~ kwadratowg  rdéznicg  migdzy  oryginalnymi

1 przewidywanymi warto$ciami w zbiorze danych. Mierzy wariancje reszt.

1 ~
MSE = - 3L, (vi — 9)%, (11)
[]  Pierwiastkowy blad sredniokwadratowy (ang. Root Mean Square Error) (RMSE)
(wzér 12) — to pierwiastek kwadratowy z bledu sredniokwadratowego. Mierzy on

odchylenie standardowe reszt.

RMSE = MSE = \/%Z?’ﬂ(yi —9)2, (12)

] Sredni btad bezwzgledny (ang. Mean Absolute Error) (MAE) (wzér 13) -
reprezentuje  Srednia  bezwzgledng  réznice  miedzy  rzeczywistymi
1 przewidywanymi warto§ciami w zbiorze danych. Mierzy on S$rednig reszt

w zbiorze danych. Gdzie: y to szacowana warto$¢ y, za$ y to $§rednia wartos¢ z y.

MAE = <% ly; — 91, (13)
[ Wspolczynnik determinacji (ang. Coefficient of Determination) (R?) (wzor 14)
przedstawia t¢ cze$¢ wariancji zmiennej zaleznej, ktora jest wyjasniona przez model
regresji liniowe;j. Jest to wynik bezskalowy, przyjmuje wartosci od 0 do 1, gdzie 1
oznacza idealne dopasowanie modelu do danych, a 0 oznacza brak dopasowania.
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Zdecydowano si¢ na taki dobor zestawu parametrow oceny btedow modeli, aby
zastosowane wskazniki oceny pozwalaty na zrozumienie jak dobrze model radzi sobie
z przewidywaniem na podstawie dostepnych obserwacji wspotczynnika filtracji:

1 Warto$¢ wspolczynnika determinacji wyjasnia, jaki odsetek zmienno$ci w danych
jest wyjasniony przez model. Wyzsza wartos¢ R? wskazuje na lepszg jako$é
modelu.

1 MAE mierzy wielko$¢ btedu w tej samej jednostce co dane wejsciowe jest podobny
do RMSE. Réznica polega na tym, ze wartosci blgdow RMSE sg podniesione do
kwadratu przed ich $rednig. Nastepnie oblicza si¢ pierwiastek z tej Sredniej
kwadratowej. RMSE jest czgsto stosowany, gdy istotna jest wigksza waga dla
wiekszych bledow. RMSE réwniez ma jednostke danych wejsciowych.

1 MSE stosuje si¢, gdy istotny jest $redni blad predykcji, a zidentyfikowanie

wiekszych bledow ma znaczenie.

Tabela 11. Wyniki estymacji dla zestawow danych uczqgcego i testowych.

Zestaw uczqcy (70%)

Algorytm MSE RMSE MAE R2
AdaBoost 2.70x10° 1.64x10*  1.05x10™ 0.997
Random Forest 4.38x10° 2.09x10*  1.19x10™ 0.995
k-NN 9.42x10° 3.07x10*  1.80x10™ 0.990
Gradient Boosting 1.78x107 4.22x10 2.98x10* 0.980
Linear Regression 1.33x10°® 1.15x10°  7.90x10™ 0.854
Neural Network 1.90x10° 1.38x10°  1.03x107 0.791

Zestaw testowy (30%,)

Algorytm MSE RMSE MAE R?
AdaBoost 1.69x108 1.30x10*  7.80x107 0.998
Random Forest 6.06x108 2.46x10*  1.52x10* 0.994
Gradient Boosting 1.52x107 3.90x10* 2.72x10* 0.984
k-NN 1.92x107 4.38x10* 2.46x10™ 0.979
Linear Regression 1.37x10%° 1.17x1073 7.95x10* 0.853
Neural Network 1.56x10°¢ 1.25x10%  8.94x10* 0.832




Niskie warto$¢ bledow MAE, MSE i RMSE i wysokie warto$ci R? oznaczajg wieksza
doktadno$¢ modelu regresji. R? jest uzywana do wyjasnienia, jak dobrze niezalezne
zmienne w modelu regresji liniowej wyjasniaja zmienno$¢ w zmiennej zalezne;.

Najlepsze wyniki predykcyjne (tabela 11) uzyskal algorytm AdaBoost przy R? dla
proby uczacej 0.9970 i R? dla proby testowej 0.9969. Drugi w kolejnosci algorytm
(zaréwno dla proby uczacej jak i testowej) to Random Forest. W przypadku algorytmow
k-NN oraz Gradient Boosting otrzymano nieco gorsze wyniki dopasowania modelu,
jednak dalej bardzo dobre w poréwnaniu z algorytmami Linear Regression oraz Neural
Network, ktorych warto$ci zarowno btedow jak i sprzezonych z nimi R? znaczgco odstajg
od wczesniej opisanych czterech algorytméw. Na rysunku 40 zaprezentowano wyniki

predykcji dla kazdego z algorytmow. Wyniki predykcji zestawiono z obserwacjami

pochodzacymi z badan zaréwno dla zestawow uczacych jak i testowych danych.

ZESTAW UCZACY —70% ZESTAW TESTOWY — 30%

0.0125 4

0.012

0.0100

0.008 1 = 0.0075 1

0.0050

0.004

Wspétczynik filtracji, k [m/s]
Wspétczynik filtracji, k [m/s]

0.0025 4

0.0000 -

0.0000 00025 00050 00075 0.0100 0.0
AdaBoost, [m/s]

0.000

0.0000 00025 00050 0.0075  0.0100
AdaBoost, [m/s]

AdaBoost

0.0125

0.012 1

0.0100

0.008
0.0075 A

0.0050
0.004 1

Wspétczynik filtracji, k [m/s]
Wspétczynik filtracji, k [m/s]

0.0025

0.000

0.0000

0.000 0.003 0.006 0.009 0.012 G000 5008 P Tio ooil
Random Forest, [m/s] Random Forest, [m/s]

Random Forest

95



0.01251

0.012
7 7 0.01001
£ E
~ X
.= 0.008 ‘5 0.0075
o ©
& s
= &
x £
IS £, 0.0050
> N
N L
S 0.004- 2
Q. on
2 =
= 0.0025

0.0001 000001 ‘ [ ‘ \

0.000 0.003 0.006 0.009 0.012 0.000 2008 0.006 XL 001
kNN, [ms] kNN, [m/s]
k-NN

0.012 0.012
) )
£ £
X X 4
* 5,008+ ~< 0.008
= =
g g
& =
X X
< S
N N 0.004 -
O N [$]
£ 0004 g
& &
2 2

0.000
0.000 1
0.000 0.003 0.006 0.009 0.000 0.003 0.006 0.009
Gradient Boosting, [m/s] Gradient Boosting, [m/s]
Gradient Boosting

96



[ ]
0.0124 i 0.012 s
4 §
@ Q)
= { ]
S =
= 0.0081 & 0:005
::: :5
8 g
& =
x x
= € 0.004-
S 0.004 S
S 9
S B
a Q
) n
= =
0.000
0.000-
.0.0025 00000 00025 00050  0.0075  0.010C 0:0025;  0.0000. 00025, 0.0050 _ 0.0075
Neural Network, [m/s] Neural Network, [m/s]
Neural Network
[ ]
0.012-
]
&
0.010-

0.008 4

0.005
0.004

Wspétczynik filtracji, k [m/s]
Wspétczynik filtracji, k [m/s]

0.000 - 0.000

00025 00000 00025  0.0050  0.0075 0.0000 00025 00050  0.0075
Linear Regression, [m/s] Linear Regression, [m/s]

Linear Regression
Rysunek 40. Porownanie wynikow modelowania z obserwacjami.

Rysunek 40 obrazuje efekt predykcji w poréwnaniu z wartosciami obserwowanymi
dla modeli zastosowanych w pracy, dla ktérych obliczono wartosci btedow szacowania
przedstawionych w tabeli 11 wyniki predykcji. Najlepsze dopasowanie uzyskano dla
algorytmu AdaBoost, gdzie dane pochodzace z obserwacji oraz predykcji uktadajg si¢
blisko linii regresji. Wyniki algorytmow, ktore uzyskaty najstabsze R? prezentujg takze
gorsza korelacj¢ na rysunku 40 a wyniki predykcji wzgledem obserwacji znaczaco
odbiegaja od linii regresji. Swiadczy to o gorszej mozliwosci predykcyjnej modelu.

W dalszej czgséci pochylono si¢ nad bardziej szczegdtowa analiza w celu zbadania
przyczyn i zaleznosci zwigzanych z otrzymanymi wynikami predykcji. Waznym

elementem tej czeSci pracy jest weryfikacja poprawnosci funkcjonowania
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poszczegolnych modeli w celu potwierdzenia uzytecznosci poszczegdlnych algorytmow

do rozwigzania zadania predykcyjnego. Rozwazono nastgpujace funkcje analizy jako$ci

przeprowadzenia predykc;ji:

0

Ocena dopasowania modelu pomagajaca stwierdzi¢, czy reszty maja rozkiad
zblizony do rozktadu normalnego. Jesli reszty sa bliskie rozktadu normalnego,
oznacza to, ze model dobrze dopasowuje si¢ do danych.

Sprawdzanie zatozen modelu powstatego z zastosowaniem algorytmow uczenia
maszynowego jest wazne, poniewaz modele statystyczne czesto zaktadaja
normalno$¢ reszt. Jesli reszty maja inny rozklad, moze to wskazywac na potrzebe
uwzglednienia innych czynnikow lub dostosowania modelu.

Ocena jakos$ci predykcji pozwala porownaé rzeczywiste warto$ci z warto$ciami
przewidywanymi przez model. MozZe to obejmowac metryki oceny, takie jak blad
sredniokwadratowy (MSE) lub wspotczynnik determinacji (R?). Takie analizy
pomagaja oceni¢, jak dobrze model przewiduje rzeczywiste warto$ci i czy istnieja
duze rozbiezno$ci migdzy predykcja a warto§ciami obserwowanymi.

Identyfikacja wptywowych wartosci pozwala zidentyfikowa¢ obserwacje, ktore
majg duzy wptyw na model. Identyfikacja wartosci odstajacych lub obserwacji,
ktoére znaczaco wptywaja na wyniki modelu jest istotna, poniewaz takie przypadki
moga wplywac na jako$¢ predykcji.

Wykrywanie autokorelacji, ktora moze prowadzi¢ do niedoktadnych prognoz
1 niepewnosci dotyczacej estymacji parametrow modelu.

Na podstawie powyzszych zalozen zdecydowano si¢ na przeprowadzenie szeregu

testow 1 analiz diagnostycznych stuzacych do weryfikacji poprawnosci i jakosci modeli,

wspomagajacych wnioskowanie, co do zaimplementowanych algorytméw:

0

Analiza rozktadu normalno$ci reszt wraz wykresem kwartyl-kwartyl (Q-Q plot) -
Ta analiza pozwala oceni¢, czy reszty (czyli roznice miedzy rzeczywistymi
warto$ciami a warto§ciami przewidywanymi przez model) maja rozktad zblizony
do rozkladu normalnego. Jesli rozklad reszt jest daleki od normalnego, moze to
wskazywac na niedoskonato$ci modelu.

Analiza oczekiwanego skumulowanego prawdopodobienstwa reszt (P-P plot) - Ta
analiza porownuje empiryczne skumulowane prawdopodobienstwo reszt
z teoretycznym rozktadem normalnym. Pozwala to oceni¢, czy reszty maja rozktad

zblizony do rozktadu normalnego.
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'] Analiza danych zaobserwowanych wzgledem predykcji - Ta analiza polega na

porownaniu rzeczywistych warto$ci z warto$ciami przewidywanymi przez model.
Analiza wptywowych warto$ci - Ta analiza polega na identyfikacji obserwacji,
ktére maja duzy wplyw na model. Moze to obejmowac identyfikacje warto$ci
odstajacych (ang. outliers) lub obserwacji, ktdre znaczaco wpltywaja na wyniki
modelu. Analiza ta pomaga zidentyfikowa¢ nietypowe zachowanie modelu
1 mozliwe problemy z danymi.

Analiza hetroskedestycznosci - Ta analiza polega na sprawdzeniu, czy wariancja
reszt jest stala wzdluz wartosci przewidywanych przez model. W kontekscie analizy
statystycznej heteroskedastyczno$¢ wystepuje, gdy wariancja bledow nie jest stata
dla réznych warto$ci zmiennych niezaleznych. Oznacza to, ze rozrzut reszt moze

ro6zni¢ si¢ w zaleznosci od poziomu wartosci predyktorow.

Analiza rozkladu normalnos$ci reszt wraz wykresem kwartyl-kwartyl (Q-Q plot)

Najpierw poddano analizie, wlasnosci sktadnika losowego. W tym przypadku zaj¢to

si¢ zweryfikowaniem hipotezy o rozktadu reszt. W celu zbadania charakteru rozktadu

reszt dla poszczegdlnych modeli dane dotyczace rozkladu zageszczenia z wykresem Q-

Q dla rozktadu normalnego. Wykresy ilustrujace rozklad reszt dla poszczegolnych analiz

przeprowadzono dla wszystkich algorytméw, na rysunku 41 zaprezentowano wyniki dla

zestawu uczacego, a na 42 dla zestawu testowego danych. W statystyce reszty to nic

innego jak roznica miedzy warto$cig obserwowang a wartoscia srednig, ktorg dany model

przewiduje dla tej obserwacji. Wartos$ci reszt s3 niezwykle przydatne w analizie regresji,

poniewaz wskazuja, w jakim stopniu dany model uwzglednia zmiennos$¢ danych.
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Rysunek 41. Wykresy normalnosci rozktadu reszt histogram zageszczenia reszt (po lewej) i QQ-
plot (po prawej) dla poszczegolnych models.
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Rysunek 42. Wykresy normalnosci rozktadu reszt histogram zageszczenia reszt (po lewej)
i wykres Q-0 (po prawej) dla poszczegolnych modeli.

Jednym z zatozen modeli opartych na regresji jest wystgpowanie normalno$ci
sktadnika losowego. Przy duzych probach co do zasady przyjmuje si¢ tez¢ o normalnos$ci
rozkladu reszt wynika to z Centralnego Twierdzenia Granicznego, gdzie n niezaleznych
zmiennych losowych o zblizonych rozktadach dazy do rozktadu normalnego. Zaktada sig¢
wystgpowanie dla duzej liczby zmiennych losowych o rozktadzie ze §rednig u i wariancja
o’ ich suma ma rozklad N (nu, no’). Na wykresach histogramu rozktadu reszt
obserwujemy wystgpowanie asymptotycznych rozktadow reszt majg one r6zny charakter.
Poniewaz zmienne sg niezalezne, rozktad sktadnika losowego dla takich rozktadow jest
poprawny. w statystyce wykresy Q-Q odgrywaja wazng role
w graficznej analizie i porownaniu dwoch rozkladéw poprzez wykreslenie ich kwantyli
wzgledem siebie. Jesli dwa pordwnywane rozktady, sa dokladnie réwne to punkty na

wykresie Q-Q beda uktada¢ si¢ idealnie na linii prostej y = x. Bardzo wazne jest, aby
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wiedzie¢, czy rozktad jest normalny, czy nie, aby zastosowa¢ rdzne miary statystyczne
na danych i je zinterpretowaé. Wykresy Q-Q sa uzywane do znalezienia typu dystrybucji
dla zmiennej losowej, czy jest to dystrybucja gaussowska, dystrybucja jednolita,
dystrybucja wyktadnicza, itp. MOwimy o rozktadach normalnych na podstawie reguty 68
— 95 — 99,7, ktora doskonale pasuje do rozkltadu normalnego. Pozwala to okresli¢, ile
danych lezy w zakresie pierwszego, drugiego i trzeciego odchylenia standardowego od
$redniej. Rozklady normalne wystgpujg bardzo czesto w wigkszosci zdarzen naturalnych,
ktére majg szeroki zakres.

Na wykresach 41 i1 42 zastawiono wzajemnie uzupetniajace si¢ wykresy: histogram
obrazujacy dopasowanie reszt dla danego modelu wzgledem rozktadu normalnego oraz
wykres Q-Q. W przypadku modelu powstatego z wykorzystaniem algorytmu AdaBoost
na wykresie histogramowym stwierdzono duze dopasowanie reszt w prawo-
1 lewostronnym spadku krzywej rozktadu normalnego. Za to rozktad reszt potozonych
centralnie w okolicach warto$ci 0 przewyzsza znaczaco szacowang hiperbolg rozktadu
normalnego. Z jednej strony $wiadczy to o dobrym dopasowaniu modelu i matych
rozbiezno$ciach pomigdzy wynikami empirycznymi a estymacja, jednak wazny jest takze
charakter tych zmian tu wazne jest dalsze poznanie rozktadu reszt na bazie wykresu Q-
Q. Wykresy histogramowe dla Random Forest oraz k-NN uklada si¢ podobnie jak dla
AdaBoost, gdzie hiperbola jest wysmuklona jednak w ich przypadku rozktady boczne
reszt sa bardziej oddalone od zera. Z pewna anomaliag mamy do czynienia w przypadku
Neural Network, gdzie wystepuja dwie hiperbole w rozktadzie reszt.

Na osi X wykresu Q-Q wykreslono kwantyle teoretyczne, znane jako standardowa
wariancja normalna no’ (rozktad normalny ze $rednia = 0 i odchyleniem standardowym
= 1), a na osi y uporzadkowane wartosci zmiennej losowej nu. Jezeli wszystkie punkty
naniesione na wykres idealnie leza na linii prostej to mozemy jasno powiedzie¢, ze ten
rozklad jest rozkladem normalnym, poniewaz jest réwnomiernie wyrOwnany ze
standardowym wariantem normalnym co jest prosta koncepcja wykresu Q-Q. Wykresy
Q-Q zostaty takze uzyte do znalezienia sko$no$ci (miary "asymetrii") rozktadu. Jesli
dolny koniec wykresu Q-Q odchyla si¢ od linii prostej, ale gorny nie, wtedy mozemy
powiedzie¢, ze rozktad ma dluzszy ogon w lewo lub po prostu jest lewoskosny (lub
ujemnie skosny), ale kiedy widzimy, ze gorny koniec wykresu Q-Q odchyla si¢ od linii
prostej, a dolny podaza za linig prosta, wtedy krzywa ma dluzszy ogon w prawo i jest

prawoskos$na (lub dodatnio sko$na).
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Miarg tego zjawiska jest kurtoza (miara rozktadu ,,ogona”). Rozktad z grubym
ogonem ma oba konce wykresu Q-Q odchylone od linii prostej, a jego $rodek podaza za
linig prosta, podczas gdy rozktad z cienkim ogonem bedzie tworzyl wykres Q-Q z bardzo
malym lub pomijalnym odchyleniem na koncach, co sprawi, ze bedzie idealnie pasowat
do rozktadu normalnego. Taka sytuacje mozna zaobserwowaé w przypadku algorytmow
AdaBoost, Random Forest, czy Gradient Boosting (zobacz rysunek 41 142). Nalezy takze
doda¢, ze wykresy te warto analizowa¢ wspolnie z histogramami, poniewaz duza liczba
obserwacji moze zaburzy¢ wtasciwy odbior. Algorytm AdaBoost jest tego doskonatym
przyktadem, poniewaz wigkszo$¢ reszt kumuluje si¢ wokot i bardzo blisko wartosci zero,
pozostale wydaja si¢ by¢ szerzej rozmieszczone i oddalone od siebie niz to jest
W rzeczywistosci.

Dla lepszego zrozumienia zalezno$ci prezentowanych na wykresach Q-Q zostaty
wyliczone takze dwie miary pomocne w interpretacji tego wykresu — kurtoza i skosnos¢.
Wyniki obliczef zaprezentowano w tabeli 12.

Kurtoza i sko$nos¢ sg to statystyki charakteryzujace ksztatt i symetri¢ rozktadu.
Kurtoza jest zakresem wystepowania warto$ci odstajacych. W przypadku rozktadu
normalnego warto$¢ statystyki kurtozy wynosi zero. Kurtoza dodatnia wskazuje, ze
w danych istnieje wigcej dodatnich warto$ci odstajacych niz w przypadku rozktadu
normalnego. Kurtoza ujemna wskazuje, ze w danych istnieje mniej dodatnich wartosci
odstajacych niz w przypadku rozktadu normalnego.

Kurtoza informuje o tym jak duzy jest "rozrzut" uzyskanych wynikow, czy
wiekszos$¢ z nich skoncentrowana jest wokot §redniej - wartosci sg zblizone do wartosci
$redniej. Jezeli wystepuje znaczna koncentracja wynikéw wokot $redniej (kurtoza
przyjmuje wartos¢ powyzej 0), tak jak ma to miejsce w przypadku testowanych
algorytmow. Mozna tu powiedzie¢, Zze znaczna czg$¢ obserwacji jest podobna do siebie
a obserwacji znacznie réznigcych si¢ od $redniej jest mato.

Staba koncentracja wynikdw wokot §redniej (kurtoza przyjmuje warto$¢ ponizej 0)
oznacza, ze istnieje spora cz¢$¢ wynikow, ktore sa znacznie oddalone od $redniej. Jezeli
kurtoza jest niska (ponizej zera) to w zbiorze danych mozemy zaobserwowa¢ wicksza
liczbe wynikow skrajnych (znacznie oddalonych od $redniej - odstajacych), gdy kurtoza
jest wyzsza tym liczba takich obserwacji maleje. Ponizej zaprezentowano wzor na

obliczenie kurtozy (wzér 15)

3:(n-1)>2
(n-2)i(n-3)’

_ n-(n+1) VN XiTHNg
Kr = (n-1)-(n-2)(n-3) i=1( s )

(15)
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gdzie: Kr — kurtoza, n - liczba obserwacji, x; - poszczegdlne obserwacje - wyniki
z proby, X - $rednia z wynikow z proby, s - odchylenie standardowe.

Zmienne, ktére maja rozklad bardziej sptaszczony (mniejsza koncentracja)
w poréwnaniu do rozktadu normalnego majg ujemna warto$¢ kurtozy i nazywaja si¢
rozktadami platokurtycznymi. Zmienne, ktore majq rozktad bardziej "smukty" (wigksza
koncentracja) w poréwnaniu do rozktadu normalnego maja dodatnig warto$¢ kurtozy
1 nazywaja si¢ rozkladami leptokurtycznymi (AdaBoost, Random Forest, k-NN).
Zmienne, ktorych rozklady maja podobng do rozkltadu normalnego warto$¢ kurtozy
nazywane sg rozktadami mezokurtycznymi.

Wspodtezynnik skosnosci, gdy przyjmuje warto$¢ bliska 0 §wiadczy o braku asymetrii
wynikow (nie zaobserwowano dla wykorzystanych modeli). Wspotczynnik skosnosci
powyzej 0 $wiadczy o prawostronnej asymetrii rozktadu, inaczej nazywanym rozktadem
dodatnio sko$nym (zaobserwowano dla: AdaBoost, k-NN, Random Forest, Gradient
Boosting). Wyniki ponizej 0 $wiadcza o lewostronnej asymetrii rozktadu, inaczej
nazwanym ujemno sko$nym rozktadem (zaobserwowano dla: Linear Regression, Neural

Network).

Tabela 12. Wyniki kurtozy i skosnosci estymacji reszt dla zestawow danych uczgcego i

testowych.
KURTOZA SKOSNOSC

Trening
Neural Network 1.943 -0.1002
AdaBoost 1.779 0.2712
k-NN 1.727 0.2362
Linear Regression 1.762 -0.1969
Random Forest 1.752 0.2606
Gradient Boosting 1.575 0.1720
Test
Neural Network 1.736 -0.0803
AdaBoost 1.787 0.3280
k-NN 1.788 0.2931
Linear Regression 1.737 -0.1378
Random Forest 1.749 0.3125
Gradient Boosting 1.595 0.2363
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Analiza oczekiwanego skumulowanego prawdopodobienstwa reszt (P-P plot)

Z punktu widzenia kolejnej analizy wykorzystujacej wykres P-P. Nalezy zawrze¢
kilka definicji z teorii prawdopodobienstwa i statystyki:

[ funkcja gestosci prawdopodobienstwa (ang. Probability Density Function) (PDF)

(wzor 16) - pozwala obliczy¢ prawdopodobienstwa znalezienia zmiennej losowe;j

w dowolnym przedziale nalezacym do przestrzeni prob. Nalezy pamigtal, ze

prawdopodobienstwo przyjgcia przez ciagla zmienng losowa doktadnej warto$ci

jest rowne 0.

1 _-w?

Felno?) = e 3 (16)

[l funkcja rozktadu skumulowanego (ang. Fumulative Distribution Function) (CDF)
(wzér 17) - podaje prawdopodobienstwo przyjecia przez zmienng losowa wartosci
réwnej lub mniejszej od danej wartosci x. Gdy mamy do czynienia ze zmiennymi
ciggtymi, CDF jest obszarem pod PDF w przedziale od minus nieskoficzonosci do

X.

E(x) =P(X <x), (17)
Gdzie, X - zmienna losowa, x - punkt oceny

Wykres P-P (probability-probability) jest wizualizacja, ktoéra nanosi na siebie CDF
dwoch rozkladéw (empirycznego i teoretycznego). Interpretacja punktow na wykresie
zaktada, ze majac dwa rozktady: (i) empiryczny i (ii) predykcyjny oraz punkt oceny
(dowolna wartos$¢), punkt na wykresie wskazuje jaki procent danych lezy na lub ponize;j
tych wartosci (zgodnie z definicja CDF). Aby poroéwna¢ rozktady nalezy sprawdzi¢, czy
punkty leza na linii 45 stopni (x=y). W przypadku, gdy odbiegaja od niej, rozktady sa
rozne.

Wykresy P-P (rysunek 43) dobrze nadaja si¢ do poréwnywania regionow o duzej
gestosci prawdopodobienstwa ($rodek rozkladu), poniewaz w tych regionach empiryczne
i predykcyjne CDF zmieniaja si¢ szybciej niz w regionach o malej gegstosci
prawdopodobienstwa. Wykresy P-P wymagaja w pelni okreslonych rozktadow, wigc jesli
uzywamy rozktadu Gaussa jako rozktadu teoretycznego, powinnismy okresli¢ parametry
lokalizacji i skali. Zmiana parametrow potozenia lub skali nie musi zachowywac
liniowosci w wykresach P-P. Wykresy P-P mozna wykorzysta¢ do wizualnej oceny

skos$nosci rozktadu.
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Wykres moze mie¢ posta¢ nieregularnych wzorow, gdy rozktady nie pokrywaja sie.
Wykresy P-P  sa najbardziej przydatne przy poroéwnywaniu rozktadow
prawdopodobienstwa, ktore majg bliskie lub rowne potozenie. Ruch poziomy wzdhiz osi
x spowodowany jest tym, ze rozklady nie pokrywaja si¢ catkowicie. Gdy punkt znajduje
si¢ powyzej linii odniesienia, oznacza to, ze warto§¢ CDF rozktadu predykcyjnego jest

wigksza niz empirycznego.
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Rysunek 43. Wykresy normalnosci rozktadu reszt (P-P plot) dla poszczegolnych modeli.

Obserwujac rozklad wartosci empirycznych wzgledem teoretycznych najwigksza
symetri¢ rozkladu obserwujemy w przypadku algorytmu AdaBoost, nieco slabsza
w przypadku Random Forest. Warto takze podkresli¢, ze oba wykresy P-P dla algorytmu
Neural Network nie zachowuja symetrii rozktadu wzgledem linii regresji, a rozktad

warto$ci standaryzowanych jest nieciagty.

Analiza hetroskedestycznosci

Heteroskedastyczno$¢ oznacza, ze wariancja reszt modelu jest zalezna od warto$ci
predyktujacych zmiennych niezaleznych, co narusza zalozenie o homoskedastycznosci,
czyli statej wariancji reszt. Heteroskedastyczno$¢ moze prowadzi¢ do blednej
interpretacji wynikéw modelu, dlatego wazne jest wykrycie i uwzglednienie jej
w analizach regresji.

Obserwujac wykres reszt (rysunek 44), ksztalt wachlarza lub stozka wskazuje na
obecno$¢ heteroskedastycznosci. W statystyce heteroskedastyczno$¢ jest postrzegana
jako wyzwanie, poniewaz regresje wykorzystujace zwykle najmniejsze kwadraty (OLS)
zaktadaja, Ze reszty sga pobierane z populacji o stalej wariancji. Modele obejmujace
szeroki zakres warto$ci sg bardziej podatne na heteroskedastyczno$é. Jesli istnieje
nieroOwny rozrzut reszt, populacja uzyta w regresji zawiera nierdwng wariancj¢, co moze
wpltywaé negatywnie na wiarygodno$¢ modelu oraz przysztych predykcji z jego

zastosowaniem.
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Rysunek 44. Wykresy heteroskedastycznosci dla poszczegolnych modeli.

Aby sprawdzi¢ heteroskedastyczno$¢, nalezy najpierw przeprowadzié¢ regresje

1 przeanalizowaé¢ reszty. Jednym z najczestszych sposobow  sprawdzenia
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heteroskedastycznos$ci jest wykreslenie wykresu reszt (rysunek 44). Otrzymany ksztatt
rozktadu reszt w formie wachlarzu lub stozka, wskazuje na obecnosé
heteroskedastycznos$ci. Rowniez regresje z heteroskedastycznoscia wykazuja wzor,
w ktorym wariancja reszt wzrasta wraz z dopasowanymi warto$ciami. Kiedy
heteroskedastyczno$¢ wystepuje w regresji, mozna ja podzieli¢ na dwa rodzaje:

[] Cgzysta heteroskedastyczno$¢ odnosi si¢ do sytuacji, w ktérych zastosowano
prawidlowa liczb¢ zmiennych niezaleznych (zwana specyfikacja modelu), ale
wykresy reszt wykazuja nierdwng wariancje.

'] Autokorelacja reszt odnosi si¢ do sytuacji, w ktorych zastosowano niewtasciwa
liczb¢ zmiennych niezaleznych (znang jako btedna specyfikacja modelu). W tym
przypadku regresja moze zawiera¢ zbyt mato zmiennych (ang. underspecified) lub
zbyt wiele zmiennych (ang. overspecified). Tak czy inaczej, skutkuje to modelem
0 nierdéwnej wariancji.

Istnieje wiele powodow, dla ktorych heteroskedastyczno$¢ moze wystapic¢
w modelach regresji, ale zazwyczaj wigze si¢ to z problemami ze zbiorem danych.
Modele obejmujace szeroki zakres wartosci sg bardziej podatne na heteroskedastycznos¢,
poniewaz réznice pomi¢dzy najmniejszymi i najwigkszymi warto$ciami sg znaczace.
Dlatego nalezatoby si¢ spodziewaé, ze wigksze reszty beda zwigzane z wigkszymi
warto$ciami. Spowodowaloby to nierd6wnomierng wariancj¢ reszt, a tym samym
doprowadzito do powstania heteroskedastycznosci.

Na podstawie obserwacji otrzymanych wynikéw dla poszczeg6lnych modeli uznano,
ze nalezy zweryfikowa¢ hipotez¢ o wystgpowaniu heteroskedestycznosci reszt dla
otrzymanych modeli. Aby wnioskowaé¢ o charakterze heteroskedestyczno$ci nalezy
wykona¢ dalsze testy. Do dalszej analizy wykorzystano testy Breuscha-Pagana
(heteroskedestycznosci), Durbina-Watsona oraz Breusch-Godfreya (autokorelacja reszt),
ktérych wyniki zaprezentowano w tabeli 13.

Test Breuscha-Pagana, jest statystycznym testem stuzacym do wykrywania

heteroskedastycznosci w modelach regresji. Test Breuscha-Pagana polega na estymacji
modelu regresji, w ktorym reszty z pierwotnego modelu sg zmienng obja$niang a wartosci
oszacowane zmiennymi obja$niajagcymi. Statystyka testowa opiera si¢ na porOéwnaniu
sumy kwadratéw reszt z analizowanego modelu z sumg kwadratéw reszt z pierwotnego
modelu. Interpretacja wynikow testu Breuscha-Pagana opiera si¢ na wartosci statystyki

testowej, ktora ma rozktad chi-kwadrat. Waznym parametrem do uwzglednienia jest
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stopien swobody, ktéry zalezy od liczby zmiennych niezaleznych w modelu regresji oraz
liczby obserwacji:

[ Jesli wartos¢ statystyki testowej jest mniejsza od wartosci krytycznej na poziomie
istotno$ci 0.05, to wnioskujemy, ze nie ma wystarczajacych dowodéw na
heteroskedastycznos¢. Mozemy uznaé, ze dane spelniaja  zalozenie
0 homoskedastycznosci.

[ Jesli warto$¢ statystyki testowej jest wigksza od warto$ci krytycznej, to istnieja
dowody na heteroskedastyczno$¢ w danych. Mozna wtedy wnioskowacé, ze
wariancja reszt jest zalezna od wartosci predykcyjnej zmiennych niezaleznych, co
moze sugerowaé potrzebe uwzglednienia korekty w modelu.

Test Durbin-Watsona jest statystycznym testem autokorelacji reszt w regres;ji

liniowej. Shuzy do sprawdzenia, czy wystepuje autokorelacja pierwszego rzedu
w resztach modelu. Autokorelacja oznacza, ze istnieje zalezno$¢ migdzy warto§ciami
reszt, co moze wskazywac¢ na niewtasciwe wyznaczenie modelu.

Interpretacja wynikow testu Durbin-Watsona opiera si¢ na wartos$ci statystyki testowej,
ktéra przyjmuje wartosci miedzy 0 a 4:

{1 Warto$¢ statystyki testowej rowna 2 oznacza brak autokorelacji w resztach. Jest to
optymalny wynik, ktory sugeruje, ze reszty sa niezalezne od siebie i nie wystepuje
zadna autokorelacja.

(] Warto$¢ statystyki testowej bliska 0 wskazuje na wystepowanie dodatniej
autokorelacji w resztach, co oznacza, ze sa one skorelowane dodatnio. Oznacza to,
ze model nie uwzglednia wszystkich waznych czynnikéw wptywajacych na
zmienno$¢ danych.

(] Warto$¢ statystyki testowej bliska 4 wskazuje na wystgpowanie ujemnej
autokorelacji w resztach, co oznacza, ze s3 one skorelowane ujemnie w czasie.
Takie wyniki sugeruja, ze model nie jest odpowiedni i nie uwzglednia wszystkich
istotnych czynnikow.

{1 Warto$¢ statystyki testowej migdzy 0 a 2 lub migdzy 2 a 4 wskazuje na mieszane
lub niejednoznaczne wyniki dotyczace autokorelacji. W takiej sytuacji nalezy
przeprowadzi¢ kolejny test wystgpowania autokorelacji dalszego rzedu — taki jak
test Breuscha-Godfreya.

Test Breuscha-Godfreya jest statystycznym testem wykorzystywanym do

diagnozowania autokorelacji w resztach modelu regresji. Jest w stanie wykry¢ obecno$¢
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autokorelacji wyzszych rzedow. Test opiera si¢ na poréwnaniu sumy kwadratéw reszt

modelu liniowego z sumg kwadratow reszt modelu nieliniowego. Podstawowa hipoteza

testu jest stwierdzenie, ze w analizowanym szeregu czasowym nie Wwystepuje

nieliniowos¢, podczas gdy hipoteza alternatywna jest istnienie nieliniowosci.

Interpretacja wynikow testu Breuscha-Godfreya polega na pordwnaniu wartosci

statystyki testowej z odpowiednimi warto$ciami krytycznymi:

[ Jesli p-value jest mniejsza od przyjetego poziomu istotnosci (0,05), odrzucamy

hipotezg zerowa (nie wystepuje autokorelacja reszt). Wnioskujemy, ze wystepuje

autokorelacja w resztach modelu regres;ji.

U1 Jesli p-value jest wigksza od poziomu istotnosci 0.05, brak jest wystarczajacych

dowodow, aby odrzuci¢ hipoteze zerowa. Wnioskujemy, ze nie wystepuje

autokorelacja w resztach modelu regres;ji.

Tabela 13. Wyniki testow Breuscha-Pagana, Durbina-Watsona oraz Breusch-Godfreya na

autokorelacje reszt.

Test Breuscha-Pagana

Test Durbin-Watson

Test Breusch-Godfrey

TRENING BP df p-value DW p-value LMtest df p-value
AdaBoost 95248 1 <2.2x10"% 1.906 0.073 2.102 1 0.147
Random Forest 73754 1 <2.2x10% 1.921 0.111 1.485 1 0223
k-NN 13384 1 2.54x10* 1913 0.088 1.820 1 0.177
Gradient Boosting  147.780 1 <2.2x10'® 1.964 0.289 0.300 1 0584
Neural Network 2472 1 0.116 1.999 0.494 9.099 1 0.992
Linear Regression  0.456 1 0499 1.971 0.326 0.201 1 0.654

Test Breuscha-Pagana

Test Durbin-Watson

Test Breusch-Godfrey

TEST BP df p-value DW p-value LMtest df p-value
AdaBoost 40360 1 2.11x10"° 1916 0.197 0.701 1 0403
Random Forest 10.786 1  0.001 1.972 0.386 0.082 1 0.775
k-NN 0.306 1 0.580 1.852 0.066 2.258 1 0.133
Gradient Boosting 45.037 1 1.93x10™"  2.006 0.523 0.004 1 0953
Neural Network 0.324 1 0.569 1.942 0.276 0.352 1 0553
Linear Regression  0.255 1 0.614 1.967 0.369 0.113 1 0.737

Analiza danych zaobserwowanych wzgledem predykciji

Na rysunku 45 zaprezentowano wykresy rozkladu zaggszczenia do rozktadu danych

zaobserwowanych wzgledem predykcji. Jako punkt odniesienia na wykresach zielong
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linig zostaly zaznaczone obserwacje stanowigce odniesienie wzgledem predykcji.

Pozwala to na ocen¢ zgodnos$ci i odchylen modelu predykeji. Im lepsze dopasowanie

wykazuje model tym lepsza jest jego zdolnos¢ do przewidywania wspotczynnika filtracji.
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=== Dane obserwowane

Dane modelu predykcyjnego

Rysunek 45. Wykresy predykcji zatozonego modelu dla poszczegolnych algorytmow.

Analiza wplywowych wartosci

Mozliwe jest, ze pojedyncza obserwacja bedzie miata duzy wptyw na wyniki analizy
regresji. Aby wykluczy¢ taka ewentualnos¢ zdecydowano si¢ na wykonanie analizy —
obserwacji wpltywowych.

Wystepowanie obserwacji wptywowych mozna rozpatrywac¢ w kategoriach tego, jak
bardzo roznityby si¢ przewidywane wyniki dla innych obserwacji, gdyby dana
obserwacja nie zostala uwzgledniona. Identyfikacja, ale takze stwierdzenie samego
wystepowania wptywowych obserwacji moze by¢ pomocne w lepszym dopasowaniu
modelu. W analizowanym przypadku pozwala to na odpowiedZz na pytanie jak
wyznaczony model bedzie radzit sobie z interpretacja danych i na ile sam moze
generowac¢ warto$ci wplywowe a tym samym generowaé w procesie predykcji btedne
warto$ci. Dystanse Cooka (ang. Cook’s Distance) (wzbér 18) stanowia dobra miarg
wplywu obserwacji 1 s3 proporcjonalne do sumy kwadratow réznic migdzy
przewidywaniami  dokonanymi przy wszystkich obserwacjach w analizie

i przewidywaniami dokonanymi bez uwzglednienia danej obserwacji.

_1 eiz hi
k SZ (1-h;)?

CD, ~F(2,n—2), (18)
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gdzie: h; = x;(X'X)"'x/, $? jest estymatorem wariancji, a S? tym samym
estymatorem obliczonym bez uwzgledniania obserwacji i.

Jezeli przewidywania sg takie same z dang obserwacja lub bez niej, wowczas
obserwacja nie ma wplywu na model regresji. Jesli za§ przewidywania rdznig si¢
znacznie, gdy obserwacja nie jest uwzgledniona w analizie, wowczas obserwacja ma
wplyw. Wplyw obserwacji jest funkcjg dwoch czynnikow:

'] Tego jak bardzo warto$§¢ obserwacji na zmiennej przewidywanej rézni si¢ od
sredniej zmiennej przewidywane;.

'] Roéznicy migdzy przewidywanym wynikiem dla obserwacji a jej rzeczywistym
wynikiem.

Pierwszy czynnik nazywany jest dZzwignig obserwacji. Drugi czynnik nazywany jest
odlegtoscia obserwacji. W celu okre$lenia wptywu obserwacji wptywowych nalezy
najpierw wyznaczy¢ standaryzacje zmiennej przewidujacej, tak aby jej $rednia wynosita
0, a odchylenie standardowe 1. Nastepnie obliczana jest dzwignia (/4;) oraz odlegtos¢
obserwacji, ktora oparta jest na bledzie przewidywania dla tej obserwacji - im wigkszy
btad predykc;ji, tym wigksza odlegtos$¢. Najczesciej stosowana miarg odleglo$ci jest reszta
usredniona, ktora jest $cisle zwigzana z btgdem predykc;ji dla tej obserwacji i odchyleniem
standardowym btgdow predykcji. Nawet obserwacja o duzej odleglosci nie bedzie miata
tak duzego wpltywu, jesli jej dzwignia jest niska. To kombinacja dzwigni 1 odlegtosci
obserwacji decyduje o jej wptywie. Na rysunku 46 zaprezentowano graficzng analizg
wptywowych obserwacji, zar6wno dla zestawu uczacego jak i dla zestawu testowego. Dla

zadnego z modeli nie stwierdzono obecno$ci wplywowych wartosci.

ZESTAW UCZACY (70%) ZESTAW TESTOWY (30%)

Standaryzowane reszty

30 ! -20
0.0000 0.0025 0.0050 0.0075 0.000 0.005 0.010 0.015 0.02
Dzwignia Dzwignia

AdaBoost
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Rysunek 46. Wykresy analizy wplywowych obserwacji dla poszczegolnych modeli.

Metoda compare_performance jest funkcja w pakiecie "performance" w jezyku R,
ktéra shuzy do porownywania wynikow réznych modeli i metryk wydajnos$ci. Pozwala na
analiz¢ 1 wizualizacj¢ poréwnawcza wynikow réznych algorytmow, technik lub modeli
statystycznych. Metoda compare_performance oblicza wybrang metryke wydajnosci dla
kazdego modelu i prezentuje wyniki w formie tabeli lub wykresu. Wykonuje poréwnanie
wynikow r6znych modeli na podstawie wybranej metryki, co pomaga w ocenie, ktory
model jest bardziej skuteczny w danym kontekscie [274].

Analiza danych z wykorzystaniem modeli regresji pozwala na krytyczng ocene
wydajnosci analizowanych modeli oraz na zidentyfikowanie ich stabych punktow.
W toku dalszej analizy postuzono si¢ kryterium informacyjnym Akaike'a (AIC)
1 bayesowskim kryterium informacyjnym (BIC) do dalszego poréwnania wydajno$ci

modeli wzgledem siebie.
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Kryterium informacyjne Akaike'a (AIC) (wzor 19) jest jedng z popularnych metryk
wykorzystywanych do poréwnywania modeli statystycznych. Wartos¢ AIC jest
wykorzystywana do porownywania r6znych modeli, gdzie nizsza warto$¢ AIC wskazuje
na lepsze dopasowanie modelu do danych. Celem AIC jest znalezienie réwnowagi
mi¢dzy dobrym dopasowaniem modelu do danych a zloZzono$cig modelu, ktora jest

reprezentowana przez liczb¢ parametrow [274].
AIC = =2log(L(F)) + 2k, (19)

gdzie: L(F) — maksimum funkcji wiarygodnosci dla F, k - liczba parametréw modelu.
Bayesowskim kryterium informacyjnym (BIC) (wzér 20) znane réwniez jako
kryterium Schwarz-Bayesowskie (SBC lub SIC), jest kolejnym kryterium stosowanym
do porownywania modeli statystycznych. W przeciwienstwie do kryterium
informacyjnego Akaike'a (AIC), BIC uwzglednia ztozono$¢ modelu w wigkszym stopniu
poprzez wprowadzenie wigkszej kary za dodatkowe parametry modelu. Podobnie jak
w przypadku AIC, nizsza warto$¢ BIC wskazuje na lepsze dopasowanie modelu do
danych. Jednak BIC ktadzie wigkszy nacisk na prostot¢ modelu, poniewaz kara za

dodatkowe parametry ro$nie logarytmicznie w stosunku do liczby obserwacji [274].
BIC [Vk In/N/~2Iln L/F/J, (20)

gdzie: L(F) — warto$¢ logarytmu z funkcji wiarygodno$ci modelu, k - liczba parametrow
modelu, N - liczba obserwacji w zbiorze danych.

Oba kryteria sg szacunkiem bledu predykcji poza proba. Oznacza to, ze daja one
szacunkowa miar¢ tego, jak bardzo model moze by¢ poprawny w swoich
przewidywaniach, jesli zostanie zastosowany do pelnej populacji, ktoéra dane treningowe
maja reprezentowac.

Czesto oba te pojecia sg uzywane zamiennie, poniewaz mozna spodziewaé si¢
podobnych wynikow. Zaréwno AIC jak i BIC sg sposobem na znalezienie rownowagi
pomiegdzy dobrym dopasowaniem a nadmierng ztozonosciag modelu. Zaczynajac od kilku
parametrow 1 dodajac kolejne, model bedzie pasowal do danych z prébki bardziej
doktadnie, ale rowniez bedzie rost w ztozonosci i ryzykowat nadmiernym dopasowaniem.
Analiza rozpoczyna si¢ dla modelu z wieloma parametrami i systematycznie s3 one
eliminowane. Model jest w ten sposob upraszczany i unika si¢ nadmiernego dopasowania.
Jednak model bedzie rowniez wyjasnial dane mniej doktadnie i bedzie to skutkowato

niedostatecznym dopasowaniem.
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Wspotczynnik determinacji skorygowany (ang. determination coefficient adjusted)
(RZ%aqj) (wzor 21) - reprezentuje cze$¢ wariancji zmiennej zaleznej, ktora jest wyjasniona
przez model regresji liniowej. Jest to wynik bezskalowy tzn. niezaleznie od tego czy

warto$ci sg mate czy duze, warto$¢ R kwadrat bedzie mniejsza od jednego.

W tabeli 14 zaprezentowano analiz¢ wydajno$ci modeli uwzgledniajaca zestaw
uczacy 1 testowy. Analiza jest uszeregowana hierarchicznie pod wzgledem parametrow
oceny R?,4;, RMSA, AIC (wazonego), BIC (wazonego).

Najwyzszy wynik wydajnosci uzyskano dla algorytmu AdaBoost, ktory uzyskat
wydajno$¢ na poziomie 100%, kolejny algorytm z wysoka nota to Random Forest

o wydajnosci 65.78% oraz Gradient Boosting 60.08%. Analogiczne zblizone rezultaty

uzyskano dla zestawu danych testowych.

Tabela 14. Analiza wynikow wydajnosci modeli dla zestawow danych uczgcego i testowych.

ZESTAW UCZACY ., . AIC BIC Wynik
(70%) Model R RMSE Sigma (wazone) (wazone) wydajnosci

AdaBoost Im 0.997  1.64x10* 1.64x10™ 1.00 1.00 100.00%
Random Forest Im 0.995 2.07x10* 2.08x10™ 0.00 0.00 55.80%
k-NN Im 0.990  3.04x10* 3.04x10™ 0.00 0.00 52.60%
Gradient Boosting Im 0.981  4.10x10™* 4.10x10™* 0.00 0.00 48.67%
Linear Regression Im 0.854 0.001 0.001 0.00 0.00 14.18%
Neural Network Im 0.791 0.001 0.001 0.00 0.00 0.00%

ZESTAW AIC BIC Wynik
TESTOWY (30%) Mod RMSE  Sigma (wazone) (wazone) wydajnosci

AdaBoost Im 0.998  1.30x10* 1.30x10™ 1.00 1.00 100.00%
Random Forest Im 0.994  2.58x10* 2.59x10™ 0.00 0.00 52.76%
Gradient Boosting Im 0.984 3.81x10™ 3.82x10™* 0.00 0.00 47.90%
k-NN Im 0.979  4.32x10* 4.33x10™ 0.00 0.00 45.81%
Linear Regression Im 0.853 0.001 0.001 0.00 0.00 6.16%
Neural Network Im 0.832 0.001 0.001 0.00 0.00 0.00%

Na rysunku 47 zaprezentowano graficzne odzwierciedlenie analizy wydajnosci

poszczego6lnych modeli.
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Rysunek 47. Graficzna interpretacja analizy wynikow wydajnosci modeli dla zestawow danych
uczgcego i testowych.

5.1.4. Tworzenie i ocena modeli dla proby dzielonej metoda
Cross Validation

Walidacja krzyzowa (ang. cross validation) pomaga w ocenie modeli uczenia
maszynowego. Technika ta ma nizsza tendencyjno$¢ podczas szacowania potencjalu
predykcyjnego modelu. K-krotna walidacja krzyzowa oznacza, ze zbior danych jest
podzielony na K liczb. Dzieli ona zbiér danych w punkcie, w ktorym zestaw testowy
wykorzystuje kazda falde (ang. fold). Metoda dzieli zbior danych na k-krotny (rysunek
48). Model uzywa pierwszego faldy w pierwszej iteracji do testowania modelu. Pozostate

zbiory danych s3 wykorzystywane do trenowania modelu. Druga falda pomaga
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w testowaniu zbioru danych, a pozostate wspieraja proces szkolenia. Ten sam proces
powtarza si¢ az do momentu, gdy zestaw testowy wykorzystuje kazda k-krotng fatde.
Postepujac w ten sposob i wykonujac procedure treningowa i testowg, mozna
otrzymac¢ zestaw btedow z modelu i uzy¢ ich do jego dalszego doskonalenia. Do technik
walidacji krzyzowej nalezg mi¢dzy innymi metody: Bootstrap Cross-Validation, k-fold
Cross-Validation czy Leave-one-out Cross-Validation. Ich zastosowanie jest w duzej
mierze uzaleznione od struktury samych danych. Typowym standardem technik walidacji
krzyzowej jest k-krotna walidacja krzyzowa (ang. k-fold Cross-Validation), w ktorej
wybieramy k = 10 fald, na podstawie ktérych dokonuje si¢ walidacji. Jest to najlepsza

proporcja pomie¢dzy efektywnym wykorzystaniem danych i unikaniem podzialow

~
P
Baza danych | i
Fold 1
Fold 2
Fold 3 |

Fold 10 | | | | |
| : )

Training Test

w danych.

v
|

Rysunek 48. Mechanizm funkcjonowania walidacji krzyzowej.

Wraz z licznymi korzy$ciami plynacymi z algorytméw uczenia maszynowego,
model podgza tym samym schematem, aby przewidywac i generowac dane o warto$ciach
dyskretnych lub ciagglych. Istotne jest, aby upewni¢ si¢, ze dane modelu sg doktadne i nie
sa niedopasowane (ang. underfitting) lub nadmiernie dopasowane (ang. overfitting).
Terminy te okres$laja, jak dobrze model jest przeszkolony do przewidywania danych.

Model moze generowa¢ doktadne przewidywania z nowymi danymi, gdy model jest
idealnie dopasowany do zbioru danych. Odpowiedni algorytm dla wytrenowanego zbioru
danych moze pomdéc w wytrenowaniu nowego zbioru danych. Ponadto, jesli model

uczenia maszynowego opiera si¢ na nieprzystosowanym procesie szkolenia, nie
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wygeneruje doktadnych danych lub odpowiednich przewidywan. W zwigzku z tym,
model nie bedzie w stanie przetworzy¢ waznych wzorcow ze zbiorow danych.

Kiedy model zatrzymuje si¢ w trakcie procesu szkolenia, prowadzi to do
niedopasowania. Wskazuje to, ze dane wymagaja wigcej czasu, aby je w pehni
przetworzy¢. Bedzie to miato wptyw na wydajno$¢ modelu dla nowych danych. Model
nie bedzie dawat doktadnych wynikoéw i nie bedzie uzyteczny.

Efekt nadmiernego dopasowania jest przeciwienstwem efektu niedopasowania
w procesie uczenia. Oznacza to, ze poza uczeniem si¢ danych i wydobywaniem wzorca,
model uczy si¢ wiecej niz jest w stanie. Ten stan wskazuje, ze dane beda przechwytywaé
szum, co prowadzi do generalizacji modelu dla nowych danych. Szum to nieistotne dane,
ktére wptywaja na wynik predykcji przy napotkaniu nowych danych.

Wyniki walidacji zestawow danych uczacego i testowego zaprezentowano w tabeli
15, najwyzszy wspotezynnik dopasowania uzyskano nadal dla algorytmu AdaBoost, R* =
0.988 dla zestawu uczacego 1 0.986 dla zestawu testowego. Zblizone wyniki na poziomie
wspotczynnika determinacji 0.987 1 0.980 uzyskano dla algorytméw Random Forest.
Najwyzszy btad RMSE (0.0017) 1 jednoczes$nie najnizszy wspolczynnik determinacji

uzyskano dla Neural Network, srednio wynoszacy 0.805.

Tabela 15. Wyniki estymacji dla zestawow danych uczgcego i testowych.

Cross Validation — Zestaw uczgcy

Algorytm MSE RMSE MAE R?
AdaBoost 5.25x10°® 2.29x10* 1.47x10* 0.994
Random Forest 1.16x107 3.40x10*  1.70x10* 0.987
k-NN 1.95x107 4.41x10* 2.64x10* 0.979
Gradient Boosting 2.27x107 4.77x10*  3.30x10* 0.975
Linear Regression 1.36x107° 1.17x10°  8.00x10* 0.851
Neural Network 1.93x10°¢ 1.39x10°  1.03x10°} 0.788

Cross Validation — Zestaw testowy

Algorytm MSE RMSE MAE R?
AdaBoost 1.29x1077 3.59x10*  2.15x10* 0.986
Random Forest 1.84x107 4.28x10*  2.53x10* 0.980
k-NN 2.84x107 5.33x10* 3.54x10* 0.969
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Gradient Boosting 4.46x107 6.68x10*  3.64x10* 0.952
Linear Regression 1.46x10°° 1.21x1073 8.15x10* 0.844
Neural Network 1.66x107° 1.29x10°  9.11x10* 0.822

Na rysunku 49 zaprezentowano zestawienie wynikow dopasowania predykcji
poszczegolnych modeli do obserwacji. W tym celu zastosowano zalezno$¢ regresji
liniowej, gdzie o dobrej wzajemnej korelacji danych §wiadczy ich skupienie mozliwie jak
najblizej linii regresji (linia czerwona). Najlepsze dopasowanie zaobserwowano dla

algorytmow AdaBoost oraz Random Forest. Jest to zgodne z weze$niejszymi wynikami

analizy bledow oraz wspolczynnikow determinacji (tabela 15).

ZESTAW UCZACY - Cross Validation ~ ZESTAW TESTOWY - Cross Validation |
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Rysunek 49. Porownanie wynikow modelowania z obserwacjami.

Analiza rozkladu normalnos$ci reszt wraz wykresem kwartyl-kwartyl (Q-Q plot)

Charakter rozktadu reszt dla modeli zinterpretowano na podstawie danych
dotyczacych rozktadu zagegszczenia i wykresow Q-Q dla rozktadu normalnego. Wykresy
ilustrujagce rozktad reszt dla poszczegodlnych analiz przeprowadzono dla wszystkich

algorytmow, na rysunku 50 1 51.
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Rysunek 50. Wykresy normalnosci rozktadu reszt histogram zageszczenia reszt (po lewej) i QQ-
plot (po prawej) dla poszczegolnych modeli faza treningowa — Cross Validation.
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Rysunek 51. Wykresy normalnosci rozktadu reszt histogram zageszczenia reszt (po lewej) i QQ-
plot (po prawej) dla poszczegolnych modeli faza testowa — Cross Validation.

Histogram rozktadu reszt modelu powstatego na bazie algorytmu AdaBoost pozwala
wnioskowac o duzej rownomierno$ci rozkladu reszt w probie walidacyjnej, koncentracja
reszt skupia si¢ wokol wartosci zero 1 jest polozona centralnie zaréwno dla fazy uczacej
jak 1 testowej. Algorytm Random Forest, gorzej radzi sobie z predykcja wartosci
odstajacych od ogdlnego trendu badanych wynikéw, §wiadczy o tym prawostronnym
przesunigciu usytuowania rozktadu. Ta kwestia podlega¢ bedzie jeszcze weryfikacji
w przy analizie wptywowych warto$ci. Ponad to, wykres Q-Q wskazuje na lewostronne
wydhuzenie rozkladu reszt. Algorytm Gradient Boosting uzyskat podobny rozktad cho¢
o wigkszej symetrii rozktadu.

Dla pozostatych algorytmoéw zakres przedziatu rozkladu reszt jest znacznie wigkszy
niz w przypadku wczesniej opisanych algorytmow jednak wpisuja si¢ one w charakter

rozktadu normalnego. Cho¢ nie jest to jednoznaczne w przypadku algorytméw Neural
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Network oraz Linear Regression gdzie rozktad reszt na histogramie jest asymetryczny,
nierdOwnomiernie roztozony i nieciagly. W zwiagzku z powyzszym nalezy przeprowadzié¢
dalszg analiz¢ kurtozy i sko$nosci, ktore zaprezentowano w tabeli 16.

Najwigksza koncentracja reszt wystapita w przypadku Neural Network najmniejsza
w przypadku Gradient Boosting. Mozna powiedzie¢, ze znaczna cze$¢ obserwacji
w przypadku AdaBoost, Random Forest, k-NN 1 Gradient Boosting jest podobna do siebie
a obserwacji znacznie réznigcych si¢ od $redniej jest mato, mamy tu do czynienia
z rozktadami leptokurtycznymi. Analiza wynikow sko$nosci §wiadczy o matej skosnosci
uzyskanych wynikow 1 niskiej asymetrii rozkladow. W przypadku Linear Regression
1 Neural Network uzyskano wyniki ujemne $wiadczace o wystgpowaniu w ich przypadku

lewostronnej asymetrii rozktadu, w pozostatych o asymetrii prawostronne;.

Tabela 16. Wyniki kurtozy i skosnosci estymacji dla walidacji.

KURTOZA SKOSNOSC

Cross Validation — Trening

Neural Network 1.926 -0.1065
AdaBoost 1.757 0.2658
k-NN 1.716 0.2195
Linear Regression 1.765 -0.2016
Random Forest 1.731 0.2541
Gradient Boosting 1.546 0.1641
Cross Validation — Test
Neural Network 1.862 -0.0932
AdaBoost 1.778 0.3157
k-NN 1.792 0.2896
Linear Regression 1.755 -0.1375
Random Forest 1.678 0.2822
Gradient Boosting 1.550 0.1931

Analiza oczekiwanego skumulowanego prawdopodobienstwa reszt (P-P plot)

Wykresy normalno$ci rozkladu reszt (P-P plot) dla poszczegdlnych modeli
przedstawiono na wykresie 52. Obserwujac rozktad warto$ci obserwowanych wzgledem
oczekiwanych, najwigksza symetri¢ rozkladu obserwujemy w przypadku algorytmu
AdaBoost, nieco mniejsza w przypadku Random Forest 1 k-NN. W przypadku pozostalych
algorytmow zaobserwowano brak rownomierno$ci rozktadu wartosci, a sam rozktad jest

nieciagly (patrz Linear Regression).

134



ZESTAW UCZACY — Cross Validation

ZESTAW TESTOWY - Cross Validation
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Rysunek 52. Wykresy normalnosci rozktadu reszt (P-P plot) dla poszczegolnych modeli.
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Analiza hetroskedestyczno$ci

Obserwujac wykresy pierwiastkow z modutéw standardowych reszt (rysunek 53),
ksztatt wachlarza lub stozka wskazuje na mozliwo$¢ wystapienia heteroskedastycznosci.
Problem heteroskedestycznosci zostal juz wczesniej omowiony w przypadku
rozpatrywanych danych dla zestawu uczacego i1 testowego odrzucono hipoteze
o mozliwej autokorelacji reszt dla wszystkich analizowanych algorytméow. W tym
przypadku mamy do czynienia z duza niejednorodno$cia zbioru danych z uwagi na
wystgpowanie w zbiorze materialow o roznej charakterystyce parametrow fizycznych

roéznigcych sie od siebie znaczaco. Aby potwierdzi¢ brak wystgpowania autokorelacji

reszt w probie walidacyjnej wykonano dalsze testy zaprezentowane w tabeli 17.

ZESTAW UCZACY (70%) ZESTAW TESTOWY (30%)
25

2.0
1.5
1.0

0.5

Pierwiastki z modutéw standaryzowanych reszt
Pierwiastki z modutéw standaryzowanych reszt

0.0
0.000 0.004 0.008 0.012 0.0000 0.0025 0.0050 0.0075 0.0100 0.01]
Wartosci dopasowane przez model Wartosci dopasowane przez model

AdaBoost
2.5 °
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1.5
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0.5 0.5

Pierwiastki z modutéw standaryzowanych reszt

0.0 0.0
0.0000 0.0025 0.0050 0.0075 0.0100 0.0125 0.0000 0.0025 0.0050 0.0075 0.0100 0.012
Wartosci dopasowane przez model Wartosci dopasowane przez model

Pierwiastki z modutéw standaryzowanych reszt

Random Forest
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Rysunek 53. Wykresy heteroscedastycznosci dla poszczegolnych modeli.

W tabeli 17 znajduja si¢ wyniki testow Breuscha-Pagana, Durbina-Watsona oraz
Breusch-Godfreya na autokorelacje reszt. Wyniki testu Breuscha-Pagana pozwolity
stwierdzi¢ wystepowanie heteroskedastyczno$ci we wszystkich modelach poza Linear
Regression oraz Neural Network. Test Durbina-Watsona na poprawno$ci doboru
zmiennych w modelu wykazat, ze wyniki otrzymane dla poszczegodlnych modeli
w wiekszosci oscyluja wokot wartosci DW=2, co wskazuje na niejednoznaczny wynik
wystepowania autokorelacji w rozktadzie reszt. Wyjatkiem sa algorytmy AdaBoost,
Random Forest oraz k-NN dla ktoérych wyniki testu znaczaco przewyzszaja DW=2 co
przemawia za odrzuceniem hipotezy o autokorelacji reszt. Dla pozostatych modeli
wykonano dodatkowo test Breucha-Godfreya w celu wykluczenia autokorelacji. Test
Breucha-Godfreya, potwierdzit to, ze w przypadku wszystkich modeli wystgpuj¢ p-value
wigksze od 0.05 co pozwala odrzuci¢ hipoteze o wystepowaniu autokorelacji dla

badanych modeli.

Tabela 17. Wyniki testow Breuscha-Pagana, Durbina-Watsona oraz Breusch-Godfreya na
autokorelacje reszt.

Cross Validation
TRENING BP df p-value DW p-value LMtest df p-value
AdaBoost 95.005 1 <22x107%  2.047 0.766 0.536 1 0.464
Random Forest 73911 1 <22x107'%  2.046 0.760 0.535 1 0.465
k-NN 17.502 1 287x10°  2.133 0.980 0.417 1 0538
Gradient Boosting ~ 124.530 1 <2.2x10'® 2.021 0.627 0.159 1 0.690
Neural Network 2.398 1 1.22x10" 1.966 0.299 0.252 1 0615
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Linear Regression ~ 0.475 1 491x10" 2.0594  0.821 0.861 1 0354

Cross Validation Test Breuscha-Pagana Test Durbin-Watson  Test Breusch-Godfrey

TEST BP df p-value DW p-value LMtest df p-value
AdaBoost 36.947 1 1.21x10°  2.072 0.768 0.015 1 0.901
Random Forest 7.049 1 7.93x10° 1.975 0.399 0.065 1 0.798
k-NN 0.140 1 7.09x10" 1.836 0.048 2.745 1 0.097
Gradient Boosting ~ 8.259 1 4.06x107 1.939 0.268 0.379 1 0.538
Neural Network 0.197 1 6.57x10" 2.065 0.745 0.433 1 0.511
Linear Regression ~ 0.161 1 6.88x10" 2.110 0.869 1.254 1 0.263

Analiza danych zaobserwowanych wzgledem predykciji

Kontrola predykcyjna z wyprzedzeniem (rysunek 54) weryfikuje dopasowanie
danych przewidywalnych przez poszczegdlne algorytmy na modele dostosowane do
danych empirycznych. Najlepsze dopasowanie do wynikow badan uzyskaty algorytmy
AdaBoost oraz Random Forest. W przypadku modeli &-NN oraz Gradient Boosting
mozna zaobserwowac stabszg odporno$¢ modeli na dane odstajace od gtownego trendu
zageszczenia. Pozostale dwa algorytmy — Neural Network oraz Linear Regression

w odniesieniu do pozostalych algorytméw uzyskaly gorsze rezultaty co jest widoczne

w postaci znacznego odchylenia od gtéwnej osi trendu.
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Rysunek 54. Wykresy predykcji zatozonego modelu dla poszczegolnych algorytmow.

Analiza wplywowych wartosci

Potencjalny wplyw obserwacji odstajacych nie charakterystycznych na modelowanie
z uzyciem algorytmoéw uczenia maszynowego opisano wczesniej. Na rysunku 55
zaprezentowano graficzng analize wptywowych obserwacji, dla zestawu walidacyjnego.

Dla zadnego z modeli nie stwierdzono obecnosci wptywowych wartosci.
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Rysunek 55. Wykresy analizy wplywowych obserwacji dla poszczegolnych modeli.

W tabeli 18 zaprezentowano analize¢ wydajnosci modeli dla walidacji. Analiza jest

uszeregowana hierarchicznie pod wzgledem parametrow oceny RZadj), RMSA, AIC
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(wazonego), BIC (wazonego). Najwyzszy wynik wydajnos$ci uzyskano zaroéwno dla fazy
treningowej jak i dla fazy testowej dla algorytmu AdaBoost, ktory uzyskat wydajnos$¢ na
poziomie 100%, kolejny algorytm z wysoka notg to Random Forest o wydajnosci 53.21%
152.56% oraz Gradient Boosting 48.25% oraz 47.53%.

Tabela 18. Analiza wynikow wydajnosci modeli dla zestawu danych walidacyjnych.

ZESTAW UCZACY R . AIC BIC Wynik
~ Model R*@g) RMSE Sigma v

Cross Validation

(wazone) (wazone) wydajnosci

AdaBoost Im 0994 226x10*2.26x10*  1.00 1.00 100.00%
Random Forest Im 0987 3.38x10*3.38x10*  0.00 0.00 53.21%
k-NN Im 0979 4.35x10* 4.36x10*  0.00 0.00 49.43%
Gradient Boosting Im 0975 4.62x10™* 4.62x10* 0.00 0.00 48.25%
Linear Regression Im  0.851 0.001 0.001 0.00 0.00 14.44%
Neural Network Im  0.793 0.001 0.001 0.00 0.00 0.00%

TZEESi“l;)AV?f\; Model R? gy RMSE Sigma | A,I ¢ . B,I ¢ Wy.nik, )
Cross Validation i (wazone) (wazone) wydajnosci
AdaBoost Im 0986 3.22x10* 3.22x10™ 1.00 1.00 100.00%
Random Forest Im 0980 4.21x10*4.22x10™ 0.00 0.00 52.56%
Gradient Boosting Im 0969 520x10*5.21x10* 0.00 0.00 47.53%
k-NN Im 0953 6.58x10™ 6.60x10*  0.00 0.00 40.29%
Linear Regression Im  0.844 0.001 0.001 0.00 0.00 6.68%
Neural Network Im  0.825 0.001 0.001 0.00 0.00 0.00%

Na rysunku 56 zaprezentowano graficzne odzwierciedlenie analizy wydajnosci

poszczego6lnych modeli.
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Rysunek 56. Graficzna interpretacja analizy wynikow wydajnosci modeli dla zestawu danych
walidacyjnych.

5.2. Predykcja wspolczynnika filtracji dla kruszyw
antropogenicznych

5.2.1. Gromadzenie danych

Jak wczesniej w przypadku piaskow dane zgromadzone dla kruszyw
antropogenicznych poddano gruntownej obrébce. Zgromadzone dane, przefiltrowano
pod wzgledem brakujacych warto$ci i przeanalizowano pod katem mozliwych bledow.
Weryfikacja danych polegata na usunieciu ze zbiorow danych wartosci nieistotnych

1 nieaktualnych, ktore moglyby wptyna¢ na poprawno$¢ dziatania wytrenowanego na
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nich modelu. Proces czyszczenia danych dla kruszyw antropogenicznych wykonano jak
w przypadku piaskow. Szczegdtowy opis etapoOw procesu znajduje si¢ w rozdziale 5.1.1.

Zgromadzone dane objety cztery rodzaje kruszyw antropogenicznych. Struktura
zgromadzonych danych zostala zawarta na rysunku 57. Obejmuje rodzaj materiatu,
przyjete gradienty hydrauliczne i1 energie zageszczania przy jakich zbierane byty dane

dotyczace przeptywu. Wszystkie dane zbierane byly w identycznych warunkach.
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Rysunek 57. Struktura zgromadzonych danych.

5.2.2. Eksploatacja i przygotowanie danych

Wszystkie zebrane cechy materiatu pozwalajace przyblizy¢ parametry mogace mie¢
wplyw na wspolczynnik filtracji, zostaty przenalizowane pod katem wzajemnych
korelacji oraz limitow zastosowanych do modelowania parametrow, ktore znajduja si¢

w tabeli 19.

Tabela 19 Limity zastosowanych do modelowania parametrow.

Kruszywa antropogeniczne Minimum Maximum
Energia zageszczenia, [J/cm’] 0.00 2.65
Gradient hydrauliczny, [-] 0.08 1.02
Wielkos¢ czastek (ds), [mm] 0.01 2.60
Wielkos¢ czastek (d;o), [mm] 0.02 3.00
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Wielkos¢ czastek (d;7), [mm] 0.04 7.80

Wielkos¢ czastek (d2o), [mm] 0.05 8.70
Wielkos¢ czastek (dso), [mm] 0.03 10.00
Wielkos¢ czastek (dso), [mm] 0.09 12.00
Wielkos¢ czastek (dso), [mm] 0.15 14.00
Wielkos¢ czastek (dop), [mm] 0.70 30.00
Gestosé whasciwa (py), [g/em’] 2.01 2.59
Gestosé objetosciowa (py), [g/cm’] 0.80 1.81
Porowatos¢ (n), [—] 0.28 0.66
Wskaznik porowatosci (e), [-] 0.40 1.93
Wskaznik jednorodnosci (Cu), [—] 3.41 34.29
Wskaznik krzywizny uziarnienia (Cc), [—] 0.07 7.85
Wspotczynnik filtracji (k), [m/s] 0.00007 0.06994
Mape korelacji Pearsona wykonano z wykorzystaniem metody — Heatmap

1 zaprezentowano na rysunku 58. Mozna dostrzec, ze parametry wptywajace na wartos$¢
wspotczynnika filtracji dla majga zblizong do siebie warto$§¢ i trudno wyodrebnié
najistotniejszy parametr. W takim przypadku sporzadzono matryce dla kazdego
z analizowanych materialow oraz przygotowano drzewa klasyfikacyjne analizujace
zalezno$ci pomigdzy cechami. Najwieksza istotno$¢ cech wzgledem wspotczynnika
filtracji uzyskano dla energii zaggszczania, wielkosci czastek dso, dso, d2o oraz dla

porowatosci.
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Rysunek 58. Heatmap korelacji.

Matryce korelacji dla poszczegolnych materiatdéw zaprezentowano na rysunku 59,
ktore lepiej obrazujg korelacje poszczegoélnych cech dla kazdego z materialow. Dla obu
destruktow oraz dla zuzla wielkopiecowego otrzymano wysokie wspotczynniki korelacji
ze wspotczynnikiem filtracji dla prawie wszystkich cech inaczej niz dla zuzla
paleniskowego, gdzie najwyzsza korelacje uzyskaly gestos¢, porowato$¢ oraz energia

zageszczenia, a niskie parametry uziarnienia.
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Rysunek 59. Heatmap korelacji w zaleznosci od analizowanego materiatu.

Analiza klasyfikacyjna z uzyciem techniki drzewa decyzyjnego (rysunek 60 i 61)
pokazuje rzeczywisty wplyw poszczegélnych parametréw fizycznych w wyjasnieniu

wspolczynnika filtracji. Technika ta nie tylko pozwala na analiz¢ zaleznosci
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poszczegolnych cech i1 ich wptyw na wspotczynnik filtracji, ale daje takze mozliwosé

obserwacji interakcji cech wzgledem siebie.

1 I“I — —_—
m_ - 200 - 200 - 200

— v0°0 - ¥0°0 - ¥00

- ¢00

- 900 — 900 - 900 - 900

(08 = U) G 3pON 0Z¢€ = U) ¥ 8PON 08. =U) Zl 9PON

\ / 3 /

L6 L'6% L1°0< AN

1000>d
eluazozsdbez 3

1000>d
0GP Y2)sezo™ M

88 =< 8'8=

1000>d_
0SP %9Isez™ M

600 <

0vZ=U L PON  (¥Z€ = U) 8 BPON

- 0 — 0 -0 -0
o 8
— 200 | — 200 & 200 Im. - ¢00
v : |
o m i
— 700 8 — ¥0°0 L %00 - v00
8
—~ 900 —~ 900 - 900 ' = 900
LD
]
(591 =U) 2 apoN (08¥ = u) G 8poN (005 = U) ¥ 8poN
\ / \ /
€20 =< €20= ¢s0< 250=

1000>d_
0SP %8I8z M

600=

1000>d
eluazozsdbez 3

OA

1000>d
eluazozsdbez 3

1000 > d
JusipeID

Rysunek 60. Analiza klasyfikacyjna parametrow z wykorzystaniem techniki drzewa decyzyjnego

(3 rozgatezienia).

Na rysunku 60 zaprezentowano analiz¢ klasyfikacyjna z 3 rozgal¢zieniami na
rysunku 61 z 4 rozgalezieniami. Cechami materiatu istotnymi dla tej analizy okazaty si¢
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J4

energia zagegszczenia, gradient hydrauliczny, wielkos$¢ ziaren dso. Wielkosci tych cech

objasniaja wplyw parametrow fizycznych na ksztalttowanie wspotczynnika filtracji.
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Rysunek 61. Analiza klasyfikacyjna parametrow z wykorzystaniem techniki drzewa decyzyjnego

(4 rozgatezienia).
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Wyniki badan wspotczynnika filtracji zaprezentowano na rysunku 62, w podziale na
poszczegolne rodzaje kruszyw i uwzgledniajac parametr energii zaggszczania jako

istotny wzgledem wcze$niej zaprezentowanych analiz istotno$ci parametrow.
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Rysunek 62 Wyniki badan wspotczynnika filtracji z uwzglednieniem zastosowanej energii
zageszczenia.

5.2.3. Tworzenie i ocena modeli dla proby w podziale 70/30

Wyniki predykcji modeli z zastosowaniem algorytméw zaprezentowano w tabeli 20.
Najlepsze wyniki predykcyjne uzyskat algorytm AdaBoost przy R? dla proby uczacej
0.997 i R? dla proby testowej 0.998. Jednocze$nie model AdaBoost uzyskat biad
sredniokwadratowy (MSE) w zakresie od 5.55x107 do 8.17x1077, pierwiastkowy btad
sredniokwadratowy (RMSE) miedzy 7.45x10* a 9.04x10, $redni blagd bezwzgledny
(MAE) 3.55x10* do 4.93x10*.
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Drugi w kolejnos$ci algorytm (zarowno dla proby uczacej jak i testowej) to Random
Forest ktory uzyskal podobne poziomy btedow oraz R? — zestaw uczacy 0.996 oraz
zestaw testowy 0.987. W przypadku algorytméw k-NN oraz Gradient Boosting otrzymane
dopasowanie modelu byto mniej doktadne a algorytmy Neural Network oraz Linear
Regression cechowaly sie¢ najstabszym dopasowaniem, gdzie R? znaczaco odstaje.
Najnizszy wspotczynnik determinacji uzyskano dla Linear Regression w przedziale od
0.706 do 0.737.

W dalszej cze$ci zaprezentowano szczegdtowa analizg otrzymanych wynikéw
predykcyjnych w tym analize rozktadu reszt w celu zbadania przyczyn i zalezno$ci
otrzymanych wynikow predykcyjnych. Waznym elementem tej czgsci pracy jest
weryfikacja 1 potwierdzenie poprawnosci rezultatow obliczen wynikajacych z pierwszej
analizy w celu doboru algorytmu o jak najlepszych parametrach i tolerancj¢ modelu na

efekt modelowania odbiegajacy od gléwnego trendu modelowania.

Tabela 20. Wyniki estymacji dla zestawow danych uczqcego i testowych.

Zestaw uczqcy (70%)

Algorytm MSE RMSE MAE R
AdaBoost 8.17x107 9.04x10*  4.93x10* 0.997
Random Forest 1.06x10°¢ 1.03x10°  5.69x10* 0.996
k-NN 4.09x10° 2.02x1073 9.91x10* 0.983
Gradient Boosting 8.53x10°¢ 2.92x107° 1.85x1073 0.964
Neural Network 3.72x10° 6.10x10°  4.42x10? 0.843
Linear Regression 6.98x107 8.35x10%  6.16x107 0.706

Zestaw testowy (30%,)

Algorytm MSE RMSE MAE R
AdaBoost 5.55x107 7.45x10*  3.55x10* 0.998
Random Forest 2.96x10°¢ 1.72x10%  8.33x10* 0.987
Gradient Boosting 8.12x10°¢ 2.85x107° 1.84x1073 0.965
k-NN 1.30x107° 3.61x107 1.72x10 0.944
Neural Network 4.46x107° 6.68x10°  5.01x10° 0.808
Linear Regression 6.09x10 7.81x10°  5.79x1073 0.737
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Rysunek 63 odzwierciedla wcze$niej omdéwione w tabeli 20 wyniki predykcji.
Najlepsze dopasowanie uzyskano dla algorytmu Adaboost, gdzie dane pochodzace
z obserwacji oraz predykcji uktadajg si¢ blisko linii regresji zaréwno dla zestawu danych
uczacych jak 1 testowych. Wyniki algorytmow, ktore uzyskaly nizsze wyniki
dopasowania R? prezentujg takze gorszg korelacje na rysunku 63 a wyniki predykcji
wzgledem obserwacji znaczaco odbiegaja od linii regresji. Jest tak szczegdlnie
w przypadku Linear Regression oraz Neural Network, $wiadczy to o slabszej zdolnosci
tych modeli do przewidywania wspotczynnika filtracji.

Zaprezentowane na rysunku 63 wykresy pozwalaja na zobrazowanie rzeczywistych
rezultatow predykcji 1 oceng jej skutecznos$ci. Analizujac same bledy oraz wspotczynnik
determinacji mozna wnioskowaé, ze otrzymane dla wszystkich modeli wyniki maja

podobng skuteczno$¢ predykcyjna. Wizualizowanie wynikow szacowania pozwala

zweryfikowac¢ stopien rozbiezno$ci obserwacji od wynikow predykeji (rysunek 63).
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Rysunek 63. Porownanie wynikow modelowania z obserwacjami.

Analiza rozkladu normalnos$ci reszt wraz wykresem kwartyl-kwartyl (Q-Q plot)

Wykresy ilustrujagce rozktad histogramowy reszt dla poszczegdlnych analiz
zaprezentowano dla wszystkich algorytméw, na rysunku 64 dla zestawu uczacego i na
rysunku 65 dla zestawu testowego. Wykres ten jest histogramowym odzwierciedleniem
rozktadu reszt odpowiadajacym rdéznicy miedzy warto$cig obserwowang i szacowang
przez model.

Jak w przypadku piaskow dla algorytmu AdaBoost uzyskano rozktad gestosci reszt
koncentrujacy sie wokot wartosci zero, ktory ma wydtuzony ksztatt jednak zachowuje
charakter rozktadu normalnego o réwnomiernym rozktadzie reszt odstajacych w ogonach

na wykresie Q-Q.
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Podobng charakterystyke rozktadu reszt zaobserwowano w przypadku algorytmu
Random Forest jednak o wigkszych przedziatach rozktadu, nieré6wnomiernym
w ogonach. Algorytmy Gradient Boosting, Linear Regression oraz Neural Network maja
rozklad o szerszej podstawie, i 0 nierownomiernym rozkladzie w stosunku do rozktadu
normalnego.

W ich przypadku koncentracja rozkladu reszt wokot wartosci zero jest duzo
mniejsza, a rozkltad ma szersza podstawe. Podobnie w przypadku rozktadu reszt na
wykresie Q-Q, symetria rozktadu ogondéw jest nierownomierna. Powyzsze obserwacje

odnosza si¢ do obu zestawdw uczacego i testowego.
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Rysunek 64. Wykresy normalnosci rozktadu reszt histogram zageszczenia reszt (po lewej) i
wykres Q-Q (po prawej) dla poszczegolnych modeli.
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Rysunek 65. Wykresy normalnosci rozkladu reszt histogram zageszczenia reszt (po lewej)
i wykresie Q-0 (po prawej) dla poszczegolnych modeli.

Wyniki kurtozy i1 sko$nosci zaprezentowano w tabeli 21, zarowno dla zestawu
uczacego jak i testowego. Na podstawie wynikow otrzymanych dla kurtozy mozna
wnioskowa¢ o silnej koncentracji wynikéw wokot $redniej dla analizowanych
algorytmow wszystkie wyniki s3 wigksze od 0. Najwigksza koncentracja (rozktady
,wysmuklone”), o charakterze rozktadu leptokurtycznym to Adaboost, Random Forest
1 k-NN zaréwno w przypadku zestawow uczacych jak i testowych. Pozostate algorytmy
majg rozklady o charakterze mezokurtycznym.

W przypadku kazdego z zestawdw i algorytméw mozemy moéwi¢ o wystepowaniu
niewielkiej lub matej asymetrii rozkladu. Dla zestawu uczacego niewielka asymetri¢
lewostronng stwierdzono dla modeli Linear Regression i Neural Network. Mala asymetrig¢

prawostronng stwierdzono w przypadku pozostatych modeli.

Tabela 21. Wyniki kurtozy i skosnosci estymacji reszt dla zestawow danych uczgcego

i testowych.
KURTOZA SKOSNOSC

Zestaw uczacy 70%
Neural Network 1.768 -0.0544
AdaBoost 1.972 0.3048
k-NN 1.924 0.2600
Linear Regression 1.952 -0.1910
Random Forest 1.977 0.3043
Gradient Boosting 1.790 0.2023
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Zestaw testowy 30%

Neural Network 1.955 -0.0315
AdaBoost 1.889 0.2972
k-NN 1.686 0.1744
Linear Regression 1.831 -0.0834
Random Forest 1.811 0.2538
Gradient Boosting 1.665 0.1680

Analiza oczekiwanego skumulowanego prawdopodobienstwa reszt (P-P plot)

Wykresy normalno$ci rozkladu reszt (P-P plot) dla poszczegdlnych modeli
przedstawiono na rysunku 66. Obserwujac rozktad wartos$ci obserwowanych wzgledem
estymowanych najwigkszg symetri¢ rozktadu obserwujemy w przypadku algorytmu
AdaBoost, stabsza w przypadku Random Forest. Dla k-NN rozktad wartosci nie
zachowuje rownomiernos$ci a skumulowane prawdopodobienstwo dla obserwacji spada
juz od wartosci 0.40. Dla Gradient Boosting symetria rozktadu wartos$ci jest bardziej
splaszczona 1 zblizona do warto$ci teoretycznej podzialu, zaznaczonej na wykresie
kolorem zielonym. W przypadku pozostalych algorytmoéw obserwujemy brak
réwnomierno$ci rozktadu wartosci, a sam rozktad jest nieciagly (Linear Regression).

Jednak wartos$ci koncentruja si¢ wokodt linii symetrii rozktadu, niemalze si¢ z nig

pokrywajac.
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Rysunek 66. Wykresy normalnosci rozktadu reszt (P-P plot) dla poszczegolnych modeli.

Analiza hetroskedestycznosci

Bazujac na wczesniejszym do$wiadczeniu z analizy piaskow i analizujac wykresy
pierwiastkéw z modutow standardowych reszt (rysunek 67), ksztatt wachlarza rozktadu

wskazuje na  mozliwos¢ wystapienia  heteroskedastycznosci. Problem

heteroskedestycznos$ci zostat omoOwiony szerzej we wezesniejszym rozdziale 5.1.3.
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Rysunek 67. Wykresy heteroscedastycznosci dla poszczegolnych modeli.
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W tabeli 22 znajduja si¢ wyniki testow Breuscha-Pagana, Durbina-Watsona oraz
Breusch-Godfreya na autokorelacje reszt. Wyniki testu Breuscha-Pagana pozwolity
stwierdzi¢ wystgpowanie heteroskedastycznosci we wszystkich modelach. Oznacza to
zastosowanie prawidtowej ilo$ci zmiennych do oszacowania analizowanych modeli.

Przeprowadzono test Durbina-Watsona majacy wykluczy¢ hipoteze o wystepowaniu
autokorelacji pierwszego rzedu pomiedzy zmiennymi. Wszystkie wyniki oscyluja wokot
warto$ci DW=2, co $wiadczy o braku autokorelacji zmiennych

Ostatecznie odrzucono hipoteze o wystgpowaniu autokorelacji mniejszej lub rownej
trzy stosujac test Breucha-Godfreya, gdzie przypadku wszystkich modeli wystepuje
p-value wigksze od 0.05. Pozwala to na odrzucenie hipotezy o wystepowaniu

autokorelacji dla badanych modeli.

Tabela 22. Wyniki testow Breuscha-Pagana, Durbina-Watsona oraz Breusch-Godfreya na
autokorelacje reszt.

Test Breuscha-Pagana Test Durbin-Watson  Test Breusch-Godfrey
TRENING BP df p-value DW p-value LM test df  p-value
AdaBoost 70.879 1 <2.2x107"° 1.969 0.245 0.476 1 0.490
Random Forest ~ 75.144 1 <2.2x107" 1.946 0.110 1.501 1 0.221
k-NN 96.849 1 <2.2x107"° 1.966 0.220 0.592 1 0.442
Gradient Boosting 14.274 1 1.58x10*  1.996 0.462 0.009 1 0.925
Neural Network 36317 1 1.68x10°  2.039 0.811 0.791 1 0.374
Linear Regression 8.411 1 3.73x10°  2.002 0.519 0.007 1 0.933

Test Breuscha-Pagana Test Durbin-Watson  Test Breusch-Godfrey
TEST BP df p-value DW p-value LM test df  p-value
AdaBoost 9.488 1 2.07x10°  1.969 0.326 0.203 1 0.652
Random Forest ~ 8.960 1 2.76x10°  1.982 0.392 0.073 1 0.787
k-NN 26.966 1 2.07x107  1.963 0.293 0.295 1 0.587
Gradient Boosting 13.531 1 2.35x10*  2.065 0.830 0.927 1 0.336
Neural Network ~ 9.391 1 2.18x10° 1914 0.101 1.457 1 0.227
Linear Regression 2.851 1 9.13x102  1.998 0.491 0.00044 1 0.983
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Analiza danych zaobserwowanych wzgledem predykciji

Kontrola predykcyjna z wyprzedzeniem (rysunek 68) weryfikuje dopasowanie

danych przewidywanych przez poszczegélne algorytmy na modele dostosowane do

danych empirycznych. Najlepsze dopasowanie do wynikow badan uzyskaty algorytmy

AdaBoost, Random Forest. W przypadku modeli k-NN i1 Gradient Boosting obserwujemy

nieco stabsza odporno$¢ modeli na dane odstajace od gtownego trendu zageszczenia

danych. W przypadku modelu powstatego na bazie algorytmu Neural Network 1 Linear

Regression wida¢ znaczace odchyleniach od gléwnej osi trendu.
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Rysunek 68. Wykresy predykcji zatozonego modelu dla poszczegolnych algorytmow.

Analiza wplywowych wartosci

Na rysunku 69 zaprezentowano graficzng analiz¢ wptywowych obserwacji, dla
zestawoOw uczacego 1 testowego. Dla zadnego z badanych modeli nie stwierdzono
wystepowania wartosci wplywowych mogacych mie¢ istotny wptyw na predykcje

wspotczynnika filtracji i wptywaé na wiarygodno$¢ modelu.
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Rysunek 69. Wykresy analizy wplywowych obserwacji dla poszczegolnych modeli.

W tabeli 23 zaprezentowano analiz¢ wydajnosci modeli uwzgledniajacg zestaw

uczacy 1 testowy. Analiza jest uszeregowana hierarchicznie pod wzglgdem parametrow

oceny R2%(.di), RMSA, AIC (wazonego), BIC (wazonego). Najwyzszy wynik wydajnosci

uzyskano dla algorytmu AdaBoost, ktory uzyskat wydajno$¢ na poziomie 100%, kolejny

algorytm z wysoka wydajnoscig modeli jest Random Forest o wydajnosci 66.19% dla

zestawu uczacego 1 66.44% dla zestawu testowego oraz Gradient Boosting 61.39% dla

zestawu uczacego 1 61.71% dla zestawu testowego. Najnizsza wydajnos$¢ uzyskano dla

algorytmu Linear Regression (0.00%).
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Tabela 23. Analiza wynikow wydajnosci modeli dla zestawow danych uczgcego i testowych.

TRENING Model R* ) RMSE  Sigma AIC BIC Wynik
(wazone)  (wazone) wydajnosci
AdaBoost Im 0.995 0.0010 0.0010 1.00 1.00 100.00%
Random Forest Im 0.995 0.0010 0.0010 0.00 0.00 66.19%
k-NN Im 0.990 0.0020 0.0020 0.00 0.00 61.39%
Gradient Boosting Im 0.980  0.0020  0.0020 0.00 0.00 53.69%
Neural Network Im 0.941 0.0040 0.0040 0.00 0.00 31.74%
Linear Regression Im 0.870  0.0050  0.0050 0.00 0.00 0.00%

Sigma AIC BIC Wynik
(wazone)  (wazone) wydajnosci
AdaBoost Im 0.997 0.0008 0.0008 1.00 1.00 100.00%
Random Forest Im 0.997 0.0009 0.0009 0.00 0.00 66.44%
k-NN Im 0.992  0.0010 0.0010 0.00 0.00 61.71%
Gradient Boosting Im 0.981 0.0020 0.0020 0.00 0.00 52.47%
Neural Network Im 0.945 0.0030 0.0030 0.00 0.00 32.16%
Linear Regression Im 0.876  0.0050 0.0050 0.00 0.00 0.00%

Na rysunku 70 zaprezentowano graficzne odzwierciedlenie analizy wydajnosci

poszczeg6lnych modeli.
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Rysunek 70. Graficzna interpretacja analizy wynikow wydajnosci modeli dla zestawow danych
uczgcego i testowych.

5.2.4. Tworzenie i ocena modeli dla proby dzielonej metoda
Cross Validation

Wyniki predykcji modeli z zastosowaniem algorytméw zaprezentowano w tabeli 24.
Najlepsze wyniki predykcyjne uzyskat algorytm AdaBoost przy R? dla zestawu uczacego
0.992 i R? dla proby testowej 0.968. Jednocze$nie model AdaBoost uzyskat biad
$redniokwadratowy (MSE) w zakresie od 1.82x10°¢ - 7.49x10°, pierwiastkowy btad
sredniokwadratowy (RMSE) miedzy 1.35x1073 a 2.74x1073, $redni blagd bezwzgledny
(MAE) 7.28x10* do 1.19x1073. Kolejny algorytm z najwyzszym wspdtczynnikiem
determinacji (zarowno dla zestawu uczacego jak i testowego) Random Forest uzyskat
podobne poziomy btedéw oraz R?, zestaw uczgcy 0.990 oraz zestaw testowy 0.959.
W przypadku algorytméw k-NN oraz Gradient Boosting otrzymano nizsze wyniki
dopasowania modelu, jednak ze wspotczynnikiem determinacji powyzej 0.9. Najnizszy

wspotczynnik determinacji uzyskano dla Linear Regression w przedziale od 0.701 do
0.726.

Tabela 24. Wyniki estymacji dla zestawow danych uczgcego i testowych — Cross Validation.

Cross Validation — Zestaw uczgcy

Algorytm MSE RMSE MAE R2
AdaBoost 1.82x10°¢ 1.35x10°  7.28x10* 0.992
Random Forest 2.49%x10°° 1.58x10°  8.42x10* 0.990
Gradient Boosting 9.93x10°¢ 3.15x107 1.98x1073 0.958
k-NN 1.19x107 3.46x107 1.66x1073 0.950



Neural Network 4.08x10° 6.39x10°  4.50x107 0.828
Linear Regression 7.10x10 8.42x103  6.23x107 0.701

¥

Cross Validation — Zestaw testowy

Algorytm MSE RMSE MAE R
AdaBoost 7.49%x10°° 2.74x10%  1.19x107 0.968
Random Forest 9.52x10°° 3.09x10°%  1.49x10° 0.959
Gradient Boosting 1.52x10°3 3.90x10°  2.22x107 0.934
k-NN 2.00x107 4.47x107 2.28x107 0.914
Neural Network 6.29x10° 7.93x10°  5.93x10° 0.728
Linear Regression 6.36x1073 7.97x10°  5.92x1073 0.726

Rysunek 71 odzwierciedla wczesniej zaprezentowane w tabeli 24 wyniki predykcji
dla zestawow uczacego i testowego. Najlepsze dopasowanie uzyskano dla algorytmu
Adaboost R* dla zestawu uczacego wynosit 0.992, a dla testowego 0.968. Na rysunku 71,
dane dla algorytmu AdaBoost dla zestawu danych uczacego, pochodzace z obserwacji
oraz predykcji uktadajg si¢ blisko linii regresji. Dla danych testowych widoczne sa
pojedyncze wartosci nieco bardziej oddalone od linii regresji. W przypadku algorytmow
Linear Regression oraz Neural Network, wyniki zestawione na wykresie charakteryzuje

znaczne oddalenie od linii regresji 1 brak jednolitego charakteru rozktadu wartosci co ma

istotny wptyw na zdolno$¢ tych modeli do przewidywania wspotczynnika filtracji.

ZESTAW UCZACY (70%) ZESTAW TESTOWY (30%)
[ ]

0064 0.06 1
w 0
£ £
X xh
§ 0.041 :§ 0.04
2 %
7% 0.021 g 0.02
= 2

0.00 1 0.00 1

0.00 0.02 0.04 0.06 0.00 0.02 0.04 0.06
AdaBoost, [m/s] AdaBoost, [m/s]
AdaBoost

177



0.04

Random Forest, [m/s]

0.02

0.00

0.06 1

T T
= o
=) =]

o o
[s/w] % “foeny NuAzojodspn

0.00 1

0.04

Random Forest, [m/s]

0.02

0.06 1

04
02

o o
[s/w] ¥ “foesyy NuAzorodspn

0.00

Random Forest

02

o

[s/w] ¥ ‘tfoeayy NuAzolodspn

0.06
0.04 1

0.00 1

02

T
=
Q

0.06 1

o o
[s/w] 3 “foenyy NuAzojpdspn

0.00

, [m/s]

kNN

kNN, [m/s]

k-NN

0.04

Gradient Boosting, [m/s]

0.02

0.06 -

T T
<+ ]
S =]

o o
[syw] ¥ “foeayy YuAzoods

0.00 1

0.04 0.0¢
Gradient Boosting, [m/s]

0.02

0.00

0.06 1

T T
< o
=) =]

o o
[s/w] 3 ‘ifoeayy siuAzoodsn

0.00

Gradient Boosting

178



o
<}
a
S

0.050 -

0.025 -
0.025

Wspétczynik filtracji, k [m/s]
Wspdtczynik filtracji, k [m/s]

o
=3
S
S

0.000

0.00 0.02 0.04 -0.02 0.00 0.02 0.04 0.06]
Neural Network, [m/s] Neural Network, [m/s]

Neural Network

. 0.06 -

0.041 0.04-

0.02 1 0.02 A

Wspétczynik filtracji, k [m/s]
Wspétczynik filtracji, k [m/s]

0.00 1 0.00

001 000 001 002 003 004 005 0.00 0.02 0.04
Linear Regression, [m/s] Linear Regression, [m/s]

Linear Regression
Rysunek 71. Porownanie wynikow modelowania z obserwacjami.

Analiza rozkladu normalnos$ci reszt wraz wykresem kwartyl-kwartyl (Q-Q plot)

Analizg rozktadu reszt przeprowadzono dla wszystkich algorytmoéow, zastosowano
graficzng interpretacj¢ w postaci histogramow rozktadu reszt 1 wykresow Q-Q
przedstawionych na rysunku 72 dla zestawu danych uczacych i na rysunku 73 dla zestawu
danych testowych. Uzyskane wyniki korespondujg z wynikami uzyskanymi wcze$niej
w przypadku zestawow uczacych i testowych dla podziatu proby 70% / 30%. Najmniejsze
odchylenia reszt, czyli najlepsza predykcje prawidlowych wynikéw uzyskano dla
algorytmu AdaBoost gdzie szeroko$¢ podstawy rozkladu teoretycznego zawiera si¢
w przedziale + 0.005, podobnie dla Random Forest, dla algorytmu k-NN byto to 0.01.
Algorytmy Linear Regression oraz Neural Network maja rozktad o szerszej podstawie, o

nierOwnomiernym rozktadzie w stosunku do rozktadu normalnego.
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W ich przypadku koncentracja rozkladu reszt wokot wartosci zero jest duzo
mniejsza, a rozkltad ma szersza podstawe. Podobnie w przypadku rozktadu reszt na
wykresie Q-Q, symetria rozktadu ogondéw jest nierownomierna. Powyzsze obserwacje

odnosza si¢ do obu zestawdw uczacego i testowego.
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Rysunek 72. Wykresy normalnosci rozkladu reszt histogram zageszczenia reszt (po lewej)
i wykresie Q-0 (po prawej) dla poszczegolnych modeli.
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Rysunek 73. Wykresy normalnosci rozktadu reszt histogram zageszczenia reszt (po lewej) i QQ-
plot (po prawej) dla poszczegolnych models.

Wyniki kurtozy i skosnosci estymacji reszt dla walidacji zaprezentowano w tabeli
25. Na podstawie wynikow otrzymanych dla wyliczen kurtozy, poniewaz wszystkie
otrzymane wyniki sa wigksze niz 0, mozna méwié, ze w przypadku wszystkich
algorytmow wystepuje znaczna koncentracja wynikéw wokot $redniej.

Rozktady reszt AdaBoost, Random Forest i k-NN wpisuja si¢ w charakterystyke
rozktadu leptokurtycznego. Neural Network oraz Linear Regression wpisuja si¢
w rozktad mezokurtyczny z uwagi na duze podobienstwo ich rozktadu koncentracji reszt
do rozktadu normalnego.

Analiza wynikéw skosnosci $§wiadczy o wystgpowaniu malej prawostronnej
sko$nosci uzyskanych wynikéw dla wszystkich algorytmow poza Linear Regression dla
ktorego uzyskany wynik sko$nosci pozwala wnioskowaé o lewostronnej asymetrii.

W przypadku Neural Network mozna wnioskowa¢ o braku asymetrii.

Tabela 25. Wyniki kurtozy i skosnosci estymacji reszt dla walidacyji.

KURTOZA SKOSNOSC

Cross Validation — Trening

Neural Network 1.866 -0.0347
AdaBoost 1.986 0.3076
k-NN 1.845 0.2149
Linear Regression 1.960 -0.1921
Random Forest 1.961 0.2956
Gradient Boosting 1.776 0.1883
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Cross Validation — Test

Neural Network 2.079 -0.0331
AdaBoost 1.885 0.2913
k-NN 1.654 0.1449
Linear Regression 1.867 -0.0796
Random Forest 1.704 0.2161
Gradient Boosting 1.633 0.1523

Analiza oczekiwanego skumulowanego prawdopodobienstwa reszt (P-P plot)

Wykresy normalno$ci rozkladu reszt (P-P plot) dla poszczegdlnych modeli
przedstawiono na rysunku 74. Obserwujac rozktad wartos$ci obserwowanych wzgledem
oczekiwanych najwigkszg symetri¢ rozkladu obserwujemy dla algorytmu AdaBoost.
W przypadku Random Forest i k-NN rozklad warto$ci ma mniejsza symetri¢. Dla
Gradient Boosting symetria rozkladu warto$ci jest bardziej sptaszczona i zblizona do
wartos$ci teoretycznej liniowej zaznaczonej na wykresie (kolor zielony). W przypadku

pozostatych algorytméw obserwuje si¢ brak rownomiernosci rozktadu wartosci. Jednak

warto$ci koncentrujg si¢ wokot linii symetrii rozktadu, niemalze si¢ z nig pokrywajac.
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Rysunek 74. Wykresy normalnosci rozktadu reszt (P-P plot) dla poszczegolnych modeli.

Analiza hetroskedestyczno$ci

Obserwujac wykresy pierwiastkoéw z modutéw standardowych reszt na rysunku 75,
widoczny jest ,ksztatt wachlarza” dla Neural Network oraz Linear Regression,
1 niejednoznaczne wyniki w przypadku pozostalych algorytméw wskazane jest
zweryfikowanie hipotezy o wystgpowaniu heteroskedastycznosci.

Problem heteroskedestycznosci rozpatrywany w przypadku danych dla zestawu
uczacego 1 testowego pozwolit w drodze dalszej analizy odrzuci¢ hipoteze o mozliwej
autokorelacji reszt dla wszystkich analizowanych algorytméw. Mamy do czynienia
z duza niejednorodnoscig zbioru danych z uwagi na wystegpowanie w zbiorze kilku

rodzajow materiatow o r6znej charakterystyce parametrow fizycznych.
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Rysunek 75. Wykresy heteroskedestycznosci dla poszczegolnych modeli.
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W tabeli 26 znajduja si¢ wyniki testow Breuscha-Pagana na weryfikacje
wystepowania heteroskedestyczno$ci, Durbina-Watsona oraz Breusch-Godfreya na
autokorelacje reszt.

Wyniki wstepnej analizy w oparciu o test Breuscha-Pagana pozwolity stwierdzi¢
wystepowanie heteroskedastyczno$¢ we wszystkich modelach. Oznacza to zastosowanie
prawidlowej ilo$ci zmiennych do oszacowania analizowanych modeli.

Przeprowadzono test Durbina-Watsona majacy wykluczy¢ hipotez¢ o wystgpowaniu
autokorelacji pierwszego rzedu pomi¢dzy zmiennymi. Wszystkie wyniki oscylujag wokot
wartosci DW=2, co $wiadczy o braku autokorelacji zmiennych.

Ostatecznie odrzucono hipotezg o wystgpowaniu autokorelacji mniejszej lub réwne;j
trzy stosujac test Breucha-Godfreya, gdzie przypadku wszystkich modeli wystepuje
p-value wigksze od 0.05. Pozwala to na odrzucenie hipotezy o wystgpowaniu

autokorelacji dla badanych modeli.

Tabela 26. Wyniki testow Breuscha-Pagana, Durbina-Watsona oraz Breusch-Godfreya na
autokorelacje reszt.

Cross Validation Test Breuscha-Pagana Test Durbin-Watson  Test Breusch-Godfrey
TRENING BP df  p-value DW p-value LMtest df p-value
AdaBoost 45.088 1 1.88x10""  2.020 0.675 0.208 1 0.648
Random Forest 50.415 1 1.24x10"?  2.041 0.824 0.869 1 0351
k-NN 76.523 1 <2.2x10"¢ 1979 0.318 0.175 1 0.676
Gradient Boosting ~ 23.045 1 1.58x10°  2.011 0.602 0.131 1 0718
Neural Network 47.742 1 4.86x10"  1.928 0.052 2.487 1 0.115
Linear Regression ~ 7.319 1 6.82x10°  2.003 0.525 0.011 1 0917
Cross Validation Test Breuscha-Pagana Test Durbin-Watson  Test Breusch-Godfrey
TEST BP df  p-value DW p-value LMtest df p-value
AdaBoost 7.102 1 4.82x107 1.927 0.140 1.166 1 0.280
Random Forest 16.131 1 5.91x107 1.818 0.004 7.183 1 0.007
k-NN 24.485 1 7.49x107 1.879 0.038 3.148 1 0.076
Gradient Boosting ~ 7.904 1 4.93x10? 1.939 0.186 0.801 1 0371
Neural Network 14.413 1 1.47x10™ 2.090 0.908 1.793 1 0.181
Linear Regression ~ 2.838 1 9.20x107 1.945 0.210 0.624 1 0430
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Analiza danych zaobserwowanych wzgledem predykciji

Kontrola predykcyjna z wyprzedzeniem (rysunek 76) weryfikuje dopasowanie
danych przewidywalnych przez poszczegdlne algorytmy na modele dostosowane do
danych empirycznych. Najlepsze dopasowanie do wynikow badan uzyskaty algorytmy
AdaBoost, Random Forest oraz k-NN. W przypadku modeli Gradient Boosting 1 Neural
Network obserwujemy nieco stabsza odporno$¢ modeli na dane odstajace od gtownego
trendu zageszczenia danych. W przypadku modelu powstatego na bazie algorytmu Linear

Regression wida¢ znaczace odchyleniach od gltéwnej osi danych pochodzacych

z obserwacji.
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Rysunek 76. Wykresy predykcji zatozonego modelu dla poszczegolnych algorytmow.

Analiza wplywowych wartosci

Na rysunku 77 zaprezentowano graficzng analiz¢ wpltywowych obserwacji, dla
zestawu wykorzystujaca technike probkowania - walidacje krzyzowa. Dla Zadnego
z badanych modeli nie stwierdzono obecnosci warto$ci wptywowych mogacych istotnie

ingerowa¢ na ksztattowanie modelu predykcyjnego dla wyznaczania wspdtczynnika

filtracji.
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Rysunek 77. Wykresy analizy wplywowych obserwacji dla poszczegolnych modeli.

W tabeli 27 =zaprezentowano analize¢ wydajnosci modeli zestawu danych
walidacyjnych (szczegély przeprowadzenia analizy znajduja si¢ w rozdziale 5.1.3.).
Analiza jest uszeregowana hierarchicznie pod wzgledem parametrow oceny RZ(udj),
RMSA, AIC (wazonego), BIC (wazonego). Najwyzszy wynik wydajnosci uzyskano dla
algorytmu AdaBoost, ktory uzyskal wydajnos¢ na poziomie 100% dla zestawu uczacego
1 testowego, kolejnym algorytm z wysokim rezultatem jest Random Forest o wydajno$ci
55.65% dla zestawu uczacego i 54.02% dla zestawu testowego. Najstabszy wynik
wydajnosci 0.00% dla zestawu uczacego i1 3.39% dla zestawu testowego uzyskat model

powstatly z wykorzystaniem algorytmu Linear Regression.
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Tabela 27. Analiza wynikow wydajnosci modeli dla zestawow danych uczgcego i testowych.

Cross Validation Model R*ag) RMSE Sigma AIC BIC Wynik

TRENING (wazone) (wazone) wydajnosci
AdaBoost Im 0.992  0.001  0.001 1.00 1.00  100.00%
Random Forest Im 0989  0.002  0.002 0.00 0.00  55.65%
k-NN Im 0.959  0.003  0.003 0.00 0.00  45.53%
Gradient Boosting Im 0.950  0.003  0.003 0.00 0.00  42.83%
Neural Network Im 0.828  0.006  0.006 0.00 0.00 18.59%
Linear Regression Im 0.701 0.007  0.007 0.00 0.00 0.00%

Cross Validation Model Sigma AIC BIC Wynik

TEST (wazone) (wazone) wydajnosci
AdaBoost Im 0.968  0.003  0.003 1.00 1.00  100.00%
Random Forest Im 0.958  0.003  0.003 0.00 0.00  54.02%
Gradient Boosting Im 0.934  0.004  0.004 0.00 0.00  47.08%
k-NN Im 0914  0.004 0.004 0.00 0.00  41.10%
Neural Network Im 0.760  0.007  0.007 0.00 0.00 4.10%
Linear Regression Im 0.726  0.007  0.007 0.00 0.00 3.39%

Na rysunku 78 zaprezentowano graficzne odzwierciedlenie analizy wydajnosci

poszczego6lnych modeli.
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Rysunek 78. Graficzna interpretacja analizy wynikow wydajnosci modeli dla zestawu danych
walidacyjnych.

5.3.Dyskusja i interpretacja wynikow

Techniki objasniajace modele predykcyjne powstajace na bazie algorytmoéw uczenia
maszynowego zapewniaja niezbedny wglad w to, jak dzialaja te algorytmy pozwalajac
zrozumie¢, dlaczego i w jaki sposob cechy zbioru danych zwigzane sg ze soba w wyniki
modeli. W rozdziale tym skupiono si¢ na przeanalizowaniu modeli powstatych na bazie
probkowania wykorzystujacego metode walidacji krzyzowej jako metody dajacej mniej
optymistyczne rezultaty predykcji.

Jedna z metod, ktdre przyczyniaja si¢ do lepszej i prostszej interpretowalnosci modeli
uczenia maszynowego, jest ekstrakcja wiedzy, czyli wyodrgbnienie informacji o danych
lub modelu. Innym sposobem jest wykorzystanie skutecznych wizualizacji w celu
uzasadnienia wynikow przewidywania, co pozwala lepiej zrozumie¢ wnioski plynace
z modelu. Metody oparte na wptywie cech pozwalajg zidentyfikowa¢ dominujace cechy
danych uczacych i zbada¢ ich wplyw na prognozy modelu.

Dazenie do integracji modeli predykcji i interpretacji prowadzi do nieuniknionego
kompromisu pomigdzy doktadnoscia predykcji a tatwoscia interpretacji modelu.
Rozwigzaniem jest koncepcja zwana wyjasnialng sztuczng inteligencja (ang. explainable
artificial intelligence (XAI)). W modelach XAl takich jak local interpretable model-
agnostic explanations (LIME) i SHapley additive exPlanations (SHAP), modele predykcji

1 interpretacji sa uczone niezaleznie. Modele takie poprawiaja interpretowalno$¢ bez
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pogarszania doktadnos$ci przewidywania. W dalszej czgsci pracy wykorzystano SHAP do
interpretacji udzialu cech w modelach predykcyjnych [275-277].

SHAP oblicza wptyw kazdej cechy na przewidywania dokonywane przez wyuczony
model. W SHAP, biorgc pod uwage dane wejsciowe x = [xq, ..., X,] 1 wytrenowany
model f, SHAP aproksymuje f prostym modelem g, ktéry moze tatwo wyjasni¢ wkiad
kazdej warto$ci cechy[278, 279]. Model g (wzér 22) moze by¢ sformulowany

W nastepujacy sposob:

9(2) = ¢o + X1_, b:z;, (22)
Gdzie: p jest liczbg cech; z = [zy, ..., z,]" jest uproszczeniem danych wejsciowych
x, gdzie warto$¢ z odpowiadajaca cechom uzytym w predykcji danych wynosi 1,
a warto$¢ z odpowiadajaca cechom nie uzytym wynosi 0; ¢; € R reprezentuje wkiad
kazdej cechy w model [187, 280].

Wspotczynnik ¢ jest obliczany za pomocg nast¢pujacego rownania (wzor 23):

Bi(f, %) = Toer TSI [£(2) - F(A\D], (23)

Warto$¢ ta nazywana jest wartosciga SHAP (wzor 23), jest to odpowiednik warto$ci
Shapleya wywodzacy si¢ z teorii gier. Warto$¢ Shapleya jest wartoscia, ktora reprezentuje
wktad kazdego gracza, gdy gracze wspolpracuja w grze z wieloma graczami. Oznacza to,
ze SHAP oblicza warto$¢ Shapleya kazdej cechy jako gracza w wyuczonym modelu [278,
279, 281]. SHAP moze by¢ efektywnie obliczany dla modeli o strukturze drzewa.
Poniewaz model uczacy uzyty w tym badaniu jest drzewem gradientowym (ang. gradient
boosting tree) istnieje mozliwos¢ zastosowania metody SHAP.

Aby obliczy¢ wartos¢ SHAP, stosuje si¢ rozszerzong wersj¢ metody Kernel SHAP,
ktora uwzglednia zaleznos$ci miedzy cechami [282]. Estymacja warto$ci Shapleya jest
istotna przy probie wyjasnienia ztozonych modeli uczenia maszynowego. Jak zauwazaja
[283], pakiety jezyka programowania R oraz Python umozliwiaja oszacowanie wartosci
SHAP, co stanowi wydajne obliczeniowo przyblizenie wartosci Shapleya w wyzszych
wymiarach.

Wartosci Shapleya sa powszechnie uwazane za solidng metode interpretacji
wzgledem modelu, co oznacza, ze niezaleznie od rodzaju modelu mozna zastosowacé t¢
metod¢ interpretacji [282]. SHAP dostarcza waznych informacji na temat wktadu
poszczegolnych cech w predykcje modelu, co umozliwia lepsze zrozumienie procesu

podejmowania decyzji przez model predykcyjny.
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Techniki interpretacji, takie jak SHAP, pozwalaja na zrozumienie wplywu
poszczegolnych cech na wyniki modeli predykcyjnych. Dzigki nim mozemy lepiej
interpretowac dzialanie modeli uczenia maszynowego i wycigga¢ wnioski na temat

zwigzku miedzy cechami a predykcja.

5.3.1. Znaczenie cech

Technika SHAP przypisuje okreslony wynik do cech wejsciowych obecnych
w zbiorze danych, opierajac si¢ na ich przydatnosci w przewidywaniu wartosci docelowe;j
[203, 284]. Jest rowniez czgsto wykorzystywana do selekcji cech 1 redukcji
wymiarowosci w celu poprawy wydajnosci modeli uczenia maszynowego poprzez
eliminacj¢ mniej istotnych cech [285, 286].

Nalezy jednak pamigtaé, ze pojecie waznosci cech moze zaleze¢ od mechanizmu

przypisywania cech do danych wej$ciowych lub rodzaju zastosowanego modelu. Dlatego
wazne jest, aby zweryfikowa¢ i skonfrontowaé¢ wyniki uzyskane za pomoca wartosci
SHAP z wiedza ekspercka w danej dziedzinie [285, 287]. Metoda ta znajduje
zastosowanie gtownie w przypadku ustrukturyzowanych zbioréw danych, gdzie cechy sa
jasno okreslone.
Aby zobrazowa¢ wplyw cech na wynik modelu, mozna skorzysta¢ z wykresu
przedstawiajacego zmienne uszeregowane wedlug ich maksymalnej bezwzglednej
warto$ci SHAP dla catego zbioru danych, wplywajacych na wspolczynnik determinacji
uzyskany przez model. Srednia bezwzgledna wartos¢ SHAP jest najcze$ciej uzywanym
rankingiem dla zmiennych [285, 287, 288].

Na rysunku 79 zaprezentowano zmienne uszeregowane wedlug ich maksymalnej
bezwzglednej wartosci SHAP dla calego zbioru danych wptywajacych na otrzymany
przez model wspétczynnik determinacji. Srednia bezwzgledna wartos¢ SHAP jest
najczesciej uzywanym rankingiem dla zmiennych.

Dla algorytmu AdaBoost w przypadku kruszyw naturalnych najistotniejsze okazaty
si¢ takie cechy materialow jak energia zageszczenia, gradient hydrauliczny oraz wielko$¢
czastek di7, dla kruszyw antropogenicznych byly to energia zaggszczenia, gradient
hydrauliczny oraz wielko$¢ czastek dso. Innymi istotnymi cechami dla pozostatych

algorytmow byly takze wielko$¢ czastek dzo, dso, dso, doo, oraz porowatoscé.
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Rysunek 79 Wykres stupkowy pokazujgcy ranking i wzgledny wplyw zmiennych na
przewidywane przez model wartosci w oparciu o wartosci SHAP dla kazdej zmiennej.

5.3.2. Objasnienie predykcji

Rysunek 80 pokazuje, jakie cechy najbardziej wplywaja na przewidywanie
wspolczynnika filtracji 1 jak si¢ do tego przyczyniaja poszczegoélne cechy (parametry
materialu). W wykresie sity wptywu zmiennych z warto§ciami SHAP, cechy, ktére
wplywaja na model w kierunku wyzszych warto$ci wspdlczynnika filtracji, pojawiaja si¢

201



na dole wykresu i sg oznaczone kolorem czerwonym, natomiast kolorem niebieskim te,
ktére wptywaja na nizsze wartos$ci wspotczynnika filtracji i odpowiadaja za wigksza
doktadno$¢ modelu. Rzeczywista warto$¢ zmiennej jest pokazana obok nazwy zmienne;.
Wysokos$¢ strzatki $wiadczy o wigkszym wplywie zmiennej i o wiekszych wartosciach
SHAP [289, 290]. Wysoko$¢ strzatek na wykresie reprezentuje stopien wptywu danej
zmiennej. Im wyzsza strzatka, tym wigkszy wptyw ma dana zmienna na wynik predykc;ji,
a wyzsze warto$ci SHAP wskazuja na wigksze znaczenie tej zmiennej [289].

Ten rodzaj wykresu pozwala na szybkie zrozumienie, ktore cechy maja najwiekszy
wptyw na model predykcyjny i w jakim kierunku dziatajg. Dzigki niemu mozna wizualnie
identyfikowa¢ najwazniejsze zmienne, ktore przyczyniaja si¢ do wysokich lub niskich
warto$ci wspotczynnika filtracji oraz zwigzane z tym zmiany w doktadno$ci modelu.
Z punktu widzenia algorytmu AdaBoost najwigkszy wptyw na model predykcyjny
zarowno dla kruszyw naturalnych jak i antropogenicznych miata energia zagg¢szczenia
rowna 2.65 J/cm?. Nizsze warto$ci wspotczynnika filtracji dla kruszyw zageszczonych
z ta energia byly istotnym czynnikiem obnizajacym warto$ci wspotczynnika filtracji
przez wyznaczony model wpltywajacych na wigkszg precyzje predykcji. Energia
zageszczenia réwna 2.65 byla takze istotnym czynnikiem ksztattujacym modele dla
algorytmoéw Random Forest, k-NN, Gradient Boosting. Dla modeli Neural Network oraz
Linear Regression wazne okazaty si¢ wskaznik krzywizny uziarnienia oraz wskaznik

jednorodnosci uziarnienia.
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Rysunek 80 Wykresy sity lub pojedynczy przypadek, ktory odpowiada medianie przewidywania
wspotczynnika filtracji.

5.3.3.0bjasnienie modelu

Wykresy zaprezentowane na rysunku 81 prezentuja inny sposob interpretacji
wartosci SHAP, ktore ujawniaja nie tylko wzgledne znaczenie cech, ale ich rzeczywiste
zwigzki z przewidywanym wynikiem. Na poczatku analizowane sg dane wytrenowanego
modelu i1 dane referencyjne, ktére stuza do obliczenia udziatu kazdej cechy
w przewidywaniu wspolczynnika filtracji. Taki rodzaj wykresu czgsto nazywany jest
wykresem pszczelego roju, gdzie dla kazdej zmiennej, kazda obserwacja zbioru danych
pojawia si¢ jako indywidualny punkt. Punkty sa rozmieszczone poziomo wzdtuz osi x
zgodnie z ich wartoscig SHAP. W miejscach, gdzie wystepuje duze zageszczenie wartosci
SHAP, punkty s ulozone pionowo. Analiza rozktadu wartosci SHAP ujawnia, w jaki
sposob dana zmienna moze wptywaé na przewidywania modelu. Legenda z prawej strony
wykresu odpowiada surowym warto§ciom zmiennych dla kazdej obserwacji znajdujace;j
si¢ na wykresie. Jezeli warto§¢ zmiennej dla danej obserwacji jest wysoka, pojawia si¢
ona jako czerwona kropka, niskie warto$ci zmiennych pojawiaja si¢ jako niebieskie
kropki [289, 291]. Analiza poziomego rozktadu kolorow na osi x dla kazdej zmiennej
pozwala na zrozumienie ogdlnego zwigzku migdzy surowymi warto§ciami zmiennej

a warto$ciami SHAP. Zmienne wejsciowe sg uporzadkowane od goéry do dolu na
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podstawie ich $rednich bezwzglednych wartosci SHAP dla calego zestawu danych.
Na rysunku 81 zaprezentowano wptyw wartosci SHAP na poszczegodlne istotne wartosci
cech z punktu widzenia ksztaltowania si¢ modeli dla analizowanych algorytméw. Duzy
wplyw na dane wyjsciowe modelu AdaBoost zaobserwowano w przypadku takich cech
jak energia zaggszczenia, gradient hydrauliczny, wielko$¢ czastek di7 oraz dso, co jest
zgodne z analizg opisang wczes$niej w rozdziale 5.3.1.
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Rysunek 81 Wykresy uszeregowane wedtug sredniej bezwzglednej wartosci SHAP prezentujgcy
zmienne wplywajqce na przewidywania modelu w odniesieniu do wszystkich danych dla
poszczegolnych modeli.

5.3.4.Wizualizacja z wykorzystaniem drzew decyzyjnych

Wizualizacja z wykorzystaniem drzew decyzyjnych pozwala na glebszy i bardziej

szczegblowy wglad w mechanizm dziatania modelu opartego o dany algorytm.

Na rysunku 82 znajduja si¢ drzewa decyzyjne opracowane na podstawie otrzymanych

207




modeli. Wizualizacja predykcji modeli wykorzystujacych uczenie maszynowe przy
uzyciu drzew decyzyjnych dostarcza nie tylko informacji na temat decyzji
podejmowanych przez algorytmy, ale takze pozwala na lepsze zrozumienie mechanizmu
dziatania tych modeli. Drzewa decyzyjne s3 graficznymi reprezentacjami struktury
decyzyjnej modelu, gdzie kazde wezly reprezentuja testy na cechach, a li§cie zawieraja
prognozowane warto$ci lub etykiety. Dzieki tej wizualizacji, mozemy zaobserwowac, jak
algorytmy uczenia maszynowego analizujg warto$ci cech i podejmujg decyzje dotyczace
istotnosci kolejnych cech w celu uzyskania jak najdoktadniejszych wynikow predykc;ji.
Korzystanie z drzew decyzyjnych jako narz¢dzia wizualizacyjnego umozliwia analizg
r6znych aspektow modelu. Mozemy $ledzi¢, ktoére zmienne majg najwigkszy wptyw na
wynik predykcji, jakie sa punkty podzialu na poszczegélnych galeziach drzewa, oraz
jakie sa wartosci progowe, ktore determinuja przypisanie etykiet lub wartosci
predykcyjnych [276].

Wizualizacja przy uzyciu drzew decyzyjnych jest szczegdlnie przydatna
w przypadku modeli opartych na drzewach, takich jak Random Forest, Gradient Boosting
czy XGBoost. Dzigki tym technikom mozna uzyska¢ nie tylko informacje na temat
waznosci cech, ale réwniez interpretowac sposob, w jaki te modele podejmuja decyzje na
podstawie réznych cech wejsciowych [292, 293].

Poréwnujac wyniki z r6znych metod interpretacji modeli, takich jak wartosci SHAP
czy analiza drzew decyzyjnych, mozna uzyska¢ bardziej kompletny obraz zachowania
modelu. Odkrycie korelacji migdzy tymi dwoma podejsciami moze prowadzi¢ do
lepszego zrozumienia, jak poszczegdlne cechy wptywaja na predykcje modelu i jak rézne
algorytmy interpretuja te zalezno$ci [294].

Na rysunku 82 obserwujemy, ze istotna cecha wplywajaca na ksztaltowanie si¢
kolejnych gatezi drzewa jest energia zageszczenia, ktora rozpoczyna budowanie kazdego
z drzew. Kolejne galezie w przypadku algorytmu AdaBoost pokrywaja si¢
z wczesniejszymi ustaleniami cech majacych wplyw na dane wyj$ciowe modelu dla

kruszyw antropogenicznych, sg to gradient hydrauliczny oraz wielkos$¢ czastek dso.
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Rysunek 82 Drzewa decyzyjne ukazujgce schemat dziatania algorytmu w oparciu o parametry
zjawiska.
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5.3.5.Porownanie wzorow empirycznych z modelowaniem ML

W rozdziale 2.4 zostaty zaprezentowane wzory empiryczne stuzace do wyznaczania
wspotczynnika filtracji zgodnie z aktualnym przegladem literaturowym. W oparciu o nie
dokonano predykcji wspotczynnika filtracji dla badanych materiatow antropogenicznych,
wyniki skonfrontowano z rzeczywistymi obserwacjami i zaprezentowano na wykresie 83.
Jedynym wzorem empirycznym ktérego wyniki oscyluja wokoét rzeczywistych
obserwacji wspotczynnika filtracji jest wzor empiryczny Alyamaniego i Sena. Wyniki
pozostatych obliczen réznig si¢ od kilku do kilkudziesigciu razy w pordéwnaniu

z wynikami obserwacji.

Wspolczynnik_filtracji_k 4

Alyamani_Sen

Slichter 1 [|>O -
Terzagi 1 II]— o
Hazen - ” e oo -

Kozeny Carman 1 | — ” o

T T T
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(=2

Rysunek 83 Wykres porownujgcy wyniki obserwacji wspotczynnika filtracji i wyniki szacowania
z wykorzystaniem wzorow empirycznych.

Wyniki obserwacji zestawiono na rysunku 84, poréwnano je z wynikami szacowania
z uzyciem wzoré6w empirycznych oraz algorytmem AdaBoost 1 wynikami predykcji

Linear Regression.
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Rysunek 84 Wykres porownujgcy wyniki obserwacji z wynikami modeli ML oraz wzorami
empirycznymi.
Na podstawie porownania mozna stwierdzi¢, potwierdzajac tez analiz¢ zawartg na
rysunku 85, ze jedynym wzorem empirycznym zdolnym do jakosci predykeji podobnej

do algorytmoéw uczenia maszynowego jest wzor Alyamaniego i Sena.
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Rysunek 85 Wykres porownujgcy wyniki obserwacji wspotczynnika filtracji i predykcji
z wykorzystaniem modeli ML
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Rysunek 85 przybliza wyniki otrzymane dla szacowania z zastosowaniem wzoru
Alyamaniego i Sena, predykcja z zastosowaniem algorytmu AdaBoost. Dopasowanie
szacunkow algorytmu do rzeczywistych obserwacji jest znaczaco lepsze co potwierdza
zgodno$¢ otrzymanych wartosci $rednich identyczna dla obserwacji i algorytmu
AdaBoost rdwna 0.0213. Réwniez wyniki na poziomie biedu standardowego s3a podobne
dla obserwacji wyniést on 0.0002858 a dla algorytmu AdaBoost 0.0002851. Dla
poréwnania btad standardowy dla wzoru empirycznego Alyamaniego i Sena wyniost

0.0004785 co jest dwukrotnie wyzszym wynikiem.
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6. Whnioski

Na podstawie przeprowadzonych badan wyciagnieto nastepujace wnioski dotyczace

predykcji

wspolczynnika filtracji przy wykorzystaniu  algorytméw  uczenia

maszynowego:

1.

Udowodniono, ze mozliwe jest wyznaczenie konkretnego algorytmu
uczenia maszynowego, ktorego model doktadniej dopasowuje si¢ do wartosci
obserwowanego wspoélczynnika filtracji niz dotychczas stosowane metody
empiryczne. Jest to wazne, poniewaz potwierdza skutecznos$¢ i precyzje
algorytméw uczenia maszynowego w przewidywaniu wspotczynnika
filtracji.

Najlepsze wyniki predykcji wspolczynnika filtracji dla obu rodzajow
kruszyw oraz zastosowanych metod podziatu proby uzyskano przy uzyciu
algorytmu AdaBoost. Oznacza to, ze ten konkretny algorytm jest najbardziej
efektywny i skuteczny w przewidywaniu warto$ci wspotczynnika filtracji, co
zostato poparte rozbudowang analizg statystyczng.

Dla algorytmu AdaBoost otrzymano wysokie wartosci dopasowania
wspoélczynnika filtracji dla obu rodzajow kruszyw. Dla kruszyw naturalnych
wynik R? wynosil od 0.986 do 0.998, a dla kruszyw antropogenicznych
wynik R? miescil si¢ w przedziale od 0.968 do 0.998. Dla algorytmu
standardowego Linear Regression wyniki byly nizsze, wynoszac od 0.844
do 0.854 dla kruszyw naturalnych i od 0.701 do 0.737 dla kruszyw
antropogenicznych. Wyniki te potwierdzaja, ze algorytm AdaBoost jest
bardziej skuteczny w przewidywaniu wspolczynnika filtracji niz regresja
liniowa.

Zastosowanie parametréw charakteryzujacych uziarnienie i stosunki
objetosciowe gruntéw — gesto$¢ objetosciowa szkieletu gruntowego,
wskaznik porowato$ci 1 stopien zaggszczenia, umozliwia prognozowanie
warto$ci wspotczynnika filtracji zarowno dla kruszyw antropogenicznych,
jak 1 gruntéw naturalnych. Odkrycie to potwierdza, ze istnieje silna zaleznos§¢
miedzy wskazanymi parametrami a wspoélczynnikiem filtracji, majaca
przetozenie na predykcje wspolczynnika filtracji dla  kruszyw

antropogenicznych przy uzyciu metod uczenia maszynowego.
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5. Udowodniono, ze zastosowanie algorytmow uczenia maszynowego przy
wykorzystaniu parametrow opisujacych uziarnienie, umozliwia racjonalng
predykcje wspotczynnika filtracji dla kruszyw antropogenicznych. Do
analizy wykorzystano szeroki zakres parametrow opisujacych $rednice ziarna
0 wybranej zawartos$ci procentowej wraz z mniejszymi (ds, dio, d17, d20, d3o,
dso, deo, d9o) oraz wskaznik krzywizny uziarnienia Cc i rownoziarnistosci Cu.
Techniki uczenia maszynowego pozwalaja na zastosowanie tak duzego
spektrum danych, co przyczynilo si¢ do osiggnigcia wysokiej jakoSci
predykcji przez niektére modele. To odkrycie ma duze znaczenie, poniewaz
otwiera nowe mozliwosci w przewidywaniu warto$ci wspolczynnika filtracji
dla r6znych rodzajéw materialdw antropogenicznych.

6. Otrzymane wyniki zostaly potwierdzone analizg statystyczna, ktora
wykluczyla hipotez¢ o autokorelacji reszt, obecnos¢ wartosci
wplywowych oraz przeszacowania dla szacowanych modeli. To §wiadczy
o rzetelno$ci 1 wiarygodnos$ci przeprowadzonego szacowania przy uzyciu
algorytmow uczenia maszynowego.

7. Wykorzystujac technike SHAP (ang. Shapley Additive Explanations),
zidentyfikowano wlasciwosci fizyczne, ktore maja najwiekszy wplyw na
ksztaltowanie modelu przez algorytmy uczenia maszynowego. Dzigki temu
mozna lepiej zrozumieé¢, ktore parametry maja najwigksze znaczenie
w przewidywaniu wspolczynnika filtracji. W przypadku modelu powstatego
dla algorytmu AdaBoost najwiekszy wplyw na ksztaltowanie modelu
mialy energia zageszczania, gradient hydrauliczny, wielko$¢ ziaren di7
i dso.

8. Porownujac wyniki szacowania z uzyciem wzoréw empirycznych oraz
predykcji modeli opartych na algorytmach uczenia maszynowego,
udowodniono, ze stosowanie algorytmow uczenia maszynowego pozwala na
dokladniejsza predykcje wspolczynnika filtracji. Rozbieznosci pomiedzy
zaobserwowanymi wynikami wspolczynnika filtracji a wynikami
szacowania z zastosowaniem wzorow empirycznych siegaja od 92,8% dla
wzoru Alyamani i Sen, do nawet 4081,7% dla wzoru Kozeny
i Carmaniego. Dla porownania rozbieznos¢ ta dla algorytmu AdaBoost
wynosi 0.3%. Wyniki te potwierdzaja skuteczno$¢ i potencjal algorytmow

uczenia maszynowego w dziedzinie prognozowania wlasciwosci materiatow.
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9.

10.

11

12.

Przeprowadzone badania maja duze znaczenie praktyczne dla budownictwa,
geotechniki  oraz  inzynierii  $rodowiska. Dokladna predykcja
wspolczynnika filtracji ma duze znaczenie przy projektowaniu
infrastruktury, ocenie statecznosci skarp, ochronie Srodowiska
w przypadku skladowania odpadéw czy wydobyciu surowcow
naturalnych. Zastosowanie algorytméw uczenia maszynowego pozwala na
bardziej efektywne i dokladne oszacowanie wspotczynnika filtracji, co
przeklada si¢ na poprawg jakosci projektow 1 zwickszenie bezpieczenstwa.

Nalezy podkresli¢, ze badania dotyczyly konkretnych parametrow
charakteryzujacych uziarnienie i cechy porowatosci. Istnieje mozliwos¢
dalszego rozwiniecia analizy poprzez uwzglednienie dodatkowych
czynnikdw, takich jak skltad chemiczny materiatow czy warunki
srodowiskowe. Rozbudowana baza danych pozwoli na szersze mozliwos$ci
prognozowania nie tylko wspoétczynnika filtracji, a co za tym idzie
zwigkszenie mozliwosci zastosowania kruszyw antropogenicznych

w budownictwie.

. Wyniki przeprowadzonych badan s3 oparte na dostgpnych danych oraz

wybranych metodach 1 algorytmach uczenia maszynowego. Istnieje
mozliwo$¢ dalszych badan i rozwoju w tej dziedzinie, ktore moga
doprowadzi¢ do odkrycia nowych algorytméow lub optymalizacji
istniejacych. Wraz z rozwojem technologii uczenia maszynowego nalezy
spodziewa¢ si¢ jeszcze wigkszych mozliwosci predykcji wspotczynnika
filtracji.

Wprowadzenie algorytmow uczenia maszynowego do predykcji
wspolczynnika filtracji ma potencjat w automatyzacji i usprawnieniu procesu
szacowania. Metody oparte na wzorach empirycznych wymagaja
zaawansowanych obliczen i czasochlonnego manualnego
dopasowywania parametréow. Metody modelowania matematycznego nie
uwzgledniaja  tak  réznorodnych  wlasciwos$ci  fizycznych — gruntu
antropogenicznego, przez co s3 obarczone wysokim btedem predykcji.
Zastosowanie algorytmow uczenia maszynowego pozwala na
automatyczne uczenie si¢ z danych i generowanie precyzyjnych prognoz,
co moze przyspieszy¢ i ulatwi¢ prace inzynierow zarzadzanie procesami

budowlanymi i Srodowiskowymi.
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13.

14.

Rozwigzania nastawione na poszukiwanie sposobow efektywnego
zagospodarowania zgodnego z zasadami zréwnowazonego rozwoju
wykorzystania materiatdw odpadowych w budownictwie jest szczeg6lnie
istotne z punktu widzenia gospodarki cyrkularnej. Potwierdzona w tej pracy
skutecznos¢ algorytmow uczenia maszynowego do szacowania
wspolczynnika filtracji, pozwala wnioskowa¢ o wysokim potencjale
aplikacyjnym tych metod takze do szacowania innych cech i parametrow
materiatdéw antropogenicznych.

Predykcja wspotczynnika filtracji metodami uczenia maszynowego stanowi
wartosciowy punkt wyjscia do wdrazania tego typu algorytmow
w zarzadzaniu $rodowiskiem 1 procesem budowlanym. Precyzyjne
szacowanie, tak jak w przypadku wspolczynnika filtracji w tej pracy,
umozliwiaja optymalizacj¢ projektéw, wybdr odpowiednich materialow
budowlanych i1 ocen¢ ryzyka w dziedzinach takich jak geotechnika czy
inzynieria  $rodowiska. Wdrozenie tych algorytméw poprawia
efektywnos¢, bezpieczenstwo i zrownowazone wykorzystanie zasobow

w procesie budowlanym.

Podsumowujac, wyniki przeprowadzonych badan jednoznacznie wskazuja na

mozliwo$¢ wykorzystania algorytmow uczenia maszynowego do precyzyjnej predykcji

wspotczynnika filtracji. Algorytm AdaBoost okazal si¢ szczegdlnie skuteczny w tym

zakresie, zapewniajagc wysokie warto$ci dopasowania. Zastosowanie parametrow

opisujacych wiasciwosci fizyczne oraz analiza statystyczna i techniki interpretacji

wynikow dodatkowo potwierdzity rzetelnos¢ 1 wiarygodno$¢ przewidywan oraz

przydatno$¢ technik uczenia maszynowego w zarzadzania procesem budowlanym

1 gospodarka materialowq.

Praca wnosi rowniez kilka nowych aspektow do dziedziny zarzadzania procesem

budowlanym i gospodarka materialow w zakresie predykcji wspotczynnika filtracji:

1.

Praca rozszerza dotychczasowe badania, koncentrujac si¢ nie tylko na kruszywach
naturalnych, ale takze na kruszywach antropogenicznych. Wykorzystanie
nowoczesnych technik opartych na algorytmach uczenia maszynowego
wskazuje na potencjal precyzyjnego prognozowania wlasciwosci tych
materialow. Jest to bardzo wazne dla wprowadzenia rozwigzan w postaci

gospodarki o obiegu zamkni¢tym, poniewaz kruszywa antropogeniczne s3

217



powszechnie wykorzystywane w roznych branzach, a precyzyjna predykcja ich
wlasciwosci jest niezbedna dla skutecznego projektowania i zarzadzania.

2. Porownanie wynikow badan dotyczacych gruntow naturalnych
i antropogenicznych, przy uzyciu tych samych cech badanych kruszyw oraz
tych samych algorytméw uczenia maszynowego. Takie zestawienie umozliwito
bezposrednie porownanie otrzymanych wynikow dla obu typoéw kruszyw. Jest to
istotne z punktu widzenia pordwnawczej analizy wiasciwosci filtracyjnych
i identyfikacji ewentualnych réznic migdzy nimi. To wazZne w Kkontekscie
gospodarki o obiegu zamkni¢tym, poniewaz umozliwia ocen¢ potencjalu
wykorzystania kruszyw antropogenicznych jako surowcow wtornych oraz
identyfikacj¢ ewentualnych r6znic migdzy nimi, co przyczynia si¢ do
efektywnego wykorzystania zasobow.

3. Wykorzystanie algorytmow uczenia maszynowego moze przyczyni¢ si¢ do
osiagniecia lepszych wynikow, redukcji kosztow i zwi¢kszenia efektywnosci
procesow decyzyjnych. W ten sposob praca przyczynia si¢ do zrbwnowazonego
rozwoju, poprzez optymalizacje zarzadzania zasobami i ochrong §rodowiska.

4. Wplyw tej pracy jest znaczacy dla nauki i praktyki inzynierskiej w wielu
dziedzinach. Precyzyjna predykcja wspoélczynnika filtracji ma istotne
znaczenie w takich dziedzinach zarzadzania procesami budowlanymi
i eksploatacja systemOw jak zarzadzanie infrastruktura wodno-Sciekowa,
ocenie ryzyka powodziowego, planowanie Zrownowazonego
zagospodarowania terenu oraz ochronie sSrodowiska.

Dalsza perspektywa badan nad predykcja wspotczynnika filtracji przy uzyciu
algorytmow uczenia maszynowego jest bardzo obiecujaca. Staty rozwdj tych algorytmow
pozwala na poszukiwanie coraz lepszych i bardziej precyzyjnych metod predykcyjnych
w przysztosci. W miare¢ postepu technologicznego i gromadzenia wigkszej ilosci danych,
mozliwe jest doskonalenie modeli oraz uwzglednianie coraz szerszego zakresu
czynnikow wptywajacych na filtracje.

Jednym z kierunkow dalszych badan moze by¢ przeprowadzenie analizy
1 eksperymentéw dotyczacych predykcji wspotczynnika filtracji dla szerszego zakresu
materiatdéw antropogenicznych. Praca dotychczas skupiata si¢ na konkretnych rodzajach
kruszyw antropogenicznych, jednak istnieje wiele innych materiatow, takich jak odpady
przemystowe czy materialy recyklingowe, ktore rowniez cechuja si¢ wysoka zmiennoscia

warto$ci wspotczynnika filtracji w zalezno$ci od wiasciwosci fizycznych i chemicznych.
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Badania obejmujace rézne typy kruszyw antropogenicznych umozliwityby dalsza
weryfikacje skutecznosci predykcyjnej algorytmu AdaBoost dla tych materialdéw oraz
identyfikacj¢ ewentualnych zalezno$ci i1 specyficznych czynnikow wplywajacych na
filtracje.

Wazne jest rowniez kontynuowanie badan nad interpretowalno$cig modeli opartych
na algorytmach uczenia maszynowego. Chociaz te modele sg skuteczne, ich dziatanie
czgsto jest trudne do zrozumienia i wyjasnienia. Dalsze badania nad interpretowalnoscia
moga pomdc w lepszym zrozumieniu, dlaczego dany model podejmuje konkretne decyzje
1 jakie czynniki majg najwigkszy wplyw na predykcje wspotczynnika filtracji. To moze
by¢ szczegodlnie istotne w przypadku zastosowan praktycznych, gdzie inzynierowie

1 decydenci muszg mie¢ pelne zaufanie do wynikow predykcyjnych.
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7. Zalaczniki

7.1.Slownik pojec

0

Uczenie maszynowe (ang. Machine Learning) — Uczenie maszynowe to dziedzina
nauki komputerowej, ktora zajmuje si¢ tworzeniem algorytmoéw i modeli, ktdre ucza
si¢ na podstawie danych i1 do$wiadczen, bez koniecznosci bezposredniego
programowania. Uczenie maszynowe umozliwia komputerom automatyczne uczenie
si¢ 1 podejmowanie decyzji na podstawie wzorcow i informacji zawartych w danych.
Funkcja (ang. Function) — Funkcja jest obiektem matematycznym, ktéry przyjmuje
jedne warto$ci (parametry wejSciowe) i zwraca inne wartosci (parametry wyjsciowe)
na podstawie okre§lonych regut i zalezno$ci. Funkcje czgsto wystepuja wewnatrz
modeli i majg moc przetwarzania danych.

Model (ang. Model) — Model jest ztozonym obiektem lub strukturg danych, ktora
przyjmuje dane wejSciowe 1 generuje wyniki lub prognozy na podstawie
wewnetrznych regut, parametrow 1 zalezno$ci. Modele moga by¢ matematycznymi
réwnaniami lub grafami, ktore reprezentuja pewne zaleznosci w danych.

Roéwnanie (ang. Equation) — ROwnanie to matematyczna reprezentacja funkcji lub
modelu, ktéra opisuje zalezno$ci migdzy réoznymi zmiennymi. RoOwnanie moze by¢
uzywane do opisu relacji pomigdzy danymi wejsciowymi a danymi wyjSciowymi
w konteks$cie uczenia maszynowego.

Algorytm (ang. Algorithm) — Algorytm to zestaw krokoéw lub procedur, ktore sa
przekazywane do modelu w celu przetwarzania lub obliczenia. Algorytmy
wykorzystywane w uczeniu maszynowym stuzg do trenowania modeli,
dostosowywania parametrow 1 wykonywania predykcji na podstawie danych
wejsciowych.

Regresja (ang. Regression) — Regresja to technika statystyczna uzywana w uczeniu
maszynowym do modelowania zalezno$ci miedzy zmiennymi. Regresja jest
wykorzystywana do prognozowania wartosci ciggtych na podstawie danych
wejsciowych. Model regresji stara si¢ znalez¢ liniowe lub nieliniowe relacje miedzy
zmiennymi, ktore moga by¢ wykorzystane do przewidywania wartosci.

Klasyfikacja (ang. Classification) — Klasyfikacja to zadanie w uczeniu maszynowym,

w ktorym model ma przyporzadkowa¢ dane wejSciowe do okreslonych klas lub
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etykiet. Model klasyfikacji jest trenowany na przyktadach z etykietami, aby nauczy¢
si¢ rozpoznawania wzorcoOw i podejmowania decyzji dotyczacych przynaleznosci do
konkretnej klasy.

Sieci neuronowe (ang. Neural Networks) — Sieci neuronowe to modele matematyczne,
ktére nasladuja dziatanie ludzkiego moézgu i uktadu nerwowego. Skiadaja si¢
z potaczonych neurondw lub weztow, ktore przetwarzaja informacje i ucza si¢ na
podstawie danych. Sieci neuronowe s3 powszechnie uzywane w uczeniu
maszynowym, szczegolnie w dziedzinie glebokiego uczenia si¢ (deep learning), gdzie
moga efektywnie modelowac ztozone zaleznosci 1 rozpoznawa¢ wzorce w danych.
Cechy (ang. Features) — Zbior atrybutdw, parametrow, zwigzanymi z obserwacjami
z badan.

Hiperparametry (ang. Hyperparameters) — Parametry swobodne, ktére nie s3
okreslane przez algorytm uczacy (dane wejsciowe do algorytmu uczacego).

Zestaw treningowy (ang. Train set) — Przyktady uzywane do trenowania algorytmu
uczacego.

Zestaw testowa (ang. Test sef) — Przyklady uzywane do oceny dziatania algorytmu
uczacego. Probka testowa jest oddzielona od danych treningowych i walidacyjnych
i nie jest udostgpniana na etapie uczenia.

Uczenie nadzorowane (ang. Supervised learning) — Uczacy si¢ otrzymuje zbior
oznakowanych przykladow jako dane treningowe i dokonuje predykcji dla
wszystkich nieobserwowanych punktéw. Jest to najczgstsze scenariusze zwigzane
z problemami klasyfikacji, regresji i rankingdw. Problem wykrywania spamu
oméwiony w poprzednim rozdziale jest przyktadem uczenia nadzorowanego.
Uczenie bez nadzoru (ang. Unsupervised learning) — Uczacy si¢ otrzymuje wylacznie
niecoznakowane dane treningowe 1 dokonuje predykcji dla wszystkich
nieobserwowanych punktow. Poniewaz w tym przypadku nie jest dostepny zaden
oznaczony przyktad, trudno jest iloSciowo oceni¢ wydajno$¢ uczacego sig.
Klasteryzacja i redukcja wymiarow sg przyktadami probleméw uczenia bez nadzoru.
Uczenie cze$ciowo nadzorowane (ang. Semi-supervised learning) — Uczacy sie
otrzymuje probke treningowa skladajaca si¢ zardwno z oznakowanych, jak
1 nieoznakowanych danych i dokonuje predykcji dla wszystkich nieobserwowanych
punktéw. Uczenie poinadzorowane jest powszechne w sytuacjach, gdy dane bez

etykiet sg tatwo dostgpne, ale uzyskanie etykiet jest kosztowne. Rozne rodzaje
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problemoéw pojawiajacych si¢ w aplikacjach, w tym zadania klasyfikacji, regresji czy
rankingdéw, moga by¢ traktowane jako przypadki uczenia pétnadzorowanego. Mozna
mie¢ nadzieje, ze rozktad nieoznakowanych danych dostepnych dla uczacego sie
moze pomdc mu osiggnaé lepsze wyniki niz w przypadku uczenia nadzorowanego.
Analiza warunkow, w jakich mozna to osiagnaé, jest tematem wielu wspotczesnych
badan teoretycznych i stosowanych w uczeniu maszynowym.

Uczenie ze wzmocnieniem (ang. Reinforcement learning) — W uczeniu
wzmacniajacym rowniez przeplataja si¢ fazy treningu i testowania. Aby zebra¢
informacje, uczacy si¢ aktywnie wspotdziata ze $rodowiskiem, a w niektorych
przypadkach wplywa na nie i za kazde dziatanie otrzymuje niezwlocznie nagrodg.
Celem uczacego si¢ jest zmaksymalizowanie jego nagrody w ciagu dzialan i iteracji
ze $rodowiskiem. Jakkolwiek, Zzadna dlugoterminowa nagroda zwrotna nie jest
dostarczana przez srodowisko, a uczacy si¢ staje przed dylematem eksploracji versus
eksploatacji, poniewaz musi wybra¢ pomiedzy eksploracja nieznanych dziatan w celu
uzyskania wigkszej ilo$ci informacji a wykorzystaniem informacji juz zebranych.
Wspodtczynnik determinacji (ang. Coefficient of determination), R? — Jest to stopien
dopasowania danych do modelowanej linii dla analiz regresji.

Wartosci p (ang. p-values) — Sa to miary waznosci statystycznej, gdzie: jesli wartos$¢
p-value jest ponizej 0,05, warto$¢, ktorg badasz jest prawdopodobnie statystycznie
wazna.

Przedzialy ufno$ci (ang. Confidence intervals) — Sa to dwie warto$ci, pomiedzy
ktérymi spodziewamy si¢ parametru. Na przyktad, 95% przedziat ufnosci pomigdzy

liczbami 1 i 3 moze opisywac, gdzie znajduje si¢ liczba 2.

7.2.Wybrane biblioteki jezykow programowania

zastosowane w pracy

7.2.1. Jezyk programowania R

0

AdaBoost, pakiet: ada (Implementacja algorytmu AdaBoost). Zrodto: https:/cran.r-

project.org/web/packages/ada/index.html

Random Forest, pakiet: randomForest (Implementacja algorytmu Random Forest).

Zrédto: https://cran.r-project.org/web/packages/randomForest/index.html
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k-NN (k najblizszych sgsiadow), pakiet: class (Implementacja algorytmu k-NN).

Zrédto: https://cran.r-project.org/web/packages/class/index.html

Gradient Boosting, pakiet: gbm (Implementacja algorytmu Gradient Boosting).

Zrédto: https://cran.r-project.org/web/packages/ebm/index.html

Linear Regression, pakiet: Podstawowy pakiet stats zawiera funkcje Im() do

przeprowadzania regresji liniowej. Zrédto:  https://stat.ethz.ch/R-manual/R-

devel/library/stats/html/lm.html

Neural Network, pakiet: neuralnet (Implementacja sztucznych sieci neuronowych).

Zrédto: https://cran.r-project.org/web/packages/neuralnet/index.html

ggplot2: Jest to jedna z najpopularniejszych bibliotek do tworzenia wykreséw w R.
Oferuje bogate mozliwosci wizualizacji danych. Zrédlo:  https://cran.r-

project.org/web/packages/ggplot2/index.html

dplyr: Pakiet dplyr zapewnia funkcje do manipulacji i przetwarzania danych. Utatwia
filtrowanie, sortowanie, grupowanie i Iaczenie danych. Zrodto: https://cran.r-

project.org/web/packages/dplyr/index.html

tidyr: Pakiet tidyr pomaga w przeksztalcaniu danych, takich jak rozpakowywanie
danych z formatu szerokiego do dtugiego (tzw. "tidy data"). Zrodto: https:/cran.r-

project.org/web/packages/tidyr/index.html

reshape2: Pakiet reshape2 umozliwia przeksztatcanie danych migdzy formatem
szerokim a dlugim, a takze przeksztalcanie danych do innych form. Zrédto:

https://cran.r-project.org/web/packages/reshape2/index.html

stats: Jest to podstawowy pakiet zawierajacy wiele funkcji statystycznych, takich jak
testy hipotez, regresja liniowa, analiza wariancji itp. Zrodto: Wbudowany w R jako
biblioteka podstawowa.

caret: Pakiet caret (Classification And REgression Training) dostarcza narzedzi do
trenowania i oceny modeli klasyfikacji i regresji. Zrodto: https://cran.r-

project.org/web/packages/caret/index.html

Ime4: Pakiet Ime4 umozliwia dopasowanie modeli liniowych mieszanych (mixed-
effects) do analizy danych z hierarchiczng struktura. Zroédto: https://cran.r-

project.org/web/packages/Ime4/index.html

car: Pakiet car zawiera r6ézne funkcje statystyczne i graficzne dla analizy regresji
i innych technik statystycznych. Zrodto: https://cran.r-

project.org/web/packages/car/index.html
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knitr: Pakiet knitr umozliwia tworzenie raportéw i dokumentacji, faczac kod R,
wyniki  obliczen i tekst w jednym pliku. Zrédlo:  https:/cran.r-

project.org/web/packages/knitr/index.html

shiny: Pakiet shiny pozwala tworzy¢ interaktywne aplikacje internetowe w R, ktore
moga by¢ latwo udostgpniane i uzywane przez innych. Zrodto: (https://cran.r-

project.org/web/packages/shiny

magrittr: Pakiet magrittr wprowadza nowy styl sktadniowy do przeksztatcen danych,
umozliwiajac czytelng i efektywna prace z danymi. Zrodlo: https://cran.r-

project.org/web/packages/magrittr/index.html

lubridate: Pakiet lubridate dostarcza funkcji do manipulacji danymi czasowymi
i datami, umozliwiajac tatwe wykonywanie operacji na czasie. Zrodto: https://cran.r-

project.org/web/packages/lubridate/index.html

purrr: Pakiet purrr zapewnia funkcje do programowania funkcyjnego, co ulatwia
manipulacje danymi i tworzenie powtarzalnych operacji. Zrodto: https://cran.r-

project.org/web/packages/purrr/index.html

stringr: Pakiet stringr dostarcza funkcje do manipulacji i1 przetwarzania ciaggow
tekstowych, takich jak ekstrakcja, taczenie i podziat tekstow. Zrodto: https://cran.r-

project.org/web/packages/stringr/index.html

data.table: Pakiet data.table jest zoptymalizowang alternatywa dla wbudowanego typu
danych data.frame, oferujaca szybkie operacje na duzych zbiorach danych. Zrodto:

https://cran.r-project.org/web/packages/data.table/index.html

plotly: Pakiet plotly umozliwia tworzenie interaktywnych wykreséw, ktore mozna
eksportowaé do roznych formatow, takich jak HTML i PDF. Zrodto: https:/cran.r-

project.org/web/packages/plotly/index.html

tidymodels: Pakiet tidymodels to zestaw narzedzi do modelowania statystycznego,
ktore korzystaja z konwencji tidyverse, zapewniajac tatwe tworzenie, przetwarzanie
1 ocenianie modeli. Zrédto: https://cran.r-

project.org/web/packages/tidymodels/index.html

caretEnsemble: Pakiet caretEnsemble oferuje techniki zespotowe (ensemble
methods) dla modeli regresji i klasyfikacji dostepne w pakiecie caret. Zrodto:

https://cran.r-project.org/web/packages/caretEnsemble/index.html
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[ forecast: Pakiet forecast zawiera funkcje do prognozowania szeregoéw czasowych,
w tym metody ARIMA, eksponencjalne wygladzanie i wiele innych. Zrédto:

https://cran.r-project.org/web/packages/forecast/index.html

7.2.2.Jezyk progrmowania Python

] AdaBoost, pakiet: scikit-learn. Zrodto: https://scikit-

learn.org/stable/modules/ensemble.html#adaboost

'] Random Forest, pakiet: scikit-learn. Zrédto: https://scikit-

learn.org/stable/modules/ensemble.html#random-forests

] k-NN (k-Nearest Neighbors), pakiet: scikit-learn. Zrodto:  https://scikit-

learn.org/stable/modules/neighbors.html

] Gradient Boosting, pakiet: XGBoost. Zrédto: https://xgboost.readthedocs.io/en/latest/

'] Linear Regression, pakiet: scikit-learn. Zrédto: https://scikit-

learn.org/stable/modules/linear_model.html#ordinary-least-squares

] Neural Network, pakiet: TensorFlow lub PyTorch. Zrédlo (TensorFlow):

https://www.tensorflow.org/ ; (PyTorch): https://pytorch.org/

[J Matplotlib: Biblioteka do tworzenia wykresow 2D i1 3D, oferujgca wiele narzedzi do

wizualizacji danych. Zrodto: https://matplotlib.org/stable/index.html

'] Seaborn: Biblioteka oparta na Matplotlib, specjalizujaca si¢ w tworzeniu atrakcyjnych
statystycznych wykresow, takich jak heatmapy czy wykresy pudetkowe. Zrodto:

https://seaborn.pydata.org/

[] Plotly: Biblioteka do interaktywnej wizualizacji danych, umozliwiajaca tworzenie
interaktywnych ~ wykresow,  wizualizacji 3D i  dashboardéw.  Zrédto:

https://plotly.com/python/

'] Pandas: Biblioteka do manipulacji i analizy danych. Oferuje struktury danych, takie
jak DataFrame, oraz narzedzia do eksploracji danych i transformacji. Zrodto:

https://pandas.pydata.org/

[J NumPy: Biblioteka do obliczen numerycznych w Pythonie. Zapewnia wydajne
struktury danych, takie jak tablice wielowymiarowe, oraz funkcje do wykonywania

operacji matematycznych. Zrédto: https:/numpy.org/
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SciPy: Biblioteka zawierajaca rézne algorytmy numeryczne, takie jak optymalizacja,
interpolacja, przetwarzanie sygnalow, statystyka i wiele innych. Zrédto:

https://docs.scipy.org/doc/scipy/reference/

Statsmodels: Biblioteka do estymacji statystycznej, zawierajaca rozne modele
statystyczne i narzg¢dzia do analizy danych. Zrédto:

https://www.statsmodels.org/stable/index.html

scikit-learn: Biblioteka do uczenia maszynowego, oferujaca implementacje ré6znych
algorytmoéw uczenia maszynowego, takich jak klasyfikacja, regresja, grupowanie

i wiele innych. Zrodto: https:/scikit-learn.org/stable/

TensorFlow: Biblioteka do glebokiego uczenia maszynowego, pozwalajaca budowaé

i trenowaé modele sieci neuronowych. Zrodto: https://www.tensorflow.org/

PyTorch: Biblioteka do glebokiego uczenia maszynowego, ktéra umozliwia
budowanie i1 trenowanie modeli sieci neuronowych, z naciskiem na elastyczno$¢

i wydajno$¢. Zrodto: https:/pytorch.org/

Keras: Wysokopoziomowe API do tworzenia i trenowania sieci neuronowych,
dziatajace na topie innych bibliotek do glebokiego uczenia maszynowego, takich jak
TensorFlow czy Theano.

ggplot. Zrédto: https://ggplot.yhathg.com/

Bokeh: Biblioteka do interaktywnej wizualizacji danych, ktéra pozwala tworzy¢
atrakcyjne wykresy interaktywne i aplikacje internetowe oparte na danych. Zrédto:

https://docs.bokeh.org/

Dask: Biblioteka do obliczen réwnolegltych i przetwarzania duzych zbioréw danych,
ktora utatwia skalowanie analizy danych na klastrach i wielu weztach. Zrédto:

https://docs.dask.org/

StatsPy. Zrédto: https://www.statspy.org/

Yellowbrick: Biblioteka do wizualizacji maszynowego uczenia, ktdra zapewnia
narzgdzia do eksploracji, wizualizacji 1 diagnostyki modeli uczenia maszynowego.
Zrodto: https://www.scikit-yb.org/en/latest/

H20. Zrédto: https:/docs.h20.ai/
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